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Abstract 
 

The aim of this work is to expose the main research activities carried out by the author in 
his  PhD  course  of  study  and  to  propose  an  accurate  state  of  art  in  the  field  of  diagnostics  of 
electrical machines. This research matter has increased its diffusion exponentially in the last few 
years in both academic and industrial contexts. Many diagnostic techniques are exposed in this 
work. The author, through literature review, studied and implemented techniques for diagnosing 
induction machines, applying these methods mainly to analysing laboratory measurements of a 1.5 
kW squirrel cage induction machine. 

The measurements carried out include multisignal acquisitions: stator current, axial and 
radial stray flux, and vibration from two different sensors are collected in various laboratory tests. 
Moreover, a detailed description of the laboratory equipment is presented to understand various 
aspects of the diagnostics of electrical machines. 

The anomalies considered in the experiments presented in this work are: stator interturn 
short circuits, bearing faults of type “generalised roughness” or “localised fault”, Low Frequency 
Torque Oscillations (LFTOs)– that can simulate a mechanical load anomaly or torque oscillation 
similar to that generated by broken rotor bars, and airgap eccentricity. The multisensor approach 
is used in most of the works of the author leading to enhanced performances; for example,  the 
uncertainty  of  12%  on  the  calculated  characteristics  fault  frequencies,  due  the  slippage 
phenomenon in bearing, can be avoided in the study of electromagnetic signals spectra through 
the additional use of vibration signal. Moreover, comparisons between the signals analysed are 
carried out, showing pros and cons in various operating conditions of the machines. An analysis 
on  the  position  of  the  fault  in  bearings  is  carried  out  since  it  can  change  the  intensity  of  the 
characteristics harmonics. 

Another important aspect to take into account when diagnosing a machine is the type of 
supply. The inverter supply of the machine can introduce additional difficulties in diagnosing the 
faults, since electromagnetic interferences will occur and speed transient or closedloop control do 
not permit  to use  the same techniques as  for mainsfed machines. Some insights and proposed 
methods on this point are presented in the work.   

Artificial Neural Networks (ANNs) represent an important tool for automatic recognition 
of the faults in electrical machines. With the evolution of their algorithms and hardware in the last 
few  years  they can be used easier and can give more and more  reliable  results. Deep  learning 
convolutional  neural  network  (CNN)  have  been  used  by  the  author  showing  good  results  in 
classifying  spectrograms  of  vibration  or  electromagnetic  signals  of  an  induction  machine.  The 
transfer  learning  technique  has  been  used  to  train  the  CNNs:  the  networks  used  were  already 
trained to classify an original task however they were retrained with spectrograms of vibration and 
electromagnetics  signals  from  the  machine  using  higher  learning  rate  parameters  in  the  final 
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classification layer of the network. With this technique the networks keep their feature extraction 
ability acquired with the first full training (to classify the original task) but can classify the new 
problem input (in this case for diagnostics purposes) using much less training images. 
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1  Introduction  
 

Diagnostics  of  electrical  machines  leads  to  an  improvement  of  the  management  of 
production equipment and facilities: foreseeing the faults in the machines can avoid unexpected 
and forced outofservice of them and improves the maintenance program.  

The main objective of this work is to show the potientality of the multisensor diagnostics 
for induction machines with and without the use of machine learning approach. 

This thesis resumes the scientific works of the author during his PhD course of study. The 
work is organized as following: 

  Firstly, an introduction and a state of the art of the main techniques used in the diagnostics 
of electrical machines is presented; 

  In  a  subsequent  chapter,  the  laboratory  equipment  used  by  the  author  in  his  research 
activities is described in details; 

  The published scientific works of the author have been described in each of the following 
chapters of the thesis. Additional resources, as for example dedicated state of art paragraphs 
relative  to  the specific  issue  treated  in  the chapters, are added  to  the original published 
works. Moreover, a discussion about the results of every work is presented at the end of 
each chapter to have a wider view on the diagnostics of electrical machines: in fact, issues 
presented in the other chapters are often included and compared, for an amalgamation of 
the various arguments treated in the thesis; 

  A final conclusion summarizes the issues and results reached in the various works of the 
author. 
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2  State of art in diagnostics of electrical machines 
 

2.1   Introduction 

 
2.1.1  Diffusion of electrical machines 

 

Electrical machines have increased their population since the beginning of the  twentieth 
century with a very high growing rate. The use of electric motors for industrial production purposes 
has expanded from slightly less than 5% of total mechanical power used in the USA manufacturing 
sector in 1899 to around 25% just ten years later. The ratio of electric motors power used in the 
industries continued to increase in the first half of the century to reach nearly 90% of total power 
in  1939  [1].  The  diffusion  of  the  electric  motors  use  is  of  course  related  to  the  production  of 
electricity  which  permits  the  delocalization  of  the  industries  from  areas  also  far  from  rivers, 
primary source of the hydraulicmechanical power, and from areas rich in coal mines, which was 
the major chemicalthermal energy source in the nineteenth century. The electricity of course gives 
rise to many other outstanding innovations in the industrial production such as automatic precision 
instruments for the monitoring, control and inspection of industrial operations; for example, the 
electrical automatic controls permitted the epochal transition from small scale batch production to 
continuous processing in the refining of petroleum products and in the paper industries [1]. 

The population of the electric motors and in particular Induction Motors (IMs) certainly 
does not decrease during the successive third industrial revolution and now is still growing with 
the advent of the industry 4.0. In fact, it is estimated that the population of the electrical machines 
has increased largely in recent years, with a number of operating machines of about 16.1 billion in 
2011 and a growth of about 50% in the last five years [2,3]. 

With  the advent of power electronic  converters  and control  systems,  that  became more 
reliable and cheaper in the last few years, different kinds of machines can be found in industry, for 
example  Permanent  Magnets  Synchronous  Machines  (PMSM)    that  can  be  distinguished  in 
brushless  DC  or  Brushless  AC    or  Synchronous  Reluctance  Machines  (SynRM).  Though  the 
diffusion of these kinds of machines is quick, it is still dependent on the market of rare earths (in 
case of PMSM) and the cost is not still competitive with the cost of induction motors. These kinds 
of  machines  are  often  used  for  applications  in  which  the  power  to  weight  ratio  and  other 
constraints, such as very high efficiency or very high rotational speed, are  required. To have a 
comparison, industrial electric motors used in heavy industry produce less than 1 kW per kilogram 
of machine’s weight, motors  for Electric Vehicles  (EVs) produce around 2 kW/kg and special 
machines designed for aircraft application can reach 10 kW/kg [4]. 
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For all  the other “classical”  industrial applications,  the  induction motor  is still  the most 
diffused [5]. In fact, the induction machines have the advantages to be more rugged, cheaper and 
need very little maintenance in comparison with the other kinds of machines. Moreover, they are 
selfstarting machines also  in mainsfed operations. According  to  the study [7],  in which  three 
different machines for drivetrains application are compared,  the specific cost for  the induction 
machines is about 7.2 $/kW while it is 10.1 $/kW for a DC machine and 16.3 $/kW for a DC
brushless. To the cost of the machine itself should be added the cost of the electronic converter if 
used, as discussed in [6]. Since in many industrial applications is not necessary a variable rotational 
frequency,  the  advantage of  the choice of  the  IMs  is evident  as  the cost  is much  lower  than a 
synchronous machine with electronic converter.  

Some changes are coming with the application of the directive 2009/125/EC, through the 
commission regulation (EU) 2019/1781, in which most of the electrical machines in the European 
Union must meet certain standards in terms of energy efficiency. The regulation is oriented mainly 
on squirrel cage induction machines (SCIM) of rated power range from 0.12 kW to 1000 kW, with 
some notes about the efficiency of the Variable Speed Drives also. All the new IMs installed in 
Europe, after 1st July 2021, from 2 to 8 poles in the power range from 0.75 kW and equal to or 
below 1000 kW, should have an efficiency level of at least IE3. Moreover, from 1st July 2023 the 
IMs in the range 75200 kW must have IE4 efficiency level.  

The efficiency level classes are defined in the IEC 60034301:2014 standard, where the 
designation “IE” (International EnergyEfficiency), is directly followed by a number representing 
the  classification  (the  higher  the  number,  the  higher  the  efficiency).  The  efficiency  values  for 
classes of four poles motors in the complete power range under the standard are visible in Figure 
1. 
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Figure 1: Efficiency levels according to IEC 60034301:2014 standard 

 

The requirement of more efficient machines induces the producers to use high quality iron 
materials and different  technologies  from standard productions,  such as  copper diecast  rotors. 
Moreover, the machines with higher values of efficiency level, namely IE3, IE4, IE5, are heavier 
and have more inertia momentum [8]. These machines are more expensive, and to reach these high 
efficiency levels different type of machines are appearing with more prominence on the market: 
the PMSM and the SynRM. These kinds of synchronous machines virtually eliminate any rotor 
losses (expecially the SynRM), because no current is induced in the rotor, and so a 25% reduction 
in the overall losses with respect to IE3class SCIMs can be assumed [8]. Despite this and other 
advantages of synchronous machines, The IE4class SCIMs are present in the market since almost 
ten years, and on average, they cost only about 15% more than IE3class SCIMs. These kinds of 
machines are still an excellent option for small–medium power ranges, particularly in fixedspeed 
applications, in which they are still competitive and cheaper than synchronous machines [8]. 

 

2.1.2  Diagnostics of electrical machines 

 

Diagnostics and protection from faults has an ancient hystory that can be considered as 
archaic as the history of electrical machines themselves. Initially the users and manufacturers of 
the machines relied on the simple protections such overcurrent, overvoltage, earthfault, etc. to 
ensure reliable and safe operation conditions. With the increasing of the tasks performed by these 
machines, improvements were also sought in the field of fault diagnosis [9]. The diagnostics of 
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electrical machine  is  a  concept  stricly  correlated  to  condition monitoring and various kinds of 
maintenance.  

The condition monitoring of a machine  is  the process of monitoring a parameter  in  the 
machine e.g. vibration, line current, etc., in order to identify a significant change that is indicative 
of  a  developing  of  a  fault.  The  condition  monitoring  is  a  major  component  of  predictive 
maintenance. In fact, the use of condition monitoring allows maintenance to be scheduled, or other 
actions to be taken to prevent damages and avoid their consequences. Condition monitoring has 
the unique benefit in that conditions that would shorten normal lifespan can be individuated and 
fixed before they develop into a major failure. The definitions of these three concepts are resumed 
in the following: 

  Condition  monitoring.  It  is  composed  by  the  actions  carried  out  for  having  a 
monitored status of  the machines.  It can be subdivided  into data acquisition and 
data preprocessing of some of the parameters and variables of the machine. The 
last step of the process, that is the decision taking, is not generally included into the 
condition monitoring process but it is reserved to the diagnostics issue. Condition 
monitoring could be “online” when the acquisition of the data is continuous in time, 
during  the  normal  operation  of  the  machine  and  generally  is  visualized  and 
elaborated in remote, often in “live” mode, or “offline” when the measurements are 
periodic or intermittent, when the machine is not working and often elaborated at a 
later time.  

  Diagnostics of electrical machines. It is the general issue related to the detection, 
localization and identification of various kinds of fault  (electrical, mechanical or 
thermal  faults)  in  the  machine.  The  concept  includes  also  the  decisionmaking 
process on what actions should be carried out after the identification of the fault. 
This decision process could be made by trained personnel or by algorithms (often 
bonded to machine learning techniques). 

  Predictive  maintenance.  It  is  the  kind  of  maintenance  strictly  related  to  the 
condition monitoring and the diagnostic concepts. Predictive maintenance lets one 
to  estimate  the  timetofailure  of  a  machine.  Knowing  this  time,  often  called 
Remaining Useful Life (RUL), it is possible to find the optimum time to schedule 
the maintenance for the system. Predictive maintenance is opposed to reactive and 
preventive maintenance: the former is when the machine is used until its failure and 
substitution and repair are executed only after the failure has occurred, while the 
latter  is  performed  by  regular  checks  on  the  equipment  and  the  maintenance  is 
planned over regular intervals. It is clear that predictive maintenance can give better 
results especially in costly and safetycritical equipment because it reduces the run
off  time  of  the  machine  (as  opposed  to  reactive  maintenance)  and  optimize  the 
exploitation of the various parts of the machines to their real life term (in contrast 
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with  preventive  maintenance)  [10].  This  kind  of  maintenance  is  similar  to  the 
concept of prognostics of the machines, introduced for example in [11]. 

 

A schematic representation of the differences between the various kinds of maintenance 
descripted above is visible in Figure 2, [10].  

 

Figure  2:  different  kinds  of  maintenance.  In  the  case  of  predictive  maintenance,  the  maintenance  is 
scheduled only when it is necessary, by forecasts obtained by condition monitoring information [10].  

 

The  diagnostics  of  the  rotating  electrical  machines  has  reached  a  high  diffusion  and 
development,  recently.  It  can  be  observed,  in  fact,  that  numerous  scientific  papers  have  been 
published  in  these  recent  years  on  this  theme  as  stated  in  [12].  The  growth  of  the  diagnostics 
happened for several reasons. First of all, the predictive maintenance has increasingly spread in 
the industrial sector and in other fields, such as, for example, electric traction. As stated above, the 
predictive maintenance  is  the  type of maintenance  in which  the RUL of  the machine  (or other 
devices) is calculated with algorithms and requires the use of advanced diagnostic techniques. The 
fault in the machine should be individuated as soon as possible –in the incipient state – to have 
more  time  to  predict  the  RUL  and  schedule  a  maintenance  operation  in  the  future  with  more 
precision.  

With  the evolving of  some  techniques,  such as  Machine  Learning  and  its  branch Deep 
Learning,  and  with  the  lowering  of  the  cost  of  the  sensors  and  computational  devices,  the 
diagnostic  techniques  became  more  effective  and  this  contributes  to  greater  diffusion  of  the 
diagnostics in the industrial context. Moreover, with the increase of the cost of the machines, due 
to the new efficiency rules discussed in the previous paragraph, the tendency of the diffusion of 
the diagnostics can increase; in fact, for the monitoring of these machines, that need to be always 
in a very good healthy condition to have a good efficiency, condition monitoring and diagnostic 
techniques are likely to be more widely implemented in the future to check if the efficiency of 
these machines is always at its maximum value. 

Some of the techniques used in the diagnostics of electrical machines will be reported in 
the  following  part,  with  some  description  of  their  main  characteristics,  advantages  and 
disadvantages. 
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2.2  Major techniques used in diagnostics 
 

The parameters to be monitored in a machine could be different and any parameter could 
be more appropriate for a different kind of fault. The main faults in a rotating electrical machine, 
with particular reference to the induction machine, are located in the stator windings, rotor bars, 
bearings,  air  gap  eccentricities.  Other  anomalies  can  occur  with  a  wrong  mechanical  coupling 
(shaft misalignment), mechanical imbalance, or can occur in the transmission mechanism (gears, 
bell and pulleys, etc.) or in the mechanical load itself.  

The various types of fault will be discussed in the next paragraphs, here a presentation of 
the main quantities monitored will be given. 

The main physical quantities measured in an electrical machine are: 

  line current 
  vibration 
  magnetic stray fluxes 
  temperature 
  mechanical displacement (laser measurements) 
  chemical analysis 
  acoustic emission 
  sound pressure 
  radio frequency spectra analysis 

 

Many of these signals are presented in [13], with particular reference to the bearing fault 
detection. The main characteristics for some of these signals are reported in the following sub
paragraphs. In particular, the study of the most used signals by the candidate in his research project 
will  be  reported:  motor  current  signature  analysis  (MCSA),  vibration  analysis  and  stray  flux 
analysis. In fact, the candidate has focused his research work in particular on induction machine 
of small size, with mains or inverter supply, and not all the techniques presented above are suitable 
for diagnostics of this type of machine. 

The  faults  detectable  with  the  techniques  outlined  above  are  electrical,  mechanical  or 
thermal; the most important of them are reported in the following list (see for example [14] for a 
literature reference): 
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  Rotor faults – broken rotor bars or end connectionrings 
  Airgap eccentricity 

o  Static eccentricity 
o  Dynamic and mixed eccentricity 

  Permanent magnet demagnetization 
  Stator winding partial short circuits 
  Stator partial discharges 
  Bearing faults 
  Shaft misalignment 
  Load anomalies 
  Gear faults 

 

Some of these faults will be discussed in more details in the following of this chapter. In 
particular, the fault characteristic frequencies available in literature will be reported, with which 
one can individuate some of the faults listed above checking these harmonics in current or other 
signal frequency spectra. 

 

2.2.1  Motor Current Signature Analysis 

 

The Motor Current Signature Analysis (MCSA) is the acquisition and elaboration of the 
stator phase current signal of a machine for diagnostic purposes. The current signal is generally 
taken by current  transformers already installed for protection purposes  (overload protection) or 
directly by  installing permanent or  temporary sensors,  for a continuous or a  periodic condition 
monitoring. Continuous monitoring is also referred as online condition monitoring, in which the 
sensors  and  signal  conditioners  are  permanently  installed  and  acquire  data  with  continuous 
regularity. In contrast to online condition monitoring, offline condition monitoring is referred to 
periodic acquisitions,  that can be scheduled with a certain  regularity  (for example once a year, 
etc.). 

Usually MCSA is referred to the analysis of a single phase current; only one current sensor 
is used and it is placed on any of the three mains phases. The main reason is that the rotating flux 
waves produced by the different failures in the machine cut all the three stator phase windings; so 
corresponding currents are induced in each of the three phases [15]. 

MCSA started its development during the late 1970s to the mid1980s decades in USA and 
Europe [16]. As reported in [16], many researchers collaborate to lay the foundation of this new 
approach for diagnosis. Some of them are reported in: Filippetti et al. [19], Vas [20], Kliman et al. 
[21] and Cameron et al. [22]; a more accurate information list is included in [16]; moreover, most 
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of them are reviewed in the important work of Benbouzid [23], though generally it includes also 
more recent works. 

In more detail, the MCSA technique could be summarized with the following steps: 

  acquisitions  of  the  data  with  appropriate  sampling  frequency  and  number  of 
samples 

  filtering of the signal (antialiasing or others) 
  windowing of the signal 
  frequency  domain  transformation    Fast  Fourier  Transform  (FFT)  or  other 

algorithms 
  other digital filtering techniques 
  individuation of the fault characteristic harmonics in the spectra 

 

The  acquisition  should  be  made  with  appropriate  sampling  frequency  and  number  of 
samples acquired. The former influences the bandwidth of the signal: the maximum bandwidth of 
a  digital  signal  is  the  half  of  the  sampling  frequency,  applying  the  ShannonNyquist  theorem. 
However, a high sampling frequency with a not high number of samples acquired in the acquisition 
brings to a low frequency resolution in the FFTtransformed signal. The resolution of a FFT is 
defined as the frequency distance between two adjacent discrete points in the transformed signal. 
It is measured in hertz and the formula to calculate it is: 

𝑟𝑒𝑠𝐹𝐹𝑇 =
𝑁𝑠𝑎𝑚𝑝𝑙𝑒𝑠

𝑓𝑠𝑎𝑚𝑝𝑙𝑖𝑛𝑔
=

1

𝑇𝑎𝑐𝑞𝑢𝑖𝑠𝑖𝑡𝑖𝑜𝑛
  (2.1) 

where: 

  𝑁𝑠𝑎𝑚𝑝𝑙𝑒𝑠 is the number of samples acquired in the acquisition; 

  𝑓𝑠𝑎𝑚𝑝𝑙𝑖𝑛𝑔 is the sampling frequency; 

  𝑇𝑎𝑐𝑞𝑢𝑖𝑠𝑖𝑡𝑖𝑜𝑛 is the time elapsed during the acquisition. 

 

It is interesting to notice that the resolution is practically dependent only on the acquisition 
time (it is inversely proportional to the acquisition time). So, to have a good frequency resolution 
(small  in value) in  the frequency domain signal  it  is necessary to have a high acquisition time. 
Having a good frequency  resolution means  that  it  is possible  to see very adjacent peaks  in  the 
spectra as separated peaks, while having low frequency resolution means that the peaks close to 
each other will be identified as a single peak. Conversely, a very long acquisition time can hide 
transient behaviour in the machine. It will be explained later in this work that FFT, and in general 
frequencytransformation,  is  not  appropriate  to  study  transient  signal;  however,  very  long 
transients, for example the thermal transient of the machine, could have different harmonic spectra 
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signatures, and with an appropriate acquisition time differences between a cold motor and a hot 
motor may be detected. 

The antialiasing filters are analog low pass filters and they are used at the input of analogue
todigital converters. They are used to reduce the aliasing phenomenon that is the effect that causes 
distinct signals  to become indistinguishable (aliases of each other) when sampled. The specific 
details  and  explanation  of  the  phenomenon  will  be  omitted  in  this  work,  but  in  general  an 
antialiasing filter will be lowpass with a cutoff frequency lower than the Nyquist frequency of 
the sampling process: an ideal filter (with an infinite slope at the cutoff limit) could be with a cut 
off frequency equal to the Nyquist frequency, but a real filter does not have an infinite slope and 
so its cutoff frequency has to be chosen lower than the Nyquist frequency. Higher order filters are 
preferable, though in some cases it could be convenient to use passive singleorder filters. 

Before performing the frequency transformation, a windowing function is generally used 
to preprocess the signal: the shape of the current in the time domain is multiplied by a window 
function that reduces the ends of the signal as shown in the left side of Figure 3. This reduces the 
disturbance  known  as  'leakage'  due  to  a  noninteger  number  of  periods  of  the  fundamental 
harmonic included in the acquisition time. This is visible on the right side of the Figure 3. 

 

Figure 3: Signal windowing and frequency transforms with or without windowing [24] 

 

The application of windowing is often included in frequency transformation functions such 
as MATLAB's “pspectrum”  function. There are various functions for windowing, although  the 
difference in results is very small; Hann's function is the most widely used. 

For the frequency transformation a FFT algorithm or others algorithms can be used. FFT 
is one of the most efficient algorithms for effectuating the Discrete Fourier Transform (DFT) of a 
signal.  It  reduces  the  number  of  operations  from  O(N2)  of  a  DFT  algorithm  to  O(N  ꞏlog(N)) 
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operations with a FFT (CooleyTuckey algorithm). This means that, with a number of samples 
N=100, the direct DFT calculation needs 1002 = 10000 operations while with a CooleyTuckey 
FFT 100 ∙ log(100) = 200 operations will be needed, with an evident computational cost saving. 
Often, in practical use, preset functions could be used in computational software instead of the 
FFT function. For example, in MATLAB environment the function pspectrum could be used. This 
function  calculates  the  power  spectrum  of  the  signal  that  is  substantially  proportional  to  the 
squared signal. The function permits to do the calculation with a selectable frequency resolution 
to save computational time in case of a first study of the signal, and a full frequency resolution in 
case  of  fine  study  of  the  signal  (the  maximum  resolution  achievable  is  anyway  given  by  the 
formula  (2.1)).  Moreover,  the  function  pspectrum  permits  other  options  to  be  changed.  For 
example, the extrapolation of the spectrograms, that represent a form of timefrequency domain 
representation, could be done using the pspectrum function. This kind of transformation will be 
discussed in the next chapters of this work. 

Once the signal is digitalized, many other filters and preprocessing techniques could be 
used more conveniently than with analogue signals. Examples of digital processing could be band
pass filtering, notch filtering, etc. Moreover, especially in the last decades more and more machine 
learning techniques are implemented to make automatic recognition or classification task for the 
healthy and faulty signals. 

The  last  step  of  the  MCSA  technique  is  generally  the  identification  of  the  fault 
characteristic harmonics  in  the  spectra. The  fault  characteristic  frequencies  are  calculated with 
formulas  available  in  literature,  obtained  over  the  years  by  various  researchers.  Some  of  the 
formulas will be presented in the paragraph 2.3. 

As  anticipated  before,  more  often  in  recent  times  machine  learning  techniques  for  the 
classification of the fault are used. In fact, the individuation of the characteristic harmonics is not 
easy.  Signal  to  Noise  Ratio  is  not  very  high;  in  fact,  the  fault  harmonic  could  have  very  low 
amplitude compared to the fundamental frequency of the stator current. This is true especially for 
faults like bearings faults, in which the first diagnostic effect is visible on the vibration signals. 
The vibration of the bearings brings to a variation of the airgap of the machine and to a  cyclic 
variation of the torque (in case of localized or “cyclic” bearings faults) in the machine and this 
brings  to  the  visualization  of  characteristics  harmonics  also  on  current  and  electromagnetics 
signals  [25]. A more  indepth discussion about  the various  specific  faults will  be presented  in 
section 2.3 together with the harmonic characteristic frequencies of the faults. 
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2.2.2  Vibration Analysis 

 

Vibrations are one of the major wear factors in complex mechanical systems. They can 
have various causes, such as mechanical, fluiddynamic or electromagnetic.  

Vibrations are mechanical oscillations around a reference position and are characterised by 
values  of  displacement,  velocity  and  acceleration.  In  large  mechanical  systems,  vibrations  are 
generated at low frequencies (< 1 Hz), in this case the displacement relative to a reference position 
of the mechanical part under examination has to be measured. In the frequency range between 1 
and  1000  Hz  it  is  common  to  measure  the  speed  of  motion.  Above  1000  Hz,  acceleration  is 
measured [26]. The sensitivity of the measure function (displacement, velocity, acceleration) is 
showed in the next Figure 4. 

 

Figure 4: sensitivity of the measure function [26] 

 

The quantities are related to each other by derivation and integration operations, so if you 
have a velocity measurement, you simply perform a derivation to obtain an acceleration.  

In reality, a differentiation process accentuates the small nonlinearity, measurement errors 
and noise present in the source signal, and while this may produce an acceptable degree of accuracy 
for the first derivative, further differentiation would result in an unacceptable error. 

In measurements taken on electrical machines, acceleration is usually used, even for values 
below 1000 Hz.  
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The vibration analysis can be easily carried out by positioning one or more accelerometers 
on the mechanical part to be measured. Models of simple mechanical parts could be implemented 
and analytically solved; for example, systems with a low number of degrees of freedom such as 
single or double pendulum, or springmass systems, etc. The study of real objects is much more 
difficult as it involves the study of the body itself as an infinite degrees of freedom object (with 
continuous elastic members) [27]. In fact, most structural and machine systems have deformable 
or elastic members and so have an infinite number of degrees of freedom. Systems with a number 
of degrees of freedom finite are called discrete or lumped parameter systems, and those with an 
infinite  number  of  degrees  of  freedom  are  called  distributed  or  continuous  systems.  Usually, 
continuous systems are approximated as discrete systems and the solutions are often calculated 
through  computational  calculation.  In  fact,  though  analytical  methods  to  resolve  continuous 
systems give exact results, they are available only for a few selection of problems, such as uniform 
beams, slender rods, and thin plates. Often most of the practical systems are so treated as finite 
lumped masses, springs, and dampers. The increasing in the number of the degrees of freedom 
gives more accurate results at the cost of greater complexity of the system and calculation effort 
[27].  

Systems and mechanical parts can have one or more vibrating modes that correspond to 
different natural or resonant frequencies. The Frequency Response Function (FRF) is a frequency 
based measurement function used to identify the resonant frequencies, damping and mode shapes 
of the structure. It can be considered as a transfer function between the input (force solicitation) 
and the output (acceleration measurement) of the mechanical system [28]. 

The natural frequencies of the system can enhance the characteristic fault frequencies of 
bearings as described for example in [29]. To do so, it is important to filter the FRF with a band 
pass  filter  around  the  resonant  frequency  of  the  system.  This  can  enhance  the  characteristic 
harmonics of the fault (for example the bearing) that otherwise will be covered by other harmonics 
and noise in the spectra. The lowfrequency fault harmonics cause an amplitude modulation of the 
resonant  harmonics.  Bandpass  filtering,  wave  rectification  (envelope  transformation)  and 
frequency transform of the spectrum (envelope spectrum) can make more visible the characteristic 
fault  harmonics  as  they  are  enhanced  by  the  resonance  phenomenon.  This  technique  is  called 
“envelope analysis” and can be much more effective than a raw analysis of the frequency spectrum 
of the vibration.  In fact,  though characteristic fault frequencies could be visible in raw spectra, 
usually,  and  especially  in  case  of  incipient  fault  of  the  bearing,  they  are  small  in  amplitude, 
compared to other low frequency harmonics and noise and so they can be easily hidden by these 
other harmonics [2930]. The essential procedures of the envelope analysis are resumed in Figure 
5. 
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Figure 5: Data processing procedures used in envelope analysis [30]  

 

Vibration analysis  proved  to be  the most  effective diagnostic  technique  for mechanical 
faults such as bearing faults [16]. Anyway in some occasions vibration analysis could be costly 
and  difficult  to  perform  (it  needs  the  direct  access  to  the  machine  for  the  installation  of  the 
accelerometers, and the vibration signal could be corrupted by vibration of other machines in the 
nearing  space);  so other  techniques may  be used  (such  as MCSA) with  some advanced  signal 
processing techniques or machine learning based classification algorithms. 

In an electrical machine, the main sources of vibration are: 

  aerodynamic: air pressure variation caused by fans, air agitators and salient poles; 
  mechanical: manufacturing defects, mechanical unbalance of the rotor, defects in 

couplings, bearing failures; 
  electromagnetic: magnetostriction, unbalanced mains power supply, inverter power 

supply, Lorentz and Maxwell forces. 

 

The harmonics generated by mechanical causes  appear  in  the spectrum at  the rotational 
frequency 𝑓𝑟 (in Hertz), and its harmonics 𝑘 · 𝑓𝑟 (with k integer). 

Harmonics of electromagnetic nature depend on the frequency and shape of the electrical 
voltage at the machine's  input. The forces of an electromagnetic nature that generate vibrations 
and acoustic noise are, as already mentioned, the magnetostriction, Lorentz and Maxwell forces.  

Magnetostriction is  the phenomenon whereby the material  crossed by the magnetic flux 
changes  its  shape  or  size  during  the  magnetisation  process.  The  force  is  applied  to  the  entire 
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volume  of  the  ironmagnetic  core.  However,  in  electrical  machines,  materials  with  a  low 
magnetostriction coefficient are generally used, so these forces are usually negligible. 

Lorentz forces are applied to a current carrying wire in a magnetic field. The Lorentz force, 
applied to the rotor bars (immersed in the magnetic flux at the air gap), generates the motor's useful 
driving torque. 

For a straight conductor, the following formula applies: 

�̅�𝑡𝑎𝑛𝑔 = 𝐼 ∙ �̅�𝒔 × �̅�  (2.2) 

Where I is the current flowing through the conductor, �̅�𝒔 is a vector indicating the direction 
of  the conductor  (in which  I  flows  longitudinally), �̅� is  the magnetic  flux density  in which  the 
conductor is immersed and the symbol × denotes the vector product. The direction of the force is 
given by the lefthand rule. 

Although  these  forces  are  tangential  to  the  rotor,  and  therefore  able  to  generate  the 
machine's useful torque, when produced by current harmonics they generate torque oscillations (or 
torsional vibrations). 

Furthermore, the Lorentz forces act on the stator and rotor windings in a radial direction 
when considering the stray flux in which they are immersed rather than the statorrotor coupling 
flux. 

In this case the fundamental frequency of the vibrations will be twice the machine supply 
frequency (for stator windings) or twice the slip frequency (for rotor windings). For rotor windings 
the physical situation is shown in Figure 6. The force is proportional to the square of the current 
and therefore the heaviest effect will be on the starting rotor, with high currents and equally high 
slip frequencies. If the rotor bars are not tightly clamped in the slots, the vibrations will eventually 
damage the iron core and cause friction between the bars and core, which can lead to discharges 
and further losses, especially for large motors [16]. 

 

Figure 6: Radial force at frequency 2sf (generating vibrations) due to the interaction of the stray rotor flux 
with the rotor currents [16]. 
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Maxwell forces develop on the surface of ferromagnetic cores where a strong change of 
magnetic reluctance occurs (i.e. on the surfaces of the rotor and stator cores facing the air gap). 
The forces are proportional to the square of the magnetic flux density B: 

𝜎𝑛 =
𝐹𝑛

𝑆
=

𝐵2

2𝜇0
  (2.3) 

where 𝜎𝑛 is the mechanical stress measured in [N/m], 𝐹𝑛 is the force normal to the surface 
S and 𝜇0 is the magnetic permeability in vacuum (or air). 

Under ideal conditions (no eccentricity and smooth rotor and stator), these attractive forces 
would act symmetrically on the rotor, resulting in a null vector. However, vibrations occur due to 
the  intrinsic  eccentricity  of  the  motor  (due  to  construction  and  assembly  tolerances).  The 
fundamental frequency of these vibrations is 2𝑓𝑠, i.e. for a supply frequency of 50 Hz, the vibration 
fundamental frequency is 100 Hz. 

It has been shown that in induction motors the vibrations at 100 Hz (2𝑓𝑠) and the vibrations 
at 𝑓𝑟 and 2𝑓𝑠 ± 𝑓𝑟 increase rapidly for both static and dynamic eccentricity. Moreover, the effect 
is more pronounced at noload than at load [31, 32]. 

In  addition,  again  due  to  the  Maxwell  tensor,  there  are  harmonics  due  to  imperfect 
“isotropy” of the machine (even for isotropic machines): 

  the  “slotting”  effect  generates  vibration  harmonics  as  the  reluctance  of  the  airgap  is 
affected by the presence of stator and rotor slots and changes depending on the relative 
positioning between the stator teeth and the rotor teeth. This generates a deformed flux 
density distribution with “steps” (see Figure 7) with respect to the ideal sinusoid. This 
produces a cogging torque in the motor and associated torsional vibrations. 

  The saturation effect in the ironcore also introduces flux distribution dissymmetry and/or 
distortion of  the  flux  fundamental, which  in  turn generates harmonics  in  the  field and 
hence pulsating torque and vibration. 

 

Figure 7: Deformation of the flux density fundamental waveform due to the slotting effect [17]. 
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Important vibrationsensitive parts are the stator endwindings. Lorentz forces acting on 
the endwindings in the long term can loosen the fastening and bracing components of the windings 
and produce movement of the windings gaps that increase and accelerate vibrationrelated wear. 
This is especially true for large machines with rigid conductors (“form wound”), but it could also 
produce  stresses  on  smaller  machines  with  “hairpin”  windings,  especially  when  used  in  the 
automotive field, since they can be subjected to vibrations from both the motor itself and from the 
outside (stresses from the vehicle frame) [18]. 

It should also be remembered that the analysis of vibrations is correlated to that of acoustic 
noise generated by the phenomena discussed here. Of particular relevance is the study of vibrations 
and noise generated by modern machines (induction motors and others) used at variable frequency 
in the automotive field. This field of study is called NVH (“Noise Vibration & Harshness”). 

 

2.2.3  Stray flux Analysis 

 

The use of the axial, radial and circumferential stray flux in the diagnostic process of an 
electrical machine has beginning and has been studied at  least  since  the 1980s  [33]. The main 
reason of using such signal is that it is lowcost, simple and has flexibility in the measurement. In 
fact, external flux coils can be retrofitted to motors already operating in the field (although it is 
necessary  to have access  to  the machine,  that  it  is not always possible) and  they can easily be 
installed on the outer surface of the machines.  

The sensors used to measure the stray flux are in the most cases simple circular coils of 
different diameters without any ferromagnetic core (air coils). One of the most used coil of this 
type is the Emerson CSi 343 flux coil sensor. This coil has a 22 cm average diameter and it is 
recommended  for  the  application  on  the  fanend  of  the  induction  machine,  centred  with  the 
machine shaft. This coil has been designed to be used for diagnosing machines with bigger outer 
diameter than the coil itself and has special thread mount or magnets mount systems to be attached 
on  the  rear  frame  of  the  motor.  However,  the  candidate  and  his  research  group  have  reached 
satisfactory results with a machine slightly smaller in diameter than the coil as will be explained 
later in this thesis (the coil anyway has to be centred with the machine’s shaft).  
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Figure 8: CSI Model 343 Flux coil ( from product datasheet)  

 

An extensive research activities on diagnostics of induction machines by means of stray 
flux was carried out and presented by Kokko in his doctoral  thesis  [34]. Kokko has performed 
measurements  of  the  stray  axial  flux  over  a  great  number  of  machines.  He  has  preliminarily 
analysed various types of sensors that can be used for the measurement of the industrial machines 
stray flux (the other sensors compared are fluxgate magnetometers and Hall effect sensors). 

He has found that aircore coils are the best sensor for this kind of applications as the coil 
has practically no signal attenuation  in  frequencies below 20 kHz  that are  the most  interesting 
frequencies for a diagnostic purpose. The disadvantage of the flux coil is that it is not possible to 
detect the dc or very lowfrequency signal. In fact, the principle on which the coil works is based 
on  FaradayLenz  induction  law:  the  induced  voltage  in  the  coil  is  directly  proportional  to  the 
variation rate of the linked magnetic flux (at very low frequency the variation rate decreases). The 
FaradayLenz statement is reported in (2.4): 

𝑒 =  −𝑁 ∙
𝑑𝜑

𝑑𝑡
 

(2.4) 

in which e is the electromotive force generated on the coil, N is the number of turns in the 

coil and 𝑑𝜑

𝑑𝑡
 is the variation of the magnetic flux 𝜑 linked orthogonally with one turn. Anyway the 

measurement of very  low frequency signal  is generally not  considered useful  in  the diagnostic 
study of the machines.  

Other methods to measure the magnetic field in the frequency range of 10 Hz to 3 kHz are 
presented in the standard IEEE 13081994 (currently inactive).  

As stated by Kokko, the actual measurement of a machine’s stray flux with a coil probe is 
not  a  magnetic  flux  but  an  electromotive  force  generated  by  the  variation  of  the  flux  in  time. 
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However, often it  is not really necessary to calculate the value of  the flux linked with the coil, 
because the variation (i.e. the time derivative) of it analysed in the frequency domain will highlight 
relative change in the harmonics at the same frequency of the flux itself. 

It  is  possible  anyway  calculating  the  magnetic  stray  flux  magnitude  and  frequency 
spectrum,  inserting  an  integrator  in  the  measurement  cascade.  The  CSI  343  Flux  coil  can  be 
supplied with a commercial Portable analyser (CSi Model 2120) that performs integration of the 
signal [34]. The measurement principle schemes are reported in Figure 9 and Figure 10; although 
they  are  not  used  in  this  thesis,  these  diagrams  are  useful  to  understand  the  principle  of  such 
measurement.  

 

Figure 9: Measurement working principle for the system CSI Model 2120 [34] 

 

 

Figure 10: Principles of signal acquisition and processing cascade for the CSI 2120 Analyser [34]  

 

The frequency resolution of the frequencytransformed spectrum is obviously as important 
as the frequency resolution used for a stator current spectrum of a MCSA analysis. The resolution 
can be calculated with (2.1). In the work [34], different resolutions are taken for each frequency 
range analysed. For example, in the range from 0 to 200 Hz, a frequency resolution of 0.06 Hz has 
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been chosen, while for 0 to 6000 Hz range, 0.93 Hz resolution has been chosen from the spectrum 
analyser CSI Model 2120. These resolution values are similar to that used and recommended for 
the MCSA analysis in the work [16].  

Also  the  dynamic  range  of  the  amplifier/signal  conditioner  is  a  high  important 
characteristic of the amplifier module. A dynamic range of 8090 dB or more is recommended by 
both  [16]  and  [34].  The  dynamic  range  is  the  ratio  between  the  maximum  signal  that  can  be 
acquired without distortion and the minimum signal that can be recognized by the amplifier or by 
the analog to digital converter. It is measured in decibel and an 80 dB dynamic range means that 
the maximum signal that can be received has amplitude 10000 times greater than the minimum 
distinguishable signal. As a remind, the dB value is calculated as ratio between measured signal 
and a reference signal, as reported in the next formula (2.5): 

𝑉𝑎𝑙𝑢𝑒𝑑𝐵 =  20 ∙ log10 (
𝑉

𝑉𝑟𝑒𝑓
) 

(2.5) 

where  the  signals  𝑉  and  𝑉𝑟𝑒𝑓  are  in  RMS  values.  In  modern  spectrum  analysers  the 
reference signal 𝑉𝑟𝑒𝑓 is set to 1 V [16]; this means that the 0 dB level will correspond to a signal 
with 1 Vrms, positive dB values refer to signals bigger than 1 Vrms and negative dB values are for 
signals with amplitude lower than 1 Vrms. 

Usually  the  signal  acquisition  system  has  an  analog  to  digital  converter  to  convert 
continuous–time domain signals into discrete signals to be elaborated by a computer. The sampling 
acquisition  frequency  and  the  number  of  samples  acquired  give  the  xaxis  resolution  in  the 
frequency spectra, calculated with formula (2.1);  the yaxis resolution, i.e. the signal amplitude 
axis, depends on the number of bits available for the quantization of the signal and the maximum 
and minimum value that can be acquired (input voltage range). Possible values for the input range 
are for example from 10V to +10 V or from 5 V to +5 V. It is desirable to choice an adequate 
input range to reach the best possible yaxis resolution. For example, a resolution of a signal with 
peak values between ± 4 V is better with a selected input range of ± 5 V because the yresolution 
achieves smaller values.  In fact, the yaxis resolution is calculated with: 

𝑟𝑒𝑠𝑌 =  
𝑣𝑜𝑙𝑡𝑎𝑔𝑒 𝑖𝑛𝑝𝑢𝑡 𝑟𝑎𝑛𝑔𝑒

2𝑁𝑏𝑖𝑡
 

(2.6) 

An  A/D  converter  with  16  accuracy  bits  is  generally  advised  for  these  type  of 
measurements.  

Different sensors may be used other than aircore flux probe. The most diffused are ferrite
core coil probes; for example, in [35] a Cshape magneticcore flux coil is used for detection of 
radial stray flux. The magneticcore probe is illustrated in Figure 11. 
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Figure 11: Cshape magneticcore coil probe [35] 

 

In the work [35] it is stated that the radial stray flux achieves similar diagnostic information 
with respect to current analysis about the healthy status of the rotor bar in an induction machine. 
In fact, depending on the winding configuration and on the probe size and location, the e.m.f. force 
induced in the coil is relative to one or two stator windings and so the analysis of the signal will 
give results similar to that of the stator current analysis. In the paper it is also stated that the radial 
stray flux intercepted by the probe is much more dependent on the stator field rather than the rotor 
magnetic field because this latter is shielded by the stator magnetic core of the machine. In the 
work  the  e.m.f.  of  the  probe  is  directly  frequencytransformed  and  analysed  without  any 
integration operation  to obtain  the real value of  the magnetic  flux.  It  is stated  that  in a narrow 
frequency range around the fundamental supply frequency of 50 Hz the increase in module of the 
higherfrequency harmonic (i.e. the right sideband harmonic) is not too big because of the small 
increase of frequency (smaller than 1020 Hz).  

As will explained later in this thesis, broken rotor bars of an induction machine generate 
sidebands around the supply frequency in the current or flux spectra. It is stated in [35] that the 
increase of the magnitude of the right sideband due to the increase of frequency is compensated 
by  the slightly decrease of  the amplitude of  the  left  sideband due  to  the  lower  frequency. The 
spectra  in  fact  is  normalized  in  amplitude  over  the  highest  harmonic,  i.e.  usually  the  supply 
fundamental at 50 Hz; one method to diagnose the broken rotor bars is to compare the arithmetic 
average  of  the  amplitude  of  the  sidebands  with  respect  to  the  supply  frequency  fundamental 
component. This method is still working if there is a slight decrease in the left sideband amplitude, 
because  it  is  compensated  by  the  slight  increase  of  the  right  sideband  amplitude.  So  it  is  not 
necessary  in  this case  to  integrate  the e.m.f. signal  to obtain the real value of  the flux, and  the 
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method remains as effective as MCSA [35]. The picture of radial stray flux spectrum around the 
supply frequency, with visible sidebands due to broken rotor bars, is shown in Figure 12. 

 

Figure 12: radial stray flux spectra in presence of broken rotor bars in induction machine [35]. 

 

In [36], a comparative study between MCSA and stray flux analysis has been performed 
concerning the diagnosis of partial short circuits in stator windings. The tests are carried out with 
the machine at  standstill,  at  noload condition  and at  ratedload  condition. Moreover,  tests  are 
carried out with mains supply or Voltage Source Inverter (VSI) supply of the machine. According 
to the authors, the stray flux in the machine practically should not exist in a healthy machine ideally 
symmetrical. However, because of inherent dissymmetry in the machine, some residual stray flux 
is always present. According to the authors this stray flux is generated mainly by the stator and 
rotor endwindings/endrings. So, a flux probe positioned near the end windings of the machine 
can intercept both the stator and rotor field.  

The results of [36] show that the stray flux signal is much more sensitive to the recognition 
of the partial stator short circuits in almost all the conditions considered (with the different load 
conditions and with the different power supplies used). The ratedload condition is recognized as 
the  most  difficult  to  analyse  because  many  harmonics  arise  in  the  spectra.  This  is  actually  a 
drawback because  in  field operation  it  is  difficult  to  test  a machine  at  noload condition or  at 
standstill  (the mechanical  load could be difficult  to disconnect and  in many cases  the machine 
could not even be stopped for the test because installed in a continuous production plant). Anyway 
the stray flux analysis gave better results than MCSA, checking for the increasing of amplitude of 
different harmonics due to dissymmetry of the magnetic flux caused by the partial short circuit in 
one of the three phase windings.  
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A more recent work [37] presents a study similar to [36], i.e. a comparison between MCSA 
and stray flux analysis using an aircore flux probe located axially to the machine. Partial short 
circuits are executed and tested on one of the three phase windings in the same slot (turntoturn) 
or  in  different  slots  (coiltocoil).  According  to  results  of  the  tests,  axial  magnetic  stray  flux 
analysis provides higher sensitivity in the case of turntoturn short circuit than current analysis, 
but  lower  in  the  case  of  coiltocoil  partial  short  circuit.  In  any  case  the  authors,  although 
highlighted  both  the  advantages  and  disadvantages  of  stray  flux  analysis,  claimed  that  the 
simplicity of the probe installation sometimes can turn in favour of stray flux analysis than MCSA 
(current  clamps  sometimes  are  difficult  to  install  without  the  electrical  disconnection  of  the 
machine). 

In [38],  two  induction machines with a different  rated power,  the first of 3 kW and the 
second of 1.1 MW are modelled through specific Computer Software and a stray flux analysis is 
simulated via Finite Element Method (FEM) for detecting a broken rotor bar. Results show that 
characteristic fault harmonics arise in the spectra in a similar way as they could arise in a current 
spectrum.  In  fact,  although  some  of  the  results  do  not  exactly  reflect  what  should  have  been 
expected, it turns out that the large motor has a higher harmonic sideband related to speed variation 
than  the  small  motor;  it  is  shown  how  the  sidebands  related  to  broken  rotor  bars  increase  in 
amplitude from the healthy case to the faulty case. 

In [33] a study on Medium Voltage (MV) machines (rated voltage 6.6 kV) with ventilating 
axial ducts is carried out. Axial ducts are present in most mediumvoltage machines to increase 
the heat  dissipation  through  forced air ventilation  and  to decrease  the quantity of  construction 
material and the rotor inertia. When the number of axial ducts are equal to the number of poles of 
the machine, the reluctance of the rotor seen from the stator windings changes with the relative 
angular position between rotor and stator. The geometry of the machine with the axial ducts, with 
the magnetic flux paths in two different angular positions, is represented in Figure 13. 

 

Figure 13: different flux paths for different positions in a four poles machine with four axial ducts [33]. 
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As recognized also in [16], this condition (2p = AD), where 2p is the number of machine 
poles and AD is the number of axial ducts, can lead to false positives in detection of broken rotor 
bars with MCSA technique. This is true especially at low mechanical load because the magnetizing 
current is prevalent and the flux penetrates deeper in the core and in the bridges behind the ducts, 
than when the reaction rotor current due to the mechanical load (correlated to rotor slip) “shields” 
the rotor. Thomson in [16], states that if tests with variable load could be carried out, the false 
positive  can  be  avoided  (but  changing  the  mechanical  load  is  not  always  possible  in  industry 
measurements). Alternatively, more advanced techniques to avoid these false positives could be 
found in [3940]. 

In [33], it is stated and proved with both laboratory and field measurements, that the radial 
flux signal is much more immune to the influence rotor axial ducts than the current signal. The 
authors  state  that  deriving  analytical  equations  or  performing  a  3D  FEM  analysis  with  high 
precision is a really difficult task, as already known from literature. In fact, stray flux measurement 
is a complex phenomenon as the flux linked with the probe is a combination of axial, radial and 
circumferential  leakage  flux  components.  Moreover,  stray  flux  is  influenced  by  nonideal 
asymmetries in the machine structure. A qualitative explanation is given by the authors based on 
the  magnetomotive  force  (MMF)  and  magnetic  reluctance  variation.  It  is  explained  that  the 
variation of  the reluctance due  to air ducts and  their  relative position with respect  to  the stator 
windings is smaller than the “effective” change in reluctance depending on rotor position due to a 
change in the armature reaction symmetry, if a broken rotor bar is present. To confirm the difficult 
prediction, the results are demonstrated with controlled laboratory tests and measurements on field 
machines as discussed before. 

 

2.3  Analysis  of  the  signals  and  characteristic  frequencies  for 
diagnostic purposes 

 

The basic signal processing techniques for the acquisition and frequency transformation 
are exposed  in  the previous paragraph 2.2. The cases considered  in  this chapter are  referred  to 
stationary signals, i.e. when the machine is at a steady state with a constant supply frequency and 
with  negligible  speed  variations.  Under  these  hypothesis,  a  normal  frequency  spectrum 
transformation is enough to extrapolate diagnostic information. If the rotational speed is variable 
in a wide range (for example during a startup) Fourier transform is not adequate because the signal 
is not under stationary conditions. The same situation could happen in case of a large oscillation 
of  speed  caused  by  load  torque  oscillation;  anyway,  the  author  has  used  simple  frequency 
transformation  to  study  machine’s signal affected by torque oscillations, that generate  speed 
oscillations in an uncontrolled machine, and extrapolate some diagnostic results, though with more 
difficulty than in case of constant speed operation.  
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Other techniques may be used to study transient or nonstationary signals, generally using 
timefrequency domain transformation. This could be obtained via the use of Short Time Fourier 
Transform (STFT), wavelet  transform or other  techniques. These more complicated  techniques 
will be explained in the following chapters of this thesis.  

In this paragraph, some considerations will be reported about the analysis of the stationary 
signals for electrical machine’s diagnostic purposes. In particular, the fault characteristic 

frequencies will be exposed for the various faults that could happen in a machine.  

Fault harmonics have been derived  in various  scientific works  since at  least  the 1980s. 
There are numerous formulas for calculating these characteristic fault frequencies. The formulas 
often  contain  multiplication  coefficients  to  account  for  the  order  of  the  harmonics  since  each 
harmonic may contain multiple harmonics (even or odd). An overview of the most commonly used 
characteristic frequencies for various faults can be taken from [14] and is shown in Figure 14. 

In some cases, the detection of the characteristic frequencies is carried out according to a 
“deterministic” method: the harmonics are searched one by one, by looking at their amplitude and 
checking if there is a simultaneous presence at different harmonic orders given by formulas. In 
other cases, this detection becomes “probabilistic” by observing bands of the spectrum rather than 
harmonics at precise frequencies, as reported in [23] for the case of bearing faults. 

 

Figure 14:Characteristic fault frequency for harmonics produced in induction and synchronous machines 
[14] 
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It should be reminded that although diagnostic  techniques such as MCSA [41][42] and 
stray flux analysis (sometimes called SFSA, stray flux signature analysis) are some of the most 
promising  diagnostic  techniques,  they  could  have  the  following  limitations  (especially  for  the 
“deterministic” method described above and for some specific faults): 

  they could require a precise estimation of the slip; 
  the current and flux should be measured at steady state; 
  unspecified harmonic orders lead to ambiguous diagnostics results. 

In the following sections some of the most used formulas for the calculation of the fault 
characteristic frequencies are reported with more details and literature references. 

 

2.3.1  Airgap eccentricity 

 

Rotor eccentricity can be of two types, static and dynamic, depending on whether the centre 
of rotation of the rotor remains fixed with rotation or varies. Static eccentricity may be due to an 
ovalised internal stator circumference or incorrect rotor installation. The thickness of the air gap 
as seen from the stator reference in this case remains constant at any circumference angle. Dynamic 
eccentricity occurs when  the geometric centre of  the  rotor does not coincide with  its centre of 
rotation. In this case the length of the air gap depends on both the stator angle considered and the 
rotor rotation angle (that depends on its speed and so also from time) [42], since the minimum air 
gap (and the air gap profile in general) moves along the stator circumference with the rotor rotation. 
Since the magnetic flux density at the air gap depends on the magnetomotive force multiplied by 
the magnetic permeance,  with  rotor  eccentricity  the permeance  is  different due  to  the variable 
length of the air gap, which generates harmonics that deform the induction field [42]. Furthermore, 
with the variable air gap, the mutual and selfinductance of the windings varies [43]. 

When  both  types  of  eccentricity  are  present  simultaneously  in  a  machine,  we  speak  of 
mixed eccentricity. A minimum eccentricity is always present in a machine, due to construction 
tolerances,  but  does  not  substantially  influence  its  operation;  on  the  contrary,  an  excessive 
eccentricity leads to excessive mechanical stresses due to mechanical unbalance and an unbalanced 
radial magnetic force due to the variation of the air gap (called UMP: Unbalanced Magnetic Pull). 
Radial mechanical stresses lead to overheating and accelerated bearing wear and for long flexible 
rotors (with a low number of poles) can lead to disastrous rub between the rotor and stator [15]. 

Schematic pictures of the two kinds of eccentricity are shown in Figure 15 and Figure 16. 
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Figure 15: Static airgap eccentricity with direction of UMP [16]. 

 

 

Figure 16: Dynamic airgap eccentricity with rotating UMP [16]. 

 

The  air  gap  eccentricity  can  be  identified  by  the  lateral  harmonics  of  the  slot  pass 
frequencies (localized at frequencies around 1000 Hz [44]): 
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𝑓𝑠𝑙𝑜𝑡_𝑒𝑐𝑐 = 𝑓𝑠 ∙ [(𝑘 ∙ 𝑅 ± 𝑛𝑑)
(1 − 𝑠)

𝑝
± 𝑛𝜔]  (2.7) 

where: 

  𝑓𝑠  is the supply frequency 
  k =1, 2, 3... 
  R is the number of rotor slots 
  𝑛𝑑  is  the  order  of  eccentricity:  0  for  static  eccentricity,  1,2,3...  for  dynamic 

eccentricity 
  s is the slip 
  p number of pole pairs 
  𝑛𝜔 =1, 3, 5 ... order of time harmonic of magnetomotive force, due to the power 

supply waveform. 

 

Alternatively, another formula that does not require knowledge of the number of rotor bars 
and shows harmonics below 100 Hz is [23]:  

𝑓𝑒𝑐𝑐 = 𝑓𝑠 ∙ [1 ± 𝑚 ∙
(1 − 𝑠)

𝑝
] = 𝑓𝑠 ± 𝑚 ∙ 𝑓𝑟  (2.8) 

where: 

m = 1,2,3 ... is an integer coefficient 

𝑓𝑟 = 𝑓𝑠 ∙
(1−𝑠)

𝑝
 is the rotational speed of the rotor in Hz 

Thought  this  simplified  formula  is  very  used  in  practice,  Thomson  [16]  states  that  the 
primary cause that generates these harmonics is the axes misalignment. Since axes misalignment 
(especially horizontal or parallel misalignment) generates radial forces on the bearing and can lead 
also to an embowed shaft and rotor, a dynamic airgap eccentricity occurs. But Thomson states also 
that eccentricity can manifest  itself  from other  causes,  so he  recommends  to use  formula  (2.7) 
assuming that the number of rotor slots is known. 

Another consideration by Thomson [16] and many other authors is that static and dynamic 
airgap eccentricity cannot be distinguished using MCSA. In practice, checking the amplitude of 
the characteristic harmonics, one can say that there is some level of eccentricity without discerning 
which type of eccentricity it is.  
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2.3.2  Broken rotor bars 

 

For rotor bar failure the characteristic harmonics are searched at the following frequencies 
[14], [23]: 

𝑓𝑏𝑟𝑏 = 𝑓𝑠 ∙ [
𝑘

𝑝
(1 − 𝑠) ± 𝑠]  (2.9) 

where: 𝑘

𝑝
 =1, 3, 5, … 

In practical cases, fault harmonics are usually found at frequencies [15]: 

𝑓𝑏𝑟𝑏 = 𝑓𝑠(1 ± 2 ∙ 𝑠)  (2.10) 

where  the  frequency  calculated  with  a  −  sign  is  specifically  due  to  the  fault  (counter
rotating magnetic field at −𝑠 ∙ 𝑓𝑠) and the frequency calculated with a + sign is due to the speed 
oscillation generated by the fault [15], [16].  

The amplitude of the fault harmonic is proportional to the number of consecutive broken 
bars [45]. 

Furthermore,  a  threshold  beyond  which  the  rotor  is  considered  to  be  faulty  can  be 
established:  for  example,  if  the  harmonics  detected  have  a  difference  in  amplitude  from  the 
fundamental of at least 45 dB, the motor is considered healthy [15]; however, these thresholds may 
depend on the number of rotor bars and the number of poles in the machine. 

The  presence  of  several  adjacent  consecutive  broken  bars  leads  to  an  increase  in  the 
amplitude of the fault harmonics until the number of broken bars exceeds the ratio Nr/2p, where 
Nr is the number of rotor bars and 2p the number of poles of the machine [46]. 

For two nonadjacent broken bars placed at 90 electrical degrees between them on the rotor, 
the fault harmonics tend to cancel [47] at frequencies ±2∙s, but in that case, other harmonics appear 
at: 

𝑓𝑏𝑟𝑏_𝑁𝐴 = 𝑓𝑠(1 ± 4 ∙ 𝑠)  (2.11) 

In  general,  especially  for machines with  low  inertia, where  torque oscillations generate 
quite pronounced speed oscillations, and to cover all cases, the following formula can be used [47]: 

𝑓𝑏𝑟𝑏_𝑎𝑙𝑙 = 𝑓𝑠(1 ± 𝑘 ∙ 𝑠)  (2.12) 

where k =2, 4, 6, … 

It should be remembered that these harmonics are often present even in healthy machines 
and they should only be taken into account as an indicator of failure when they exceed a certain 
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threshold. An example of a current spectrum of a machine with broken bars (compared with a 
healthy case) is shown in Figure 17. 

 

Figure 17: Example of current spectrum with broken rotor bars [14]. 

 

As reported in [48] and explained in depth in [49], only in flux signals (airgap or leakage 
fluxes), fault harmonics of broken rotor bars could be found at  

𝑓𝑏𝑟𝑏_𝑓𝑙𝑢𝑥1 = 𝑠 ∙ 𝑓𝑠 , 𝑓𝑏𝑟𝑏_𝑓𝑙𝑢𝑥2 = 3 𝑠 ∙ 𝑓𝑠  (2.13) 

These very low frequency harmonics are generated by the oscillation of the mechanical 
speed, due to the rotor bars, and are visible only in flux spectra and not in current ones. All the 
others characteristic harmonics are visible in both current and flux spectra since the flux signal is 
influenced by the stator current and so carries the same diagnostic information as already stated in 
the previous paragraph. 

Vibrations  in  the  axial  direction  can  be  generated  when  bars  break  and  current  flows 
between bars, i.e. in the rotor laminations between the broken bar and the two adjacent bars [35]. 
Various signals are analysed in the work: current, flux and radial and axial vibration. Although, 
according to Lorentz's law, axial vibrations should be generated in the case of a broken bar and 
transverse current between bars, the axial vibration component was absent in the work. This led 
the authors to state that the current between bars remains small, even in the case of a broken bar 
failure, for small motors. 

However, the analysis of radial vibration led to the visualisation in the spectrum of side 
harmonics for fault cases at 𝑓𝑣𝑖𝑏 = 𝑓𝑟 ± 2 ∙ 𝑠𝑓𝑠 (especially at full load) and side harmonics at ±2 ∙

𝑠𝑓𝑠 of the “principal rotor slot harmonic 𝑓𝑅𝑆𝐻” (harmonic frequency given by the number of rotor 
bars  multiplied  by  the  rotation  speed).  It  is  interesting  to  note  that,  according  to  the  authors, 
intermodulation  is generated  in  the vibration signal: harmonics at a  frequency  twice  the power 
frequency will modulate harmonics at mechanical frequency, and vice versa. 
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Though these results on vibration analysis are recognized as important, MCSA remains a 
very reliable technique to diagnose broken rotor bars and it is generally preferable to use MCSA 
for this kind of faults as stated by Thomson [16]. 

 

2.3.3  Stator partial short circuits 

 

In the case of lowvoltage mainspowered motors (≤ 690 V), it is sometimes assumed that 

there are no symptoms indicating insulation degradation. In fact, partial discharges do not occur 
in such motors when powered from the mains. Without any type of condition monitoring of the 
machine, a shortcircuit fault of a turn (or of a coil of the same phase) quickly evolves into a fault 
which completely compromises the operation of the machine, such as a phasetophase or phase
toground shortcircuit. 

It is emphasised that there is a big distinction between monitoring the condition of partial 
discharges in the windings of a highvoltage machine before a turntoturn failure and monitoring 
turntoturn short circuits in lowvoltage machines. In the first case it is possible to monitor the 
degradation of the insulator before a discharge between conductors occurs, as the phenomenon is 
slowly progressive, whereas in the second case it is not possible to monitor the degradation of the 
insulator, but changes in the current spectrum are monitored when a turntoturn failure has already 
occurred [15].  

Moreover, according to  [15], a complete discharge fault prewarning can be achieved if 
shorted  coils  within  the  same  coil  are  promptly  diagnosed  by  a  continuous  online  diagnostic 
system. 

Once the coil shortcircuit occurs, the motor can still operate in nearoptimal conditions, as 
there  is  only  a  slight  increase  in  current  and  a  slight  magnetic  field  distortion  at  the  air  gap. 
However, there is a generation of heat and electrical discharge due to the current passing between 
the shortcircuited coils, which accelerates the ageing of the thin insulating layer. The heat creates 
a chain effect whereby more and more turns are shortcircuited until a complete phasetoground 
or phasetophase short circuit is achieved. 

The degradation time of the insulator, once the first short circuit between turns happens, is 
short, and is difficult to calculate, since it varies from one machine to another; however, experience 
shows that in lowvoltage machines this time may be sufficient to act and avoid a sudden failure 
[15]. 

The fact that the machine develops a fault that degrades quickly (and should in any case be 
repaired  with  machine  downtime)  discourages  the  use  of  expensive  online  diagnostic  devices. 
However, in some strategic productions any advance in knowing the state of the machine can be 
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extremely advantageous  to avoid unexpected downtime, and  in some cases  to avoid dangerous 
conditions. 

The frequencies of the fault harmonics are: 

𝑓𝑠𝑐𝑐 = 𝑓𝑠 ∙ [
𝑛

𝑝
(1 − 𝑠) ± 𝑘]  (2.14) 

where, excluding the symbols already known, we have: 

n=1,2,3,...  

k=1,3,5,... 

In [15], a 4pole machine was diagnosed by observing the harmonics generated at around 
125 and 175 Hz (slip was neglected), using the coefficients k=1 and n = 3 and 5 in formula (2.14). 
In fact, harmonics near 25 and 75 Hz for a 4pole motor are often present due  to construction 
tolerances (normal eccentricity values). 

 

2.3.4  Bearings faults 

 

Most  small  to  mediumsized  electrical  machines  have  bearings  with  rolling  elements 
(usually balls or  rollers), while  journal bearings are only used  in  large machines or for special 
applications. Rolling bearing failure is the most frequent failure in an electrical machine, occurring 
in up to 50% of cases. 

Bearing faults are more difficult to diagnose by analysing the stator current and stray flux 
signals.  In  fact,  this  is  a purely mechanical  fault,  the  first  effect of which  is  the occurrence of 
vibrations  in  the  machine.  It  is  usually  easier  to  diagnose  the  fault  using  vibration  analysis. 
However, a fault in the bearing also generates secondary effects such as eccentricity at the air gap 
[50] and torque oscillations [25], which can be detected by the MCSA and SFSA. The use of the 
MCSA can be advantageous as it does not require direct access to the machine, while SFSA needs 
the  access  to  the  machine  but  less  effort  is  necessary  to  install  the  flux  probe  than  installing 
accelerometers. 

Bearing faults can be divided into two types: localised (or cyclic) faults and generalised 
roughness (or noncyclic) faults. The former presents a pointtype defect (which may be a crack, 
flaking, etc.) on one part of the bearing, while the latter occurs in a generalised manner through 
erosion, generally increasing internal mechanical clearances.  

Localised  or  cyclic  faults  produce  vibration  harmonics  at  fairly  precise  characteristic 
frequencies due to the cyclical passage of balls over the defect. The characteristic fault frequencies 
are  therefore  vibration  harmonics  which  then  act  as  modulating  waves  in  the  spectrum  of 
electromagnetic signals (current or stray fluxes). 
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Fault harmonics in the vibration spectra depend on the speed of rotation of the motor and 
the physical parameters of the bearing, such as the number of balls, the contact angle between the 
ball and raceway, and the dimensions (diameters) of the balls and the ball cage. The harmonics 
generated depend on the location of the fault. Faults can occur in the following parts of the bearing, 
generating harmonics at the frequencies indicated in (2.15) [29]: 

  outer ring of the bearing (BPFO) 
  inner bearing ring (BPFI) 
  rolling element cage (FTF) 
  rolling elements (BSF) 

 

 

(2.15) 

where n is the number of rolling elements, d is the diameter of the rolling element, D is the 
average diameter of the ball cage and Φ is the contact angle between ball and raceway of the inner 
and outer rings (the contact angle is different from 0° for angular bearings, which also support 
axial loads). It is also considered here that the rotating ring is the inner ring while the outer ring is 
stationary and fixed to the stator. 

Some  pulses  of  the  vibration  waveform  and  the  definition  of  some  of  the  physical 
parameters of the bearings can be seen in Figure 18. 
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Figure 18: Pulses generated by localised faults in the bearings. Time–domain signals and envelope of the 
signal [29] 

 

It can be seen in Figure 18 that the faults affect the vibration values differently depending 
on their location. In fact, they are influenced by the weight of the rotor, which acts radially on the 
bearing and gives more energy to the impulses when the localised fault is in the same direction of 
the weight force of the rotor.  

In the spectra of the electromagnetic signals, the fault frequencies occur at the following 
values [50]: 

𝑓𝑏𝑒𝑎𝑟 = |𝑓𝑠 ± 𝑘 ∙ 𝑓𝑣|  (2.16) 

where k = 1,2,3, ..., 𝑓𝑠  is the power fundamental (in Europe 50 Hz) and 𝑓𝑣  is one of the 
vibration characteristic harmonics defined in (2.15) excluding the characteristic frequency of cage 
rotation (FTF). These harmonics are generated by the change in the airgap due to the defect in the 
bearing (that produce a radial displacement of all the rotor). 
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According to a more recent study reported in [25], other frequencies can be considered as 
fault characteristics. These frequencies are summarised in (2.17) and are due to two causes: the 
airgap variations, as discussed before, and the torque variations. In fact, a little torque is required 
to overpass the defect by the balls and this can sometimes be visible in the current and flux spectra.  

  Considering  the  airgap 
variations 

Considering  the  torque 
variations 

 

 

 

 

(2.17) 

Outer raceway  𝑓𝑠 ± 𝑘 ∙ 𝑓𝑜  𝑓𝑠 ± 𝑘 ∙ 𝑓𝑜 

Inner raceway  𝑓𝑠 ± 𝑓𝑟 ± 𝑘 ∙ 𝑓𝑖  𝑓𝑠 ± 𝑘 ∙ 𝑓𝑖 

Ball defect  𝑓𝑠 ± 𝑓𝑐𝑎𝑔𝑒 ± 𝑘 ∙ 𝑓𝑏  𝑓𝑠 ± 𝑘 ∙ 𝑓𝑏 

where 𝑓𝑜 , 𝑓𝑖 , 𝑓𝑏 , 𝑓𝑐𝑎𝑔𝑒 correspond to  BPFO, BPFI, BSF and FTF defined in (2.15), while 
 𝑓𝑟 corresponds to the rotational frequency in Hz. 

It should be pointed out that bearing harmonics have a limited amplitude in the spectra of 
electromagnetic signals, due to the fact, already mentioned, that this type of fault only generates a 
secondary  effect  on  these  physical  quantities.  An  example  of  a  current  spectrum  with  fault 
harmonics produced by a bearing fault can be seen in Figure 19. 

Other examples of measurements performed by the candidate will be presented in the next 
chapters. In particular, the author has used the vibration signal to exactly know the characteristic 
frequencies in vibration spectra of the fault in the outer race of the bearings (BPFO). Knowing the 
exact value of these frequencies, it was possible to observe the exact fault harmonics on the current 
and flux spectra. In fact, the formulas (2.15), (2.16) and (2.17) have an uncertainty factor of 12% 
due  to  the  slippage  phenomenon:  the  contact  angle Φ assumes random values, also in radial 

bearings where it should be 0°, due to a different contribution of axial and radial load; due to this 
fact (and remembering that the balls are retained by the cage) some balls in the bearings do not 
rotate  perfectly  but  have  some  slip  on  the  ring  [29].  This  deviation  of  12%  of  the  real  fault 
frequencies from the values calculated by the formulas makes difficult the recognition of the fault 
in Figure 19.  
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Figure 19: Stator current spectrum of loaded 4pole induction machine with a hole in the outer race of 
the shaftend bearing (frequency span: 30  155 Hz) [50]. 

 

 

Figure 20: Geometry of a ball bearing, with indication of ball and pitch diameters and contact angle (here 
indicated with β)[25] 

 

Numerous  studies  have  been  carried  out  to  overcome  these  difficulties  in  diagnosing 
bearings with spectra of electromagnetic signals. The tendency is to approach machine learning or 
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deep learning techniques, as described in [51], often through the generation of diagrams in the 
timefrequency domain (that generates 2D images that can be used as inputs to train the neural 
network), or with other approaches of statistical type.  

As regarding the generalised wear (roughness) faults (noncyclic), the formulas described 
above would no longer be valid as there is no single fault that generates the cyclical pulses, but 
rather a distribution of wear over one or more parts of the bearing. Anyway, some works can prove 
that,  even  with  generalized  roughness,  harmonics  tends  to  increase  around  the  characteristic 
frequencies [52], though this is rather a probabilistic method with a wider frequency range in which 
the fault harmonics are found. 

According to Randall [29], in vibration spectra the generalized roughness can excite bands 
of  the  spectra  rather  than  “discrete”  harmonics.  This  could  be  possibly  reflected  also  on 
electromagnetics’ spectra. 

The generalized defect, in any case, generates eccentricity in the motor as the clearance 
between the balls and the rings tend to increase; so excited eccentricity fault harmonics could arise 
also due to this defect.  

Motors with  inverterfed  supply are even more difficult  to diagnose  than  the mainsfed 
ones, as the inverter introduces a large number of harmonics into the spectrum [53]. These new 
harmonics makes much more difficult to read the already lowamplitude bearing fault harmonics. 

 

2.3.5  Low frequency torque oscillations 

 

Torque oscillations due  to mechanical  loads  are  faults  that can generate harmonics  that 
cover  other  fault  harmonics.  Examples  of  load  that  generate  oscillations  are  reciprocating 
compressors, which generate a torque dependent on the angle of rotation of the shaft. In this case, 
the  load,  by  supplying  a  cyclic  torque  every  revolution  of  the  shaft,  causes  harmonics  in  the 
spectrum at the following frequencies: 

𝑓𝑙𝑜𝑎𝑑1 = 𝑓𝑠 ± 𝑚 ∙ 𝑓𝑟  (2.18) 

which correspond exactly to the harmonics generated by the mixed eccentricity defect of 
the rotor air gap. 

It is therefore evident that it is necessary to be able to separate the harmonics due to the 
load from the actual harmonics of the fault in order not to diagnose the machine as faulty (false 
positive); a quite complex technique for this purpose is presented in [54] while a review of the 
techniques in [55]. 

The same harmonic frequencies calculated with (2.18) can be generated with mechanical 
unbalance  of  the  rotating  masses  of  the  motor  and  the  load  and  misalignment  between  the 
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mechanical  shafts.  These  factors  introduce  eccentricities  in  the  motor  and  multiple  torque 
oscillations of the rotational frequency 𝑓𝑟, although they are not in fact a specific malfunction of 
the motor but of the motorload entire system. 

Torque oscillations can also occur at frequencies not multiple of the rotational frequency. 
In  this  case,  if  the  harmonics  are  at  a  low  frequency  relative  to  the  power  frequency  and  the 
oscillating torque has a small value relative to the average torque, a smallsignal approach can be 
used. In this case the oscillations in the spectrum are given by: 

𝑓𝑙𝑜𝑎𝑑2 = 𝑓𝑠 ± 𝑚 ∙ 𝑓0  (2.19) 

where 𝑓0 is the frequency of oscillation of the load torque. 

In these cases, the oscillating frequencies can cover the characteristic frequencies of broken 
rotor bars in the spectrum or a false positive of broken rotor bars fault can be diagnosed (if the 
frequency ±𝑚 ∙ 𝑓0 is very close to ±2𝑘 ∙ 𝑠𝑓𝑠). 

This situation can also occur when the motor is connected to a load via a speed reducer 
(e.g. a gear or a beltpulley system). In this case the torque oscillations on the load may be at a 
fairly high frequency (e.g. 𝑓𝑠) but due to the gearbox they are seen at a lower frequency on the 
motor, possibly covering (or disturbing) the detection of harmonics of broken rotor bars. 

Motorload gear couplings can generate periodic torque drops if defects occur in the gear 
structure (tooth breakage). In this case too, the periodic torque variation is detected by the MCSA. 
Having  as  much  data  as  possible  about  the  structure  of  the  load  and  the  couplings  helps  to 
distinguish motor failure harmonics from those generated by load and coupling faults [55], [56]. 

As stated by Thomson [16], gearboxes are usually diagnosed by mechanical engineer using 
vibration analysis that is considered more reliable for this kind of fault. Randall [29], states that 
gear fault signal gives deterministic fault harmonics, in contrast with the bearing faults that has 
random slippage and so is not perfectly deterministic. This can be a way to distinguish the two 
fault harmonics in a vibration spectrum. 
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3  Test bench and equipment used for the diagnostics of 
electrical machines 

 

In this chapter, the test bench and the equipment used for the scientific works carried out 
by the author will be described.  

In  fact,  since  same  the  test  bench  has  been  used  for  all  the  scientific  works  till  now 
published by the author, the general considerations about the test bench will be reported in this 
chapter and not  repeated  in  the successive chapters.  In particular, all  the  information about  the 
power equipment of this test bench will be described in the first paragraph 3.1.  

In the second paragraph 3.2 the faults that can be simulated and studied with the equipment 
of the laboratory will be briefly presented. 

In the third paragraph 3.3 the measurement equipment used in the scientific works will be 
presented. 

In the fourth paragraph 3.4 of this chapter, some of the main characteristics of a second test 
bench will be exposed. In fact, thanks to a regional fund a new test bench for the “Laboratory of 
Diagnostics and Design of Electrical Machines” of the University of Pavia has been bought in the 
last few months. Though the author has not yet published any scientific work using this new test 
bench, general considerations about this new equipment will be reported. 

 

3.1  Test bench used for the published works 
 

The  test  bench used  in  the works presented  in  all  the  successive  chapters of  this  thesis 
includes a magnetic powder brake and its relative control units. The magnetic powder brake is a 
“VIBROMETER” model PB115 brake. Its main characteristics are reported in Table 1. 
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Table 1: main characteristics for VIBROMETER PB115 brake 

Maximum torque  100 Nm 

Residual torque  2 Nm 

Maximum rotational speed with excitation  3000 rpm 

Maximum rotational speed without excitation  6000 rpm 

Braking power  5 kW 

Nominal excitation current at 20°C  5 A 

Nominal excitation voltage at 20°C  30 V 

 

This magnetic powder brake is mainly composed by: 

  a stator on which an excitation winding is mounted; 
  a drum rotor made up of four toothed rings separated by an air space. In order to 

contain the magnetic powder, a system of labyrinth seals is used; 
  an electronic controlling unit “Dynamometer Control Unit” (DCU); 
  an  electronic  unit  for  displaying  the  operating  parameters  “Dynatronic  Unit 

Display” (DUD). 

A  schematic  representation  of  the  brake  is  presented  in  Figure  21,  while  the  working 
principles will be exposed in the following.  

 

Figure 21: Schematic representation of the magnetic powder brake used. 
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The braking torque is generated electromechanically: when a current is flowing through 
the excitation winding, a magnetic field is created. This field interacts with the magnetic powder 
present in rotor airgap. In fact, with the excitation field, the powder is attracted between the rotor's 
teeth and the stator, generating the resistant torque by friction. 

The  torque  can  therefore  be  adjusted  by  increasing  or  decreasing  the  intensity  of  the 
excitation current. It should be noted that the presence of labyrinth seals to contain the dust leads 
to a residual torque, which however does not influence the measurements as it is automatically 
balanced by the system by applying an excitation current to the brake that is proportional to the 
difference between the required torque and the residual torque. However, this residual torque can 
affect the noload tests, especially for a small motor.   

In order to control the torque supplied to the motor shaft, the stator rests on an oscillating 
support, called “cradle”, which transmits the torque values to a force transducer. The transducer is 
positioned in such a way as to transform the small movements of the stator, which occur during 
operation, into linear displacements. Using this dynamometer and knowing the geometry of the 
system, it is possible to calculate the torque that the stator transmits to the foundation; this torque 
is equal in value (but opposite in direction) to the value of torque transmitted by the motor to the 
brake. 

A  system based on a phonic wheel  and  a pulse  detector, whose  repetition  frequency  is 
proportional to the rotational speed, is used to measure the rotational speed. To ensure that the heat 
produced by the brake is dissipated, the brake is equipped with a forcedcirculation water cooling 
circuit; in the event of a coolingsystem malfunction, a relay is installed which, in the event of 
excessive heating of the components, interrupts the supply to the excitation circuit. 

The brake is controlled through a power electronic circuit, the DCU. This unit consists of 
a module containing the electrical power circuit and the devices enabling regulation;  it enables 
control of the magnetic powder brake, described above, in the following operating modes: 

  at constant torque; 
  at constant speed; 
  at resistant torque proportional to the excitation current; 
  at torque proportional to the square of the speed. 

 

The front panel of the DCU includes potentiometers, which allow manual adjustment of 
torque  and  speed,  and  switches  to  set  the  operating  mode  and  reset  the  device.  At  the  rear, 
connectors for interfacing the unit to the brake and to the DUD display unit are present (the current 
level  proportional  to  the  desired  braking  is  transmitted  through  these  connections).  Moreover, 
through the rear panel it is possible to connect analogical input signal (±10 V) for the control of 
the torque or speed through an external voltage generator. The latter functionality has been used 
in many scientific works of the author to generate lowfrequency torque oscillations.  
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Data about the DUD display unit are omitted because considered irrelevant. The candidate 
wishes to point out that a magnetic powder brake has the advantage to provide an adjustable torque 
from standstill to a determined rotational velocity. This advantage allows to perform low speed 
tests (from 0 to 3000 rpm) with high braking torque. For higher speed, other kinds of brake are 
more suitable, e.g. the eddy current brakes. These brakes can reach higher speed but have a braking 
torque proportional to the square of the speed, so at low speed they cannot provide high braking 
torque.  Combinations  of  these  two  brakes  on  the  same  shaft  are  provided  by  the  brand  of  the 
equipment: at low speed the hightorque magnetic powder brake could be excited first, while when 
higher speeds are reached, the magneticpowder brake is deenergised and the eddycurrent is used. 
This arrangement combines the best qualities of both of the brakingmachines. 

To connect the induction motor under test with the brake, a flexible lamellar joint is used. 
This mechanical arrangement permits the coupling of the motordynamometer, even in conditions 
of imperfect alignment, without the use of precision instruments. Moreover, it helps to dampen 
vibrations and possible axial movements due to thermal effects that could alter the test results.  

The device consists of four pins and, in order to make the coupling possible, is fitted with 
a  flange  with  the  same  number  of  holes,  offset  by  90  degrees  from  each  other.  The  lamellar 
coupling is represented in detail in Figure 22. 

 

Figure 22: Lamellar coupling used for the mechanical connection between motor and dynamometer shafts. 

 

The test bench is used in all of the scientific works carried out by the candidate with a 4
pole 1.5 kW explosiveproof induction motor.  

The  motor  used  is  a  threephase  induction  motor,  manufactured  by  RAEL  (an  Italian 
company), model RL 90L 4, with INERIS 05 ATEX 0025X certification, and is therefore able to 
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operate in environments with combustible or explosive gases (II 2G) with T4 temperature class 
according to standards IEC 60079.  

The machine can operate at ambient temperatures between  20°C and +50°C and is air
cooled by an axial fan mounted on the shaft to remove the heat produced during operation. The 
machine is of type Totally Enclosed Fan Cooled (TEFC).  

Table 2 shows the nameplate data and the main electrical and mechanical characteristics of 
the motor. 

Table 2: Main electromechanical data of RAEL RL 90L 4 induction motor.  

Rated power  1.5  [kW] 
Rated voltage (Δ/Y)  230/400  [V] 
Rated current (Δ/Y)  6.6/3.8  [A] 
Rated frequency  50  [Hz] 
Starting/nominal  current 
ratio 

5   

Power factor  0.8   
Poles   4   
Nominal torque  10.4  [Nm] 
Stator  slots  per  pole  per 
phase 

3   

Number of rotor slots  46   
Axis height   90  [mm] 
Service   S1   
Insulation class  F   
Protection grade  IP 55   

 

The entire test bench with the RAEL induction motor is represented in Figure 23. 
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Figure 23: Test bench with motor RAEL “RL 90L 4” 

 

The tests carried out in the laboratory are with the motor supplied from mains and from an 
electronic frequency converter.  

This  inverter  is of EATON brand, model “MMX34AA5D6F00”, openloop type Space 
Vector Pulse Width Modulation (SVPWM). Its main characteristics are reported in Table 3. 

Table 3: Main characteristics of the inverter used 

BRAND AND MODEL  EATON     MMX34AA5D6F00 

INPUT  Threephase; Uin = 380480 V 

f = 5060 Hz 

Iphase = 7.3 A 

OUTPUT  Threephase; voltage: (0  Uin ) V 

f = 0 – 320 Hz 

Iphase = 5.6 A 

Switching frequency = 6 kHz 

POWER  2.2 kW at 440 V 

 

The inverter is equipped with Insulated Gate Bipolar Transistors (IGBT). The schematic 
working principle with the main components of the electrical drive is shown in Figure 24. 
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Figure 24: Main power components of the electrical drive. 

 

This electrical drive contains the following blocks, visible in Figure 24 from left to right: 

  input terminals; 
  Electromagnetic Compatibility Filter (EMC), to reduce the harmonics injected by 

the inverter in the power grid; 
  threephase diode bridge rectifier, to convert the supply voltage from alternating to 

direct current; 
  filter circuit, in which inductors and capacitors are used to filter out residual voltage 

fluctuations in the DClink; 
  braking circuit, with an external brake resistor; this part is optional and generally 

used for drives with high dynamic performance; 
  threephase Voltage Source Inverter (VSI) with SVPWM modulation. The switches 

are  IGBTs that give to  the motor a variable amplitude and frequency alternating 
voltage; 

  output terminals and induction motor. 

The  inverter  provides  a  scalar  control  (V/f=  constant).  This  simple  control  allows  to 
maintain  the  airgap  magnetic  flux  constant,  in  the  range  of  frequency  from  zero  to  the  rated 
frequency of the motor. In fact, the airgap flux is directly proportional to the V/f ratio. Keeping 
the rated airgap flux means to have the rated current and torque also at lower rotational frequencies. 
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Conversely, at frequencies higher than the rated one, it is necessary to keep the voltage equal to 
the rated one and, consequently, to reduce the airgap flux (fluxweakening region).  

The works carried out by the author include only working points in the constant flux region, 
i.e. only supply frequencies lower than the rated one are used. For example, 30, 40, and 50 Hz are 
the  inverter  output  frequencies  used  in  [57],  with  V/f  ratio  maintained  constant.  A  schematic 
exemplification of the scalar control technique with its main parameters is shown in Figure 25. 

 

Figure 25: Scalar control of the inverter: constant flux and flux weakening region 

 

The reason for  testing the motor at different supply frequencies is  to check whether the 
harmonic spectra, for example of the current or stray flux, provide different diagnostic information 
at different frequencies. In particular, a motivation is to check whether the harmonic spectrum of 
the stray flux provides different diagnostic information despite the airgap flux is kept constant by 
the  power  supply.  In  fact,  changing  the  fundamental  supply  frequency  can  modify  the  ratio 
between  the  value  of  the  stray  flux  and  the  constant  airgap  flux;  this  is  because  of  the  lower 
shielding, due to the motor housing, of the stray flux at lower frequencies. 

 

3.2  Faults simulated in the laboratory 
 

3.2.1  Bearings faults 

 

The bearings of the RAEL motor can be quite easily substituted. In many works the author 
has  changed  the  bearings  (usually  the  drive  end  one)  with  faulty  ones.  The  original  bearings 
mounted on the motor are the 9balls deepgroove NSK 6205Z. These bearing were substituted in 
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various works with defected ones, for example the 26balls doublerow SKF 1205ETN9 are used 
in some works.  In particular, localized defects are considered in some works while generalized 
roughness defects in others. 

 

3.2.2  Partial stator shortcircuits 

 

Another fault simulated in the motor is the stator winding partial short circuits. The RAEL 
motor was manufactured on purpose to partially supply one of the three phase windings in order 
to simulate a partial stator short circuit.   

Three winding points, corresponding to 5%, 10% and 15% of the entire turns of one phase, 
were made accessible in the terminal box during the construction of the motor. The scheme of the 
modified winding is shown in Figure 26. 

 

Figure 26: Circuital scheme for the realization of the partial stator short circuits. 

 

When the first phase of the motor is supplied from terminals 11’, 100% of the turns are 

supplied, as in the case of a healthy motor, and this condition corresponds to a resistance (measured 
at terminals 11') of 4.09 Ω. When power is supplied from points 1a1’, 5% of the winding turns 

are bypassed, while when power is supplied from point 1b or 1c, 10% or 15% of the turns are 
bypassed. The total number of turns in one phase of this motor is 294. So 15, 30 and 45 turns are 
excluded by feeding the winding from point 1a, 1b and 1c respectively. Table 4 resumes the main 
conditions of the simulated faults. 
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Table 4: characteristics of the partially bypassed stator winding 

Connection  Number of turns 
excluded 

Number of turns fed  % of the 
excluded turns 

Resistance of the fed 
winding Ω 

11’  0  294  0%  4.09 

1a1’  15  279  5%  3.9 

1b1’  30  264  10%  3.76 

1c1’  45  249  15%  3.58 

 

Previous works carried out in the laboratory with these modifications of the winding can 
be found in [57, 59].  

In particular in [59], it has been explained that, when a partial stator short circuit occurs, 
the  current  in  the  shorted  turns  can  be  very  high  and  generates  heat  that  degrades  rapidly  the 
insulation and leads to a phase to phase or phase to ground fault. In experimental tests, this current 
is normally limited through the use of external resistances, to not deteriorate the machine. Anyway, 
with the diagnostic results in [59], in the laboratory, it has been preferred to supply the “faulty” 
phase simply bypassing a certain percentage of turns (the shortcircuit current in this way will not 
flow). This leads to similar diagnostic results as the rotating field will present in any case negative 
sequence components due to the imbalance in the magnetomotive force of one phase with respect 
to the other two.  

Moreover,  in the author’s opinion,  this  simulation  of  partial  shortcircuit  increases  the 
difficulty of detection of the fault. In fact, due to the FaradayLenz law, and considering that the 
shorted turns are a mainly inductive load (they have a resistance but the reactive power is more 
inductive than capacitive), the effect is to demagnetizing the phaseflux the machine. So, without 
considering  current  in  the  shorted  turns,  the  detection  of  the  fault  should  be  harder;  then,  if  a 
diagnostic  system  can  diagnose  this  simulated  fault,  it  diagnoses  more  easily  the  same  fault 
considering the current in the shorted turns.  

The two schemes considered in [59] are presented in Figure 27; the scheme b) is the one 
used by the author for the work that will be presented in chapter 4. 
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Figure 27: schemes  for  simulation of  the partial stator  short circuits. a) considering  the current  in  the 
shorted turns and b) with no current in the shorted turns [59]. 

 

3.2.3  Low Frequency Torque Oscillations 

 

Low Frequency Torque Oscillations (LFTOs) is a condition due to some characteristics of 
mechanical loads that introduces harmonics in the signal spectra that can lead to misclassification 
of the faults as described in 2.3.5. This anomaly is simulated in the test bench using a control signal 
of the brake (signal proportional to the excitation current) composed by a continuous component 
and  a  sinusoidal  one.  This  signal  is  supplied  to  the  DCU  of  the  PB  115  brake  through  a 
Digital/Analog  Converter  (DAC)  controlled  by  LabVIEW  software,  as  it  will  be  described  in 
paragraph 3.3. An example of signal waveform for generating an LFTO, from an outline of the 
LabVIEW software, is presented in Figure 28; the signal has an amplitude that corresponds to a 
torque of 6 Nm as mean value, 1 Nm as peak value and a frequency of 4 Hz.  
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Figure 28: Example of signal waveform, from the LabVIEW software, for generating the LFTO.  

 

3.2.4  Airgap eccentricity and other mechanical faults 

 

Another fault studied in laboratory is the airgap eccentricity. Though with the available 
laboratory equipment is not possible to directly change the eccentricity, with a worn bearing the 
eccentricity increases and specific fault harmonics could be seen in spectra. Some results will be 
exposed in the following parts of the thesis. 

Misalignment is another fault that can be studied with a few modifications of the test bench 
setup.  Specifically,  by  simply  inserting  shims  between  the  basement  of  the  motor  and  the 
foundation,  the misalignment could be simulated, albeit  in an approximate manner:  in fact,  the 
effect would be mitigated in comparison with a real situation, as the elastic joint would dampen 
the mechanical stresses on the shaft introduced by the fault.  

Moreover,  a  diagnostic  signature  given  by  a  motor  with  loosen  anchor  bolts  on  the 
foundation could be another easytoimplement fault to study.  
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3.3  Measurement equipment 
 

In this paragraph,  the various sensors, measurement instruments and conditioners of the 
signals used in the works of  the author will be presented. The main parts of the measurements 
equipment are reported in Figure 29. 

 

Figure 29: Measurement and acquisition equipment used in the laboratory. 

 

The main components of the acquisition system, presented in Figure 29, are: 

  Current and stray flux sensor (electromagnetic signal’s sensors) 
  MEMS and piezoelectric accelerometers 
  Signal conditioners: for alimentation of the probes and filtering the signal 
  Lowpass filters: used as antialiasing filters 
  Data Acquisition (DAQ) board for the multichannel acquisition 
  PC with LabVIEW, to store and elaborate the data.  

 

Other  devices  are  not  reported  in  Figure  29,  for  example  the  digital  wattmeter  and  the 
optical tachymeter. However, they will be described in the next subsections. 
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3.3.1  Digital wattmeter 

 

A digital threephase wattmeter is used in the laboratory test bench to monitor the main 
electrical parameters of the induction motor.  

The digital wattmeter used in the tests is branded “Infratek” model “304B”. The wattmeter 
was used to measure the values of power, voltage, current and power factor, in real time during 
the tests, to check that the quantities did not exceed the values. Also balancing between phases has 
been checked during tests. The power equipment of the test bench and the schematic connection 
of the wattmeter during a test with inverterfed machine is presented Figure 30. 

 

Figure 30: Power equipment of the test bench and schematic wattmeter insertion  

 

The main characteristics of the wattmeter are resumed in Table 5. 
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Table 5: characteristics of the Infratek wattmeter  

Input impedance  10 MΩ 20 pF 

Current measurements   

Ranges [A]  0.2 / 0.6 / 2 / 6 / 20 

Accuracy (rms value)  ± (0.1% reading + 0.1% range) 

Accuracy (average value)  ± (0.1% reading + 0.2% range) 

Voltage measurement   

Ranges [V]  2 / 6 / 20 / 60 / 200 / 600 / 1000 

Accuracy (rms value)  ± (0.1% reading + 0.1% range) 

Accuracy (average value)  ± (0.1% reading + 0.2% range) 

Power measurement   

Ranges [W]  0.4  20000 

Accuracy (rms value)  ± (0.1% reading + 0.1% range) 

Accuracy (average value)  ± (0.1% reading + 0.2% range) 

 

3.3.2  Current sensor 

 

The current sensor used is a “Tektronix” brand, model “TCP303”. The sensor has a Hall 
effect  and  is  therefore  equipped  with  a  signal  conditioning  circuit,  which  amplifies  the  output 
signal. Table 6 below shows the main parameters of the Hall effect transducer used. 

Table 6: main characteristics of the Hall effect sensor TCP303 

Bandwidth (3 dB)  0 – 50 MHz 
Maximum current values 

(for the chosen conversion factor of 5 A/V) 

 

25 A Direct Current 

17.7 A Alternating current (rms) 

50 A peak value 

Typical accuracy  ± 1% of reading 

Sensitivity  5 mA 

 

Hall effect sensors are able to detect and measure magnetic fields. In this case, the sensor 
is used to measure a current: it measures the magnetic field generated by a conductor carrying an 
electric current. 
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The sensor has the form of a current clamp, i.e. it wraps around the conductor. The sensor 
has a magnetic core to convoy the flux around the wire and address it on the Hall effect element. 
So, if this magnetic circuit is notsaturated the flux is proportional to the current wrapped by the 
sensor and so the reading from the Hall element can be converted into a current reading.  

Hall effect sensors are very precise but also sensitive. They require a signal amplification 
circuit with a high input impedance, and they also need a current supply to operate (they are active 
sensors). An important advantage of these sensors is that they can be applied using a current clamp, 
i.e. without having to interrupt the circuit as with a traditional ammeter. Compared with a classic 
current clamp, which works with a Faraday principle, Hall effect  transducers can also measure 
direct currents. 

The amplification and conditioning circuit used  for  the probe  is  the  “Tektronix”  circuit 
model “TCP A300” specifically designed to work with “Tektronix” probes as the one used for the 
tests (TCP303). 

The possible ranges conversion factors of the amplifier for converting the voltage signal 
into current values are 1, 5, 10 or 50 A/V. The range used for our test was 5 A/V: an output signal 
of 1 V peaktopeak from the amplifier corresponds to a current of 5 A peaktopeak. 

A  representation  of  the  signal  conditioner  connection  with  two  compatible  probes  is 
presented in Figure 31. 

  

Figure 31: Probe and signal conditioner simplified scheme connection 
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3.3.3  Lowpass filter for current sensor 

 

A passive singleorder low pass filter has been added on the output of the current signal 
conditioner (as visible in Figure 29) to have a function of antialiasing filter. In fact, with the digital 
acquisition, alias phenomena can occur and harmonics whose frequency is higher than the Nyquist 
frequency have to be attenuated. A cutoff frequency of about 2000 Hz was chosen and considered 
suitable for the bandwidth used in diagnostics of electrical machines. The scheme of the simple 
passive singleorder low pass filter is reported in Figure 32. 

 

Figure 32: Single order low pass filter, used as antialiasing filter. 

 

The cutoff frequency is given by the formula: 

𝑓𝑡 =
1

2𝜋𝑅𝐶
  (3.1) 

The considerations for the choice of R and C are the following: 

  Fixed the cutoff frequency 𝑓𝑡, too high values of R will correspond to very low 
values of C in which the parasitic parameters would be too preponderant; 

  Alternatively,  too low values of R would mean too high current from the power 
supply circuit upstream of the filter in the measurement chain. Integrated circuits 
have a maximum deliverable current that is not too high. It is necessary to consult 
the datasheets for the choice of resistance and to avoid saturation of the device's 
output current. 

The values chosen are R= 1 kΩ and C= 82 nF resulting in a cutoff frequency 𝑓𝑡 of 1940.4 
Hz. Ceramic type capacitors have been chosen as they limit the nonlinear effect in frequency of 
the impedance, avoiding the formation of unfavourable current dividers when the capacitor has a 
grounded pin [62]. 
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3.3.4  Magnetic flux probe Emerson 

 

The magnetic flux is of the type “M 343 F – 1204”, of the brand “Emerson”. The probe 
consists of  a  coreless  ferromagnetic  coil with  an  internal  radius of  approximately 10 cm.  This 
probe is the same used in [34], and described in 2.2.3 (Figure 8). The commercial name has been 
changed probably due to a company fusion/acquisition (from Csi became Emerson). 

It is an aircore coil, so maximum linear behaviour is expected especially at not very high 
frequency. In [34], a frequency response of the probe is performed, showing a linear response at 
least  at  frequencies  lower  than 16 kHz. This  range of  frequency  is  considered wide enough  to 
diagnose electrical machines.  

The probe is connected to an instrumentation amplifier and a lowpass filter that will be 
explained in next subsections. 

An image of the probe, located on the rear of the motor, is visible in Figure 33. In the figure 
is visible also the custom made fluxprobe (in black) that will be exposed in subsection 3.3.5. 

 

Figure 33: Emerson M 343 F – 1204, on the rear of the RAEL induction motor  
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3.3.5  Custom fluxprobe 

 

For the detection of radial stray flux, a custom flux probe with ferromagnetic ferrite core 
was constructed for conducting previous experimental works in the laboratory, e.g. [59]. The probe 
has a  semicircular  shape with  square cross  section, as  shown  in Figure 34;  the probe with  its 
location used in the works described in this thesis is visible also in Figure 33.  

 

Figure 34: Construction rendering of the custom fluxprobe. 

 

The magnetic core is wound with approximately 300 turns of enamelled copper wire with 
a diameter of 0.112 mm. This custom probe, thanks to its magnetic core, is able to provide higher 
voltage values than the Emerson probe at the same density of linked magnetic flux [60]. A defect 
is the loss of linearity above a certain frequency level. However, it is shown in [60] that in the 
useful frequency band (501000 Hz) both probes behave linearly as illustrated in Figure 35. 

 

Figure 35: Frequency response of the Emerson (here called “industrial”) and custom flux probes [60]. 
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The custom flux sensor generates a signal with an intensity that is highly dependent on the 
position of the sensor in relation to the motor, on the load condition of the motor and also the type 
of  motor  (e.g.  explosionproof  motors  are  better  shielded  from  stray  fluxes  due  to  the  greater 
thickness of the frame). Typical values range from 5 mV for a 300 W motor to 100 mV for the 1.5 
kW motor under consideration [61]. The internal resistance of the probe is 30.2 Ω [62]. 

 

3.3.6  Signal conditioners for the flux probes 

 

The signals from the flux probes are amplified with an instrumentation amplifier, and low
pass filtered with a filter identical to that presented in 3.3.3 subsection (one amplifier and one filter 
have been constructed for each of the flux signal). 

The amplifier used is an OpAmp “INA128” configured as an instrumentation amplifier: it 
has  a  very  high  input  impedance  (10  GΩ),  and  a  bandwidth  of  100  kHz.  The  supply  of  this 
Integrated Circuit (IC) is given by two 9 V batteries, in order to lower the floor noise and making 
the instrument portable. The gain of the amplifier is adjustable changing an external resistance 𝑅𝑔, 
and it is given by the formula: 

𝐺 = 1 +
50 𝑘Ω

𝑅𝑔
  (3.2) 

 

In all the works carried out by the author the signal has been amplified with a chosen 𝑅𝑔 
of 1 kΩ, i.e. with a gain of 51. However, in other works performed in the laboratory, on different 
motors, the gain of the amplifier of the radial flux has been reduced because the signal reached the 
saturation.  

The  level of  the signals downstream  the amplifiers,  and  in  input  to  the DAQ board are 
maintained approximately in the range of ± 10 V peaktopeak.  
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Figure 36: Amplification and filtering process for the axial and radial flux signals. 

 

3.3.7  MEMS accelerometer with signal conditioner 

 

One  of  the  used  accelerometers  is  the  ADXL335  accelerometer  from  Analog  Devices, 
which is very compact, capacitive MEMS, triaxial with a voltage output. It measures accelerations 
with a minimum full scale range of ± 3 g. It can measure static gravity acceleration and dynamic 
acceleration  such  as  motion,  shock  or  vibration  and  continuous  acceleration  (it  is  used  in 
smartphones as a “gravimeter”). 

The designer can select the bandwidth of the accelerometer channels choosing the values 
of the capacitors CX, CY and CZ at pins XOUT, YOUT and ZOUT, where the “X, Y, Z” nomenclature 
indicate the axis of the measurement. 

The measurement bandwidth can be selected according to the application in the ranges of 
approximately 0 to 1600 Hz for the X and Y axis and approximately 0 to 550 Hz for the Z axis. 
Operating on a single 1.8÷3.6 V supply, the ADXL335 consumes 350 μA, and is available in a 16
pin package. Table 7 shows the main characteristics for typical parameters of Ta = 25°C, VS = 3 
V, CX = CY = CZ = 0.1 μF, acceleration = 0 g, unless otherwise specified. 
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Table 7: Main characteristics of the ADXL335 accelerometer 

Parameters  Minimum  Maximum 
Measurement 
unit 

Measurement range   3  +3  g 

Non linearity % of complete scale  0.3  +0.3  % 

Sensitivity of the  3 axes  270  330  mV/g 

Noise axes  X and Y  150  µg/Hz rms 

Noise on axis Z  300  µg/Hz rms 

Frequency response for X and Y   0.5  1600  Hz 

Frequency response for Z  0.5  550  Hz 

Resonance frequency  5.5  kHz 

Supply voltage   1.8  3.6  V 

Current absorption  350  µA 

Working temperature   40  +85  °C 

 

The MEMS accelerometer was bought on a presoldered “EVALADXL335Z” evaluation 
board. The standard CX and CY capacitors were 100 nF but were changed to 3.3 nF to increase the 
system bandwidth from 50 Hz (factory setting of the test board) to about 1500 Hz, more useful for 
our purposes. 

In fact, the bandwidth is calculated with the following formula: 

𝑓𝐵𝑊 =
1

2𝜋(32𝑘Ω)𝐶(𝑋,𝑌,𝑍)
  (3.3) 

where 32 𝑘Ω is the output resistance of the axis channel and 𝐶(𝑋,𝑌,𝑍) is the external capacitor 
to be changed to reach the desired bandwidth. The working scheme of the accelerometer is reported 
in Figure 37, in which the location and connection of the external capacitors can be seen. 
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Figure 37: Working scheme of the ADXL 335 accelerometer 

 

A custom signal conditioner has been constructed on a PCB board in previous works for 
conditioning the MEMS signal, in particular: 

  An input buffer is used to increase the input impedance of the circuit; 
  A highpass filter is used to remove the continuous component of the signal, since 

the sensor is used to measure alternating signals (vibrations); 
  An instrumentation amplifier is used to adapt the amplitude of the signal to a range 

similar  with  the  other  sensor  used  (almost  all  the  other  sensors  used  have  an 
amplification stadium) to do better acquisition with the DAQ board; 

  A regulated voltage supplier is included in the board to supply the MEMS element. 

The scheme of the custom signal conditioner is reported in Figure 38. 
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Figure 38: Custom signal conditioner for the MEMS accelerometer. 

 

The  instrumentation amplifier  is  the same used  for  the amplification of  the flux signals 
described in 3.3.6. However, the selected 𝑅𝑔 for the determination of the amplifier gain is in this 
case of 3.3 kΩ, giving a gain of the amplifier of 16.2.  

The  conversion  factor  between  the  acceleration  values  (measured  in  g)  and  the  output 
signal from the amplifier can be found multiplying the sensitivity of the sensor (given in Table 7) 
by the amplification gain: 

𝐶𝑜𝑛𝑣𝑓𝑎𝑐𝑡𝑜𝑟 = 𝑆𝑒𝑛𝑠 · 𝐺𝑎𝑖𝑛   (3.4) 

 

So,  assuming  a  mean  sensitivity  of  the  sensor  of  0.3  V/g  and  the  gain  of  16.2  of  the 
amplifier, the conversion factor is 4.86 V/g. 

This  means  that  an  amplified  outputsignal  of  4.86  V  peaktopeak  corresponds  to  an 
acceleration of 1 g peakpeak. 
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3.3.8  Piezoelectric accelerometer 

 

An accelerometer branded PCB “PIEZOTRONICS” Model M608A11 singleaxis, IEPE
type piezoelectric, has been used for some of the works carried out by the author. The choice of 
using a piezoelectric accelerometer is mainly due to its much wider measurement bandwidth with 
respect of the MEMS accelerometer (10 kHz versus 1.6 kHz).  

An IEPE sensor (integrated Electronic PiezoElectric) is a piezoelectric transducer with an 
integrated charge  amplifier  and  impedance converter.  The  integration of  the  amplifier  into  the 
sensor itself greatly reduces the overall noise of the sensor. The supply current of the IEPE sensor 
is a constant current, while the output signal is an AC signal placed on the supply DC voltage or 
bias voltage. This configuration allows a twowire cable to carry both the power and the sensor 
signal. Due to the presence of DC bias, the signal is typically ACcoupled to the interface circuit. 
To perform these operations on the signal (ACcoupling and constant current supply) it has been 
used  a  “PCB”  model  682A02  signal  conditioner,  powered  by  two  9  V  batteries  in  dual 
configuration. The signal conditioner performs also  the amplification of  the output  signal with 
three different gains: 1X, 10X and 100X. However, the amplification has not been used in many 
measurements by the authors to not introduce noise in the signal and save batteries charge. 

The accelerometer has been fixed through screw and stud mount. A representation of the 
sensor and its location on the machine is visible in Figure 39. 

 

Figure 39: Accelerometer M608A11 and its position on the motor under test. 

 

The main parameters of the accelerometer are reported in Table 8. 
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Table 8: Characteristics of the piezoelectric accelerometer PCB M608A11 

 

It can be noted that the sensitivity of the piezoelectric sensor is lower than the MEMS one 
(confronting Table 7 with Table 8); in fact, piezoelectric sensor’s sensitivity is 0.1 V/g versus 0.3 

V/g of the MEMS. However, the bandwidth is higher for the piezoelectric sensor and this is an 
indispensable feature to apply techniques such as envelope analysis explained for example in [29]. 

 

3.3.9  Data Acquisition Board (DAQ) 

 

The  DAQ  board  used  in  the  laboratory  is  the  “NI  USB6212”  acquisition  board  from 
“National Instruments”; the board is visible in Figure 40, together with a plastic box used in the 
laboratory as mechanical protection. The board used allows easy interfacing with the PC, through 
the LabVIEW software, installed on the computer, also from “National Instruments” brand. The 
main task of a DAQ board is to convert an analogue signal into a digital one, to be acquired by a 
digital  device,  e.g.  a  personal  computer.  The  DAQ  can  be  called  also  AnaloguetoDigital 

Parameters  Minimum  Maximum 
Measurement 

unit 

Measuring range  50  +50  g 

Sensitivity  (±15%)  100  mV/g 

Frequency response (±3 dB)  0.5  10000  Hz 

Resonance frequency  22  kHz 

Bandwidth resolution (1 to 10000 Hz)  350  µg 

Nonlinearity % of the full scale  1  +1  % 

Temperature range  54  +121  °C 

Protection class  IP68 

Voltage supply  18  28  V 

Current supply  2  20  mA 

Output impedance  <150  Ω 

Output voltage  8  12  V 

Noise  (10 Hz)  8  µg/Hz 

Noise  (100 Hz)  5  µg/Hz 

Noise  (1 kHz)  4  µg/Hz 

Electrical insulation of the housing  >100000000  Ω 
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Converter (ADC), though sometimes it can give also an analogue output from a digital input, i.e. 
the reverse process (as in the case of the NI USB6212, which includes two analogue outputs). 

 

Figure 40: NI USB 6212 DAQ board and plastic case protection used.  

 

The basic parameters that characterise the DAQ board are: resolution, measurement range, 
gain, sampling rate and filters.  

  Acquisition resolution: this is defined as the greatest change that can be made to 
the input signal without giving rise to any variation in the output; it depends on 
the number of converter bits; 

  measuring range: defined by the minimum and maximum voltage values allowed 
in input by the card; by modifying the input range, it is possible to adapt the range 
of  the  board  to  the  range  of  the  signal,  thus  guaranteeing  the  highest  possible 
resolution; 

  gain: it indicates an operation of amplification or attenuation of the signal before 
it is digitised; the aim is, as previously specified, to adapt the input signal levels 
to the input range of the board; 

  sampling  frequency:  this  is  the  fundamental  parameter  that  characterises  A/D 
conversion and is defined as  the number of samples per second of an analogue 
signal  stored  in  digital  form  (expressed  in  hertz).  A  high  sampling  frequency 
provides a better representation of the original signal than a lower one. All input 
values must be sampled at a sufficiently high frequency to adequately represent 
the  analogue  signal.  Too  low  sampling  frequency  can  result  in  a  poor 
representation  of  the  signal  due  to  aliasing.  According  to  Nyquist's  Sampling 
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Theorem, in fact, to convert a signal without loss of information, it is necessary to 
sample uniformly (samples equidistant from each other) and with a frequency at 
least double the bandwidth of the signal of interest; 

  filters: before being converted into a digital signal, the analogue signal in general 
is subject  to degradation due  to  the presence of noise,  the source of which can 
have the most varied origin. The antialiasing and other filters can sometimes be 
included in the DAQ board. 

 

The main characteristics of the DAQ board are resumed in the next Table 9. 

Table 9: Main characteristics of the NI USB 6212 DAQ board. 

Number of Analogue Inputs  16 (configuration single ended) 

8 (configuration differential) 

Number of Analogue outputs  2 

ADC Resolution  N=16 bits 

Sampling rate  400 kS/s max 

Input range  ±10 V, ±5 V, 

±1 V, ±0.1 V 

Uncertainty at full scale (range = ±10 V)  2710 μV 

Sensitivity (range = ±10 V)  118.0 μV 

Resolution (range = ±10 V)  320 μV 

 

It has to be noted that  the declared  resolution  is very close but different  from the value 
calculated  with  formula  (2.6).  This  could  be  because  of  differences  of  definition  (some  free 
configurations of the converter are used for the autocalibration process) or actual range values 
definitions (it is actually admitted to measure voltages between ±10.4 V). However, with formula 
(2.6)  one  can  calculate  at  least  a  first  approximation  of  the  resolution  of  the  ADC  (305 μV 

calculated with (2.6) versus 320 μV declared).  

The board is multichannel, so it is possible to acquire different channels simultaneously, 
thanks to a multiplexer included in the block chain. This component switches from one channel to 
another  and  take  the  instantaneous  data,  that  will  be  amplified  by  the  Programmable  Gain 
Instrument Amplifier (PGIA) and converted by the AnaloguetoDigital converter. Data will be 
stored in memory registers of type First In First Out (FIFO) and then will be sent in the digital 
form to the computer. The working scheme of the DAQ is presented in Figure 41. 
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Figure 41: working scheme of the DAQ process in NI USB6212. 

 

Another  important  feature  of  the  NI  USB6212  DAQ  board  is  the  input  signal 
configuration.  The  signal  connection  can  be  singleended  when  only  the  noninverting  input 
voltage of the signal  is amplified and differential when the voltage difference between the two 
inputs is amplified. The differential configuration guarantees a better Common Mode Rejection 
Ratio (CMRR), i.e. it reduces the noise that is common in both the amplifier’s inputs. The source 

of the signal can be of two types: floating or ground–referenced. The manual of NI USB6212 
recommends some types of connection according to the type of source. With a groundreferenced 
source more attention has to pay to prevent the groundloop phenomenon: if both the source and 
one of the amplifier inputs are grounded, a loop is formed, and for the Faraday law a variation to 
the  linked  flux  with  the  loop  (e.g.  magnetic  flux  generated  in  the  ambient  by  others  electric 
appliances) will generate a noise e.m.f. (often a 50Hz hum) that will be read by the device. 

The signal configurations recommended by the DAQ manual are visible in the next Figure 
42. 

All  the sources used  in  the  laboratory are  floating. The signal configuration used  is  the 
NonReferenced Single Ended (NRSE) for all the probes (and related signal conditioners) except 
for the piezoelectric accelerometer. In the latter case, in fact, it has been chosen to not amplify the 
signal with signal conditioner and to use a differential input configuration to lower as possible the 
noise.  

In fact, according to the DAQ manual, all the signals with voltage greater than 1 V and 
cable length lower than 3 m (as in the case of all the amplified signals in the laboratory) can be 
acquired with the NRSE configuration, while those with amplitude < 1 V (as the piezoelectric non
amplified  signal)  and  cable  length  higher  than  3  m  have  to  be  acquired  with  a  differential 
configuration. 
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Figure 42: Analog Input Configurations for NI USB6212 

 

3.3.10  Optical tachometer 

 

A digital laser tachometer (speedometer) marked Xinbaokeyi, model DT2236B, was used 
to measure the rotational speed of the machine. Moreover, to set the motor at the same load at each 
test, the tachometer has been used to measure speed as a reference value (because it is directly 
proportional to the slip and so to the load, in a noncontrolled machine, in a stable working region). 

The working principle of the tachometer is the following: it emits a laser which, reflected 
with a certain frequency by a reflecting element placed on the shaft, gives an indication of the 
motor's rotation speed. Figure 43 shows the tachometer used and Table 10 reports an extract from 
the datasheet. 
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Figure 43: Optical tachometer. 

 

Table 10: Characteristics of the tachometer 

Measurement range  599,999 [rpm] 
Measuring distance  max 2[m] 
Resolution (< 1000 rpm)  0.1[rpm] 
Resolution (> 1000 rpm)  1 [rpm] 
Accuracy  ±0.05%+1dgt 

 

3.3.11 Thermal imaging camera 

 

Though no scientific work has been presented by the author using or including data from 
the thermal imaging camera, the camera can be a precious instrument to evaluate the health state 
of a machine. For example, it is known from literature [63] that a bearing fault can be detected 
using thermal data; however, it is not easy to know the temperature threshold beyond which the 
bearing can be considered faulty, because this can depend on ambient temperature and on the load 
of the machine and so on the heat generated by the machine. 

Anyway,  some  temperature  limits  cannot  be  overcome  because  of  the  presence  of  the 
lubricant,  that  cannot  reach  very  high  temperatures.  So  a  temperature  measurement  through 
thermal imaging camera can give at least a first “rough” diagnostics of the machine. 

In the laboratory, a FLIR “E30” model thermal imaging camera was used to measure the 
temperature of certain parts of the electric motor. The main data of this thermal imaging camera 
are shown in Table 11. 
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Table 11: Data sheet of the “FLIR E30” thermal imaging camera. 

Image resolution  19200 pixels (160x120) 

Minimum focal length   0.4 m 

Minimum sensitivity in the image   <0.1°C @ 30°C / 100 mK 

Measurable temperature range  20÷120°C 

Measurement accuracy  ±2°C or 2% reading 

Degree of protection   IP 54 

 

An example of thermal image of the RAEL motor, with a faulty bearing (localized fault: a 
crack in the outer ring) taken with the FLIR E30 is reported in Figure 44. As discussed previously, 
without any baseline  reference  it  is difficult  to determine whether  the bearing  is  faulty or not. 
Anyway, in the case presented in Figure 44 the bearing zone reach the maximum temperature in 
the image range (about 46° C), so it can be assumed that the bearing is not working in its optimal 
conditions. 

 

Figure 44: Thermal image of the RAEL motor with a faulty bearing in the driveend side.  
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3.4  Magnetic hysteresis brake test bench 
 

As briefly discussed in the introduction of this chapter, a new test bench has been bought 
and mounted in the laboratory in the last few months of the threeyear doctorate of the candidate.  

The candidate actively collaborated in the choice of the equipment, its installation and its 
commissioning. 

The test bench has a magnetic hysteresis brake. The hysteresis machines can work both as 
motors and brakes/generators, basing their working principle on the magnetic hysteresis cycle to 
generate torque.  

These machine generally have a rotor constructed with hard or semihard magnetic steel. 
Starting with a motor operation to give a principle explanation, a simple machine with cylindrical 
rotor  and  “classical”  distributed  stator  winding  can  be  considered.  On  the  stator,  a  magnetic 
rotating field is generated through polyphase windings. The stator magnetomotive force (m.m.f.) 
magnetizes the hard magnetic steel of the rotor as the stator windings are energised. A magnetic 
field  in  the rotor  is so produced. Due  to hysteresis process,  the revolution of  the stator  field  is 
followed by the rotor magnetic axis with a lag angle δ dependent only on the hysteresis cycle of 
the material constituting the rotor. It can be demonstrated that in this acceleration phase (there is 
some slip, the rotor is rotating at lower speed than the stator field) the lag angle will keep a constant 
value. Because the torque is proportional to the stator m.m.f multiplied by the rotor flux and the 
sine of the angle between them (δ), it comes out that with a constant magnetizing flux (from the 

stator) the torque is constant in all the acceleration process [64]. 

The machine after reaching synchronism with the stator field, modified its working angle 
δ according to the mechanical load applied. So, with a constant torque characteristic over speed 
(also at standstill), the machine can be used for accelerating high inertia load till the synchronous 
rotational speed. The operation is very smooth as no slots are present on the rotor (small machines 
of  this  kind  can  be  found  in  audio  recordertape).  The  machine  however  does  not  have  high 
efficiency and has a low power factor, so  it can be used only in  lowpower applications. More 
information can be found in [64]. More recent interesting applications of hysteresis machines are 
presented for example in [65]. 

The  brake  bought  for  the  laboratory,  namely  AHB24  from  “Magtrol”  company,  has  a 
“cup” shaped rotor and a stator with a single and fixed excitation winding. When the winding is 
excited with a DCcurrent, a static field magnetizes the rotor material. Due to hysteresis process, 
with a constant excitation current, a constant torque characteristic is produced by the brake. The 
brake works in a reverse mode of an accelerating hysteresis motor (δ angle remains constant), 

because the synchronous operating mode in this case is not possible as in the stator is present only 
one fixed winding. 
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The heat generated by the hysteresis process in the brake (equal to the mechanical power 
input given by  the motor under  test) has  to be removed to  avoid high  temperatures,  that could 
demagnetize  the brake.  In the case of the AHB24, compressed air  is used as cooling mean. A 
scheme of the construction of the machine, from the Magtrol manual, available online, is visible 
in Figure 45. 

 

Figure 45: Construction components of the Magtrol AHB24 

 

The main characteristics of the AHB24 are resumed in Table 12. 
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Table 12: Characteristics of the AHB24 

MINIMUM TORQUE AT RATED CURRENT (Nm)  24.0 

RATED CURRENT (mA)  2400 

RESISTANCE±10% @ 25°C (Ω)  10 

VOLTAGE (Vdc)  24 

EXCITATION POWER (W)  57.6 

MAXIMUM SPEED (RPM)  12,000 

AIR SUPPLY PRESSURE (kPa)  620±35 

AIR CONSUMPTION (l/min)  567 

KINETIC POWER RATINGS  5 MINUTE (W)  5,300 

CONTINUOUS (W)  3,000 

DEENERGIZED DRAG TORQUE @ 1000 RPM (Nm)  1.36ꞏ101 

EXTERNAL INERTIA (kg cm2)  1.12ꞏ102 

TORQUE TO INERTIA RATIO (rad/s2)  2,140 

 

The  excitation  current  is  fed  to  the  brake  through  a  DCpower  supply  connected  to  a 
currentregulated  supplier,  to  give  constant  current  independent  of  the  winding  resistance  that 
changes with the temperature. The current supplier can be controlled with an input signal (±10 V) 
that can be generated for example with the DAQ board. 

With respect to the magneticpowder brake presented in 3.1 (Table 1), the hysteresis brake 
has a very low deenergised drag torque, and higher maximum speed, though the maximum torque 
and power dissipated are lower.  

Along  with  the  hysteresis  brake  a  torque  transducer  has  been  bought  to  be  interposed 
between  the  motor  and  brake.  The  torque  transducer,  namely  Magtrol  TS  109,  can  measure  a 
nominal torque of 20 Nm with a nominal speed of 8,000 rpm. The transducer has a digital output 
(USB) and an analogue one. The TS109 can be easily  interconnected  to a PC and data can be 
visualized  and  stored  with  a  provided  software  with  USB  connection.  With  the  analogue 
connection it is possible to acquire data at higher sampling frequency. Along with the torque signal, 
speed and power signals are measured with this transducer.  

The  test bench with  some of  the sensors previously  introduced and  the RAEL motor  is 
visible in Figure 46. 
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Figure 46: The new test bench with the AHB24 brake and TS 109 torque transducer with the RAEL motor 
under test. 
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4  Multiple faults detection in electrical machines 
 

4.1  Introduction 
 

In this chapter, an evaluation of the multiple fault diagnostics techniques will be presented. 
In  the  first  instance,  a  literature  review  regarding  the  issue  will  be  exposed.  Successively,  a 
scientific work carried out by the candidate and his research group on this subject will be presented. 
The work has been published at SDEMPED conference, held in Toulouse, France, in 2019. The 
reference for this work is the [66]. 

The work has been carried out in the laboratory of “Diagnostics and Design of electrical 
machines” of the University of Pavia, with the main characteristics exposed in chapter 3. Results 
of the paper and perspectives for the future works on the topic of the multiple faults diagnostics in 
electrical machines will be exposed.  

 

4.2  State of the art 
 

As already described  in chapter 2,  the most prominent  faults  in  induction machines are 
stator short circuits and bearing faults. However,  the percentage incidence of the various faults 
changes with  the  size of  the machines.  In  fact,  bearing  faults  are  the most  prominent  in  small 
machines  at  low  rated voltage  (< 690 V),  stator  and bearing  fault  have  more  or  less  the  same 
incidence on medium power/medium voltage machines, and stator faults are the most prominent 
in high power/high voltage machines [67]. The situation is represented in the next Figure 47. 

 

Figure 47: Distribution of machine faults depending on the machine voltage [67]. 
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The main reason why the high power machines suffer less of bearing faults is because often 
they use sleeve bearings that reduce the mechanical wear present in rolling element bearings [67]. 
Always according to [67], [23], and many others papers, despite the more prominent faults are on 
stator and bearings components, the majority of papers concentrate on rotor defects such as broken 
rotor  bars,  rotor  endring  faults  or  eccentricity.  In  fact,  consolidated  techniques  have  been 
developed for detecting this kind of faults (especially with MCSA); conversely, for detecting stator 
incipient short circuits (interturn short circuits) or bearings faults, real consolidated techniques do 
not yet exist, and advanced signal processing or identifications through machine learning are often 
used [68]. The main reasons of this difficulty in detecting stator short circuits or bearing faults is 
exposed in the following. 

Interturn  stator  short  circuits  (ITSC)  or  intercoil  short  circuits  (ICSC),  in  general 
denominated stator short circuits (SSC), are faults that quickly develop into a much more serious 
condition of phase to phase short circuit or phase to ground short circuit. This is true especially for 
mainsfed  lowvoltage  machines.  In  fact,  they  need  sensible  condition  monitoring  systems,  to 
quickly  detect  the  defect  in  its  early  stage,  and  the  monitoring  systems  have  to  be  continuous 
(CCM, Continuous Condition Monitoring). Moreover, for FFTbased diagnostic systems, a high 
frequency  resolution of  the  spectra  can be  required  to  recognize  the  fault. But,  to have a high 
resolution,  a  high  acquisition  time  is  necessary,  as  resumed  in  (2.1).  So  a  tradeoff  between 
resolution and acquisition time should be made because in a time comparable to the acquisition 
time the fault could be already developed in a more serious condition [69],[70]. Also in [67], the 
difficulties of the detection of these faults and the unreliability of many methods developed by 
researchers in  real  industrial applications are discussed. A method based on the Extended Park 
Vector Approach (EPVA) on current and stray flux signals is then proposed to detect these faults 
also in a lowseverity level state. 

So in general the detection of SSC is costly because of the reasons exposed and is used 
only on highly relevant or strategic machines, as insulation degradation monitoring through PDA 
(Partial Discharge Analysis) for medium or high voltage machines [69]. In fact, for medium or 
high voltage machines or even for lowvoltage inverterfed ones [71], not specifically the stator 
defects,  but  the  insulation  condition  monitoring  can  be  carried  out  through  the  PDA  in  the 
dielectric via different techniques. This gives an analysis of the degree of aging of the dielectric 
materials and can prevent the occurrence of stator short circuits. Anyway this topic is not treated 
in detail in this thesis.  

Bearings faults are the most common fault in small machines reaching a percentage of 60
90% [69]. The bearing fault detection has been studied in deep especially through the vibration 
signature analysis (MVSA, Motor Vibration Signature Analysis). Many results are reported and 
branches of the MVSA such as envelope spectrum analysis demonstrated to be very effective [29]. 
Anyway, the MVSA requires sensors (accelerometers) to be installed permanently on the machine 
(for  continuous  condition  monitoring)  or  requires  the  access  to  the  machine  for  temporary 
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measurements  (offline  monitoring).  This  fact  is  often  undesirable,  especially  when  current  or 
voltage sensors are already installed for other purposes such as the control of the machine [69]. 
Anyway, diagnosing with the current signal can lead to some difficulties e.g. in case of variable
speed drives or when a supply unbalance occurs. This latter condition can be classified as double 
fault or double anomaly condition. The former condition has been studied by many authors but 
requires  advanced  digital  signal  processing  techniques  because  of  the  number  of  harmonics 
induced in the spectra by the drive. Advanced techniques in bearing faults recognition with stator 
current signal are so necessary due to its low signal to noise ratio as already discussed in 2.3.4. 

In this chapter multiple faults are considered as the main research interest. First of all, it 
has to be said that the topic of multiple faults is not wide covered in the literature. In fact, though 
many  articles  treat  of  multiple  fault  detection  systems,  these  faults  are  often  not  diagnosed 
simultaneously. These systems are so able to  identify different kinds of faults, but one by one. 
Anyway, sometimes the faults can appear simultaneously and the characteristic frequencies of one 
can hide those of a second fault; in fact, the characteristic frequencies can coincide as for example 
for Unbalanced Voltage Supply (UVS) and SSC [72]. This could lead to a stop of the machine for 
maintenance  but  without  actually  repair  completely  the  machine  since  not  all  the  faults  were 
recognized but only one.  

Some  papers  deal  with  the  issue  and  present  detection  systems  considered  under 
simultaneous faults. For example, [73] considers SSC and bearing faults in the outer and inner ring 
simultaneously studying the vibration signal (MVSA). In particular, the severity levels of the SSC 
are of 1%, 2%, 3%, 4%, 5% for each phase, levels that are considered to be difficult to detect in 
the literature. The inner and the outer bearing faults are manufactured by drilling one hole in the 
respective rings. These two faults are tested one by one in simultaneous presence with the SSCs. 
Vibration signal is studied, with a particular signal processing: a Normalized Least Mean Square 
(NLMS) adaptive filter has been used to remove the noise signal. The signal  is  then bandpass 
filtered to focus on the fault characteristic frequencies. An envelope analysis  is carried out and 
then Hilbert transform is used to demodulate the signal. Finally, FFT is applied to the envelope 
analysis to extrapolate the fault frequencies. In particular the presence of rotational frequency 𝑓𝑟 
and  its  multiples  harmonics  is  checked  in  the  spectra  for  the  SSC  while  the  BPFO  and  BPFI 
harmonics presence is checked for the bearing faults. SSC and one of the bearing faults can be 
detected simultaneously, though the fault harmonics of the bearing modify the amplitudes of the 
SSC harmonics. A scheme of the signal processing techniques used in [73] is reported Figure 48. 

 

Figure 48: Flow diagram for signal processing used in [73]. 
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In  [74], a MCSA technique  is used  to detect multiple  faults,  load anomalies and mains 
supply  abnormal  conditions  simultaneously  present  in  the  machine.  In  fact,  for  a  threephase 
induction motor the following conditions are considered: normal healthy operation, broken rotor 
bars, SSC, UVS, and the abnormal behaviour of the mechanical load (load torque fluctuations). In 
this case, bearing faults with  their  low SignaltoNoise ratio are not considered. Moreover,  the 
invertersupply  is not  evaluated. Anyway,  the  implemented  system diagnosed  the  faults  in  the 
conditions described also in a simultaneous presence, though results are better in a fullyloaded 
machine than in a slightlyloaded one. 

In  [75],  multiple  fault  conditions,  due  to  broken  rotor  bars,  shaft  misalignment  and 
mechanical unbalance are considered. The work uses information entropy analysis as indicator of 
the multiple faults. Moreover, the machine is considered at three different rotational speeds: it has 
been fed by an Adjustable Speed Drive (ASD) to simulate a common practice in industry in which 
the motors are often inverterfed. The electronic drive introduces harmonics into the current supply 
signal and this interferes with the detection of some faults. Information entropy has been used by 
the authors  as  single parameter  for  the  fault  detection by examining  the  information of  steady 
current signal of onephase of the machine. Moreover, the proposed algorithm is implemented into 
a Field Programmable Gate Array (FPGA) device to offer a portable lowcost solution, suitable 
for  realtime online  condition monitoring.  In  fact,  the  entropy definition used  in  the work  is  a 
simplified expression suitable for FPGA. The motor is fed at 30, 40 and 50 Hz; mean 𝜇(𝐻) and 
standard deviation 𝜎(𝐻) are performed on 20 trials for each operating condition, identifying the 
detectability region into a ±3 𝜎 region.  

Faults in [75] are recognized, though results are better at low supply frequencies of 30 and 
40 Hz since at 50 Hz the detectability of unbalance and misalignment decreases because a small 
overlapping of the ±3 𝜎 region of the entropy measurements of the faults occurs. Some results are 
exposed in Figure 49. Anyway, also in this work the faults are not considered in a simultaneous 
presence. 
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a)  b) 

Figure 49: Information entropy analysis for detecting the operational condition of an induction machine 
with: a) 30 Hz; b) 50 Hz supply frequency controlled by an ASD [75]. 

 

In  many  other  works,  decision  process  is  carried  out  through  the  use  of  machine 
learning/artificial neural network techniques.  

For example, in [76], an interesting study has been carried out on multiple faults detection 
also in simultaneous presence. SSC, outerring bearing defect and gearbox defect are diagnosed in 
a variable speed powertrain through a multisensor scheme with neural network classifiers. In fact, 
vibration signal and current signal are acquired  to diagnose  the  faults. Thanks  to  the use of an 
encoder, a constant angle sampling technique is performed to treat the variable signals as stationary 
(also with a variable frequency the constantangle sampled signal look like a constant frequency 
signal). The Park transform is applied on the three phase currents and the frequency of 2𝑓𝑠 of the 
Park’s vector is tracked to detect the SSCs. Vibration characteristics frequencies BPFO and gear 
frequencies are checked on spectra, to diagnose these faults.  

Three  different  classifiers  are  used,  one  for  each  fault.  These  classifiers  are  of  type 
Convolutional  Neural  Network  (CNN),  usually  used  for  image  classification  problems.  The 
images  in  fact  are  generated by  the preprocessing  transformation  through Short Time Fourier 
Transform (STFT) techniques, suitable to analyse transient signals. The images from vibration and 
Park’s vector are merged and combined into lager images; this fact provides an enlargement in the 

feature space. CNN classifiers are then trained with these combined images. In particular, for the 
training process, only single fault signals are taken separately and fed to the network of interest; 
this  means  that  Classifier  1  (C1)  is  trained  for  SSC,  Classifier  2  (C2)  for  bearing  faults  and 
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Classifier  3  (C3)  for  gear  faults.  After  the  training  process,  anyway,  the  validation  process  is 
carried out on both single or simultaneous faults. 

Results  are  very  good  for  single  fault  classifications,  but  the  efficiency  decreases  with 
multiple faults. This confirm the difficulties in diagnosing the condition of simultaneous faults. 
Anyway,  results  are  still  acceptable with  classification accuracy  always  higher  than 70%.  The 
bearing defect remains the most difficult to classify. Moreover, in the opinion of the authors, more 
studies can be carried out implementing different severity of the faults and reducing the ratio of 
the SSC from 10% of the total winding impedance to lower values (that increase the difficulty for 
detection). A block diagram of the proposed fault diagnosis system is reported in Figure 50. 

 

Figure 50. Block diagram of the fault diagnosis system proposed in [76]. 

 

Others works that treat of multiple fault, though in a nonsimultaneous presence, and use 
machine learning based techniques for classification are [77], [78], [79].  

In  [77],  five motor conditions are evaluated: healthy,  faulty bearing, eccentricity,  stator 
winding fault and broken rotor bar. These conditions have been tested on a motor at three different 
loads and at three rotational speeds, by measuring the stator current. A one class and a two class 
support  vector  machine  (SVM)  were  trained  and  tested  and  their  performances  have  been 
compared. Wavelets transforms are used as preprocessing of the training process. The aim of the 
work is to employ in industry a one class SVM using healthy data only. In fact, this could have 
important  consequences  as  faulty  data  are  difficult  to  collect  for  safety  reasons  and  for  the 
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difficulty to have data for each severity and type of fault. The data collected on field are mainly 
from  healthy  condition.  Usually  researchers  use  faulty  data  from  laboratory  tests  (adhoc  or 
accelerated wear introduced faults) that can be slightly different from the actual faults on the field. 
The results of [77] show that twoclass classification SVM gives better results but this is because 
it has the double of the training data. While oneclass SVM combined with wavelets gives lower 
classification Balanced Error Rate (BER) (a metrics used for measuring the performance of the 
classifiers), it gives in any case acceptable results, opening the way, according to the opinion of 
the candidate, for other interesting research works in this field. 

In [78], a time domain diagnosis of multiple faults in a Threephase Induction Motor (TIM) 
is presented. The approach used is to discretize the timedomain voltage and current signals into 
vectors  to  be  fed  into  three  different  intelligent  classifiers:  artificial  neural  network  of  type 
multilayer  perceptron  (ANN/MLP),  knearest  neighbour  algorithm  (kNN)  and  support  vector 
machine with sequential minimal optimization (SVM/SMO).  

The  searched  faults  are:  stator  shortcircuit,  broken  rotor  bars  and  bearing  defects. 
Moreover, the 750 W motor has been driven under varied load and unbalanced voltage conditions. 
Different  statistical  indices were used  to  evaluate  the performances of  the different  classifiers: 
accuracy, Kappa, mean absolute error and relative absolute error. Classification accuracy above 
89% are reached with MLP ad kNN classifiers. While the MLP and SVM/SMO classifiers reach 
the best behaviour when the minimum number of input values was used.  

In [79], four different motor health states (misalignment, unbalanced rotor, bearing damage 
and healthy status) at variable operating conditions (in terms of supply frequency and load torque) 
have been classified by means of a SVMs which uses information from radial vibration and stator 
current.  

The work states that mixing vibration data with electrical data increases the detectability 
of the faults. Moreover, in the electrical variables, onephase current signal is used for a MCSA 
representation and Clarkevector from the transform of all the three current phases to increase the 
data  features.  A  total  of  six  distinctive  features  are  extracted  from  the  power  spectra  of  these 
signals. Six different SVMs are implemented for each feature, to perform features fusion. Finally, 
a oneagainstone procedure is used to distinguish the state of the machine.  

In the work, the faults of unbalance and misalignment generated features that could not be 
separated in the features maps using only the Clarke vector and the phase current features; adding 
vibration feature it has been possible to distinguish these faults, justifying the increase of the cost 
of the measurement system.  

The authors state that the proposed method could be implemented also for bigger machines 
(in the tests, authors have used a 2pole, 375 W rated IM) as the diagnosis features did not depend 
on  the  power  rating  of  the  IM.  As  drawback,  authors  recognize  the  difficulty  to  extend  the 
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algorithm to  the classification of more faults,  since  in  this case  the number of  the features  and 
SVMs will have to increase. 

 

4.3  Proposed method 
 

A comparative method between diagnostic signatures in frequency domain has been used 
to diagnose different kinds of faults in a single or simultaneous presence. The faults considered 
are  the partial Stator Short Circuits  (SSCs), generalized  roughness  type  bearing  faults,  and  the 
inherent airgap eccentricity of the induction machine. Moreover, the progression of the fault is 
considered for both the SSCs and the bearing faults. The inverter has been used to fed the machine. 
All the components used are those described in paragraph 3.1.  

The  approach  to  the  problem  consists  of  taking  the  acquisition  of  the  electromagnetic 
signals and perform Fourier transform evaluating the presence of the fault characteristic harmonics 
in  the spectra. The spectra are compared between  them: many harmonics have been  taken  into 
account using the integer coefficients into the formula, checking for the presence of characteristic 
harmonics in the range from 0 to 2000 Hz, a quite wide frequency range for diagnostic purposes. 
Harmonics amplitudes are so checked, a statistical threshold has been used, and the harmonics that 
exceed this threshold has been counted for each case analysed. 

To  reduce  as  much  as  possible  the  harmonic  distortion  and  the  noise  coming  from  the 
inverter,  two main strategies have been adopted. First of all,  the  inverter  introduces significant 
sideband harmonic components around multiples of  its  switching  frequency  (i.e.  in  this case 6 
kHz), up  to a multiple of  ten. The sampling frequency of  the electromagnetic signals has been 
chosen taking into account of this fact: since nonnegligible amplitude harmonics could appear till 
10  times  the  inverter  switching  frequency,  it  has  been  chosen  to  sampling  the  signals  with  a 
frequency 20 times bigger than the switching frequency. This lead to a sampling frequency of 120 
kHz, that for Nyquist theorem can reconstruct a signal till 60 kHz that is exactly the frequency 
limit in which significant harmonics due to the electronic commutation could appear.  

The  second  strategy  used  to  remove  the  signal  is  the  use  of  some  signal  processing 
techniques. A statiscally resonable number of acquisitions (40) with quite good resolution has been 
acquired and then mean of the spectra is performed. The threshold used to check harmonics takes 
into account that the actual amplitude is a mean of the single harmonics amplitude, and a tstudent 
distribution is assumed. Frequency range windows are used to check the fault harmonics (that can 
slightly change their frequencies due to slight variation of load or supply frequency). Finally, an 
Infinite Impulse Response (IIR) Butterworth lowpass filter is used to better study the harmonics 
spectra in the 02000 Hz. 
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4.4  The experimental tests 
 

The induction machine used is the RAEL induction motor, presented in paragraph 3.1, a 4 
poles machine of 1.5 kW rated power, which has been fed with the MMX34AA5D6F00 voltage 
source inverter. 

The  stator  short  circuit  faults  have  been  simulated  with  3  different  severity  levels  by
passing 5%, 10% or 15% of the total turns of a stator phase winding, as described in 2.3.3.  

The bearing faults considered are the generalized roughness defects. The bearings used are 
the NSK 6205Z for the healthy condition (healthy baseline), while for the faulty conditions the 
SKF 1205ETN9 has been used. The NSK bearing is the original bearing mounted on the motor; it 
is a standard singlecrown, with N = 9, d ≅ 7.9 mm, external diameter of 52 mm and  internal 
diameter of 25 mm. The SKF 1205ETN9 has been mounted on the motor to simulate the fault. 
Only this bearing has been substituted to carry out the faulty tests. The faulty bearing has been 
inserted, in the various tests, in the driveend of the motor. The main characteristics of the bearing 
SKF 1205ETN9 are: outside diameter 52 mm; inside diameter 25 mm; 13 balls for each race, for 
a total of N = 26; D = 39.06 mm; d = 7.45 mm, α = 0.  

While the former bearing is a single row deepgroove sealed ball bearing, the latter is a not 
sealed double row ball bearing. This bearing has been chosen for the experiment because of its the 
ease  of  opening  and  disassembling.  In  fact,  all  the  balls  have  been  extracted  from  the  SKF 
1205ETN9, degreased and put  into an acid solution. The acid solution  is composed of 5 ml of 
concentrated sulphuric acid  (96%) diluted  in 50 ml of water. Two  severity  levels  (“steps”) are 
considered in this experiment: 

  Step 1: represents an early wear stage of the bearing. The balls were immersed for 
30 minutes in the acid solution; 

  Step 2: represents an advanced wear stage of the bearing. The balls were immersed 
for 70 minutes in the acid solution; 

It has to be noted that this kind of fault is considered in the literature as particularly hard to 
detect, especially in early severity stages and without the measurement of the vibration. An image 
of the balls of the bearing that have been put into the acid solution compared with a new ball is 
visible in Figure 51. 
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Figure 51: A new bearing ball compared with step 1 and step 2 worn balls (respectively from left to right). 

 

The motor has been tested in total 9 times in condition of healthy machine, single fault i.e. 
bearings faults (BF) or double faults (BF and SSCs). The next Table 13 resumes the combinations 
of faults considered, the nomenclature used and the number of the acquisitions taken each case 
(recordings) on which more details will be given in the following of this paragraph. 

The  experimental  tests  have  been  carried  out  in  a  condition  close  to  the  noload:  the 
magnetic  powder  brake  PB115  is  coupled  to  the  motor  with  the  lamellar  joint,  but  it  is  de
energized. Only the drag torque of about 2 Nm or less is so applied to the motor. 

Table 13: List and characteristics of the cases analysed. 

Case  Level of BF  % of SSC  Recordings 

Healthy  without fault  without short circuit  40 

Step 1  Step 1  without short circuit  40 

Step 2  Step 2  without short circuit  40 

Step 1_SC5%  Step 1  5% interturns  40 

Step 2_SC5%  Step 2  5% interturns  40 

Step 1_SC10%  Step 1  10% interturns  40 

Step 2_SC10%  Step 2  10% interturns  40 

Step 1_SC15%  Step 1  15% interturns  40 

Step 2_SC15%  Step 2  15% interturns  40 

 

For  each  experimental  test,  three  variables  have  been  measured  in  a  synchronous  way 
through the DAQ board: 

i)  the current of one phase, by means of the Hall effect commercial probe (Tektronix 
TCP305), with the hardware filtering stage and a TCP305A amplifier. The phase 
which is measured is different from the phase in which the short circuit is applied; 
in fact, as stated in 2.2.1 the phase on which the measurement occur can be any of 
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the three phase since the asymmetry induced by the fault in the rotating magnetic 
field will link all the three phases. 

ii)  the axial stray flux, by means of a commercial probe (Emerson M343F1204), in 
frontal  position,  on  the  fan  side  of  the  motor;  this  signal  will  be  called  in  the 
following “Emerson flux” or axial flux. 

iii)  the radial stray flux, by means of a custom probe, positioned on the body of the 
motor  in a longitudinal direction and close to  the fanend of the motor;  this flux 
signal,  though  it  contains  both  radial  and  axial  stray  flux  (because  of  the  probe 
orientation and vicinity to the endwinding of the machine) will be called “radial 
flux” or “custom flux”. 

 

The position of both the flux probes can be seen in Figure 33. 

Both  the signals of  stray  flux were adequately hardware  filtered  (low pass  filter at  cut
frequency of 2000 Hz) and amplified as described in 3.3.6. In each test the fundamental frequency 
is fixed on the inverter command to 50 Hz. The acquisition parameters are: number of samples = 
220 = 1048576, acquisition frequency = 120 kHz, acquisition time = 8.73 s, number of acquisitions 
= 40. The acquisition time of the whole set is 40ꞏ8.73 = 349 s ≃ 6 minutes. Note that a number of 
samples equal to a power of 2 is chosen (220), in order to optimize the FFT results. The sets are 
divided into 40 acquisitions to not generate very big data files, difficult to treat. 

 

4.5  Analysis of the experimental results 
 

While the recordings are gathered by means of a LabVIEW program connected with the 
acquisition board NI USB6212, the analysis of the data is achieved with MATLAB. 

The data were stored  in  .lvm format by  the acquisition program; each acquisition has a 
different  file, with  a  total  of 40  files  for  each  set  of  acquisition  regarding  each of  the 9  cases 
analysed (see Table 13). The main steps of the MATLAB programs, after importing the data, are 
the comparison analyses in the frequency domain between different cases:  

i)  the healthy baseline has been compared by itself; 
ii)  the faulty acquisitions are compared to the baseline;  
iii)  the faulty acquisitions are compared to a different faulty case (denominated “faulty 

baseline”). 

 

The  baseline  of  the  motor  is  generally  given  by  the  spectra  of  its  signals  in  healthy 
condition. In this work, the healthy baseline is collected at noload, without any fault on the stator 
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winding and on the bearings. The healthy baseline has been acquired using the healthy bearings 
NSK  6205Z  on  the  nondrive  end  and  the  SKF  1205ETN9  on  the  drive  end  of  the  motor. 
Successively also faulty baseline will be used in this work to study the progression of the fault as 
it will be explained in the following.  

The digital processing of each signal is realized in the following main steps (note that the 
signal has been lowpass filtered before the acquisition, to avoid the aliasing phenomenon):  

i)  multiplication of a windowing function (e.g. the Hann function) by the signal in the 
time domain;  

ii)  application of the Butterworth lowpass filter to the signal;  
iii)  computation of the FFT transformation;  
iv)  subdivision  of  the  spectrum  of  the  signal  into  discrete  windows.  Capture  of  the 

maximum value (peaks) of the spectrum for each window;  
v)  comparison of the magnitudes of the excited harmonics of the faulty cases with the 

baselines. 

 

The windowing of a signal as explained in 2.2.1 is used to reduce the leakage effect in the 
spectra. A Hann window has been chosen for this purpose.  

For the digital filtering, a IIR Butterworth filter is chosen, with cutoff frequency fc = 2000 
Hz and order 10. This filter is selected to have the maximum flatness of the response in the pass 
band region. The phase of the signal could vary in the pass band region but in this work the phase 
has not been considered. An example of the digitally lowpass filtered signal (radial stray flux in 
time domain) is reported Figure 52. 
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Figure 52: Radial stray flux signal, non filtered (in blue) and filtered with the IIR Butterworth (in red). 

 

The FFT is performed and  the results are converted  in dB values. The resolution  in  the 
frequency domain is 0.1144 Hz. The spectra can reproduce harmonics till 60 kHz (the Nyquist 
frequency), though the range that will be considered for searching the characteristic harmonics is 
02000 Hz. After the computation of the FFT for each acquisition, the mean of the spectra of the 
40 acquisitions is calculated for each condition considered. 

Then, the resulting averaged spectrum is compared to the baseline spectrum, obtained by 
following the same steps. To compare the spectra of the faulty cases with the baseline, a windows 
subdivision in the frequency domain is used: the abscissa is subdivided in windows, each one 18 
times  wider  than  the  FFT  resolution,  i.e.  2.06  Hz.  In  each  window  of  the  faulty  spectra,  the 
maximum  value  is  compared  to  the  maximum  value  of  the  respective  window  in  the  baseline 
spectrum, in order to correctly match the peaks of the harmonics which can appear at short distance 
of frequency among them. In fact, slight change in load or in the supply frequency can change the 
fault characteristic harmonics. The subdivision of the spectra into windows can be seen in Figure 
53, from a work carried out previously in the laboratory [80]. 
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Figure 53: Subdivision of the spectrum into windows for the matching of the fault harmonics [80]. 

 

The statistical test used for the comparison is based on a previous work performed in the 
laboratory  [81].  The  distribution  of  the  peaks  on  the  40  acquisitions  has  been  assumed  as  a 
Student’s tdistribution. The sample standard deviation S of the sample mean of each harmonic 
divided  by  the  square  root  of  the  number  of  samples  (i.e.  40)  gives  the  theoretical  standard 
deviation of the mean of the spectra. To lighten up the program, instead of calculating the standard 
deviation over each harmonic, it is preferable to calculate the sample standard deviation over the 
whole  spectrum,  and  then  multiply it by the corrective factor given by tables of Student’s t
distribution: 2.2467/√40 =  0.384  (for a test validity >99%). Unlike the choice taken in [81], 
here  only  the  harmonics  of  the  faulty  cases  that  exceeds  the  corresponding  harmonics  of  the 
baseline  at  least  of  the  corrected  standard deviation  are  considered  as  excited harmonics. This 
choice is based on the fact that the faulty harmonics should have bigger magnitude than the healthy 
ones. 

Finally,  the excited harmonics are compared to characteristic harmonics obtained by  13 
formulas; many of these characteristic frequencies are the same as presented in 2.3 while others 
were taken from other sources in literature and will not be reported for the sake of simplicity. 

The tolerance chosen for confronting the harmonics found in the faulty and in the baseline 
spectra  is  of  ±  2.5  Hz.  The  number  and  the  amplitude  of  the  harmonics  corresponding  to  a 
characteristic  fault  frequency  will  give  an  indication  about  the  healthy  or  faulty  status  of  the 
machine. Note that in the selected formulas all the multiplicative coefficients needed to calculate 
all the possible characteristic harmonics in the range between 0 and 2000 Hz are used. Two images 
of the spectra in the 02000 Hz range of the current signal and axial stray flux signal are presented 
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in Figure 54 and Figure 55, [82]. It could be noted a major presence of harmonics in the axial stray 
flux signal with respect to the current signal. This characteristic of the stray flux signals (also radial 
flux presents similar spectra)  that are “rich  in harmonics”  is  interesting,  since potentially more 
harmonics can be checked for diagnostic purposes. 

 

Figure 54: Current signal spectra in the 02000 Hz range [82]. 

 

 

Figure 55: Axial flux signal spectra in the 02000 Hz range [82]. 
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4.5.1  Baseline analysis 

 

A preliminary check of the baseline spectrum has been carried out by considering the first 
20 acquisitions as reference for the last 20 ones. The two groups of spectra are compared between 
them following the method of the maximum peak in the windows described above. The standard 

deviation  in  this case  is corrected by  the  factor  2.5395/√20  =  0.568 because  the considered 
acquisitions are 20. The results are shown in Table 14. The value in brackets in the column of the 
total of number of excited harmonics is the maximum amplitude difference between the harmonics 
at  the  same  frequency of  the  two  groups of  spectra,  for  each  type of  sensor. As expected,  the 
number  of  excited  harmonics  for  this  case  is  very  low,  with  only  one  correspondence  with  a 
characteristic harmonic in the axial flux signal. The aim of this test was to validate the baseline as 
a stable signal without false positives, i.e. the signal of the first 20 acquisitions is very similar to 
the signal of the last 20 ones. This can be used also to verify a possible change in the signature 
spectra due  to a  temperature variation.  In  fact, with  sets of acquisition  that  last minutes,  if  the 
machine  is  not  already  in  a  thermal  regime,  the  temperature  can  vary,  possibly  changing  the 
signature spectra. 

On the contrary, as it will be shown in the following, the comparison of the harmonics of 
a faulty case with the baseline will produce a higher number of excited harmonics corresponding 
to characteristic frequencies.  

Note that in the following tables also the eccentricity harmonics are considered. Though 
no artifice is used to control the eccentricity in the motor, the presence of its specific harmonics 
has been counted to check how much the eccentricity can increase with bearing faults or how much 
the presence of the SSC can give false positives in the detection of eccentricity. 

Table 14: Number and magnitude of the excited harmonics for the healthy baseline. 

Signal  No. excited 
harmonics 

SSC harmonics  BF harmonics  Eccentricity 
harmonics 

Current  1 (6.3 dB)  0  0  0 

Emerson flux  2 (7.4 dB)  1  0  0 

Custom flux  2 (6.7 dB)  0  0  0 

 

4.5.2  Faulty cases analysis with the healthy baseline 

 

In this section the comparisons of the frequency spectra of the faulty cases with the healthy 
baseline will be shown. All the 40 acquisitions will be analysed for each case, so the theoretical 
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standard  deviation  will  be  corrected  with  the  factor  2.2467/√40 =  0.384 ,  assuming  the 
Student’s tdistribution hypothesis. 

The comparisons are reported from Table 15 to Table 22. Except for the first two cases, 
which are realized with a single fault, i.e. the Bearing Fault (BF) Step 1 and Step 2, the other cases 
consider a combination of BF and SSC, in a multiple fault configuration.  

For the single fault cases, Table 15 and Table 16 resume the fault characteristic harmonics 
that exceed the statistical threshold. Table 15 shows a relatively small number of correspondences 
with the characteristic frequencies, with low maximum peak amplitudes (5.9 dB for the current 
and 8.9 dB for the custom flux). By observing Table 16, it is possible to note a general increase in 
the  number  of  harmonics  at  the  bearing  characteristic  frequencies,  compared  to  the  case 
represented in Table 15. The total number of bearing characteristic frequencies on all three sensors 
is 16, compared to 8 in Table 15. This was expected, because there is a progression of the fault 
between these two cases. By observing only the current, usually considered as the most reliable 
signal, there is an increase from 4 to 5 correspondences in the bearing characteristic frequencies. 
As regards the SSCs and the eccentricity harmonics, it can be noted that there is a slight increase 
in the number of harmonics of the custom flux signal (8 SSCs and 4 eccentricity harmonics in step 
2 BF condition versus 6 SSCs and 3 eccentricity harmonics in step 1 BF condition). However, the 
overall harmonics for all the three signals decrease (10 SSCs and 6 eccentricity harmonics for step 
2 BF versus 11 SSCs and 8 eccentricity harmonics for step 1 BF). This confirms that the method 
interprets the fault as a BF, since only the BF overall harmonics increase from step1 BF to step 2 
BF.  

Table 15: Excited harmonics for step 1 BF. 

Signal  No. excited 
harmonics 

SSC harmonics  BF harmonics  Eccentricity 
harmonics 

Current  10 (5.9 dB)  3  4  3 

Emerson flux  5 (6 dB)  2  0  2 

Custom flux  19 (8.9 dB)  6  4  3 

 

Table 16: Excited harmonics for step 2 BF. 

Signal  No. excited 
harmonics 

SSC harmonics  BF harmonics  Eccentricity 
harmonics 

Current  13 (4.7 dB)  1  5  1 

Emerson flux  3 (9.2 dB)  1  1  1 

Custom flux  38 (11 dB)  8  10  4 
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The  cases  of  double  fault  condition  are  presented  from  Table  17  and  successive.  The 
comparison between Table 17 and Table 18, i.e. representation of the cases BF step 1 with 5% 
SSC and BF step 2 with 5% SSC, shows an increase in the bearing characteristic frequencies for 
the most severe case; in fact, an increment from 7 to 16 characteristic frequencies is recorded in 
all three sensors and from 2 to 4 frequencies in the current signal for the two cases analysed. In 
these tables, with a SSC of 5%, there is a general increase in the stator characteristic frequencies 
compared to the cases without SSC, represented in Table 15 and Table 16 (except for one case 
with the custom probe). In addition, in the cases with SSC, the magnitude of the harmonics tends 
to increase, with values reaching 1117 dB. 

Table 17: Excited harmonics for step 1 BF and 5% SSC. 

Signal  No. excited 
harmonics 

SSC harmonics  BF harmonics  Eccentricity 
harmonics 

Current  17 (14 dB)  4  2  4 

Emerson flux  38 (13 dB)  4  3  4 

Custom flux  19 (15 dB)  1  2  1 

 

Table 18: Excited harmonics for step 2 BF and 5% SSC. 
Signal  No. excited 

harmonics 
SSC harmonics  BF harmonics  Eccentricity 

harmonics 

Current  22 (17 dB)  4  4  4 

Emerson flux  29 (11 dB)  4  3  4 

Custom flux  41 (11 dB)  10  9  3 

 

In Table 19 and Table 20, with the BF at step 1 and step 2 respectively and a SSC level of 
10%, there is a general increase of the magnitudes of the harmonics (1222 dB), compared to the 
5% SSC cases. The number of stator characteristic frequencies increase as well, with 13 and 21 
total  correspondences  compared  to  9  and  18  total  correspondences  in  Table  17  and  Table  18. 
Considering only the current signal, the number of correspondences remains constant. The number 
of  bearing  characteristic  frequencies  also  increases  from  step  1  to  step  2  (from  13  to  22  total 
bearing harmonics). There is a decrement in this number only in the current signal (from 4 to 2 
correspondences), but with an increment in the amplitude (from 19 to 22 dB). 
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Table 19: Excited harmonics for step 1 BF and 10% SSC. 
Signal  No. excited 

harmonics 
SSC harmonics  BF harmonics  Eccentricity 

harmonics 

Current  28 (19 dB)  4  4  4 

Emerson flux  44 (14 dB)  6  4  6 

Custom flux  30 (12 dB)  3  5  3 

 

Table 20: Excited harmonics for step 2 BF and 10% SSC. 
Signal  No. excited 

harmonics 
SSC harmonics  BF harmonics  Eccentricity 

harmonics 

Current  20 (22 dB)  4  2  4 

Emerson flux  33 (12 dB)  5  6  5 

Custom flux  56 (14 dB)  12  14  5 

 

In Table 21 and Table 22, with a SSC level of 15%, the number of stator characteristic 
frequencies does not substantially increase compared to the 10% SSC cases. In fact, 16 and 22 
total correspondences are found compared to the previous 13 and 21, but the amplitudes of the 
harmonics  increase considerably, with peaks of 1524 dB. Considering only  the current signal, 
there  are  4  and  6  stator  characteristic  frequencies  for  the  case  with  BF  step  1  and  step  2 
respectively. The bearing characteristic frequencies increase for the current from 3 to 8 (one of 
them shows the higher peak amplitude recorded) and for the radial flux sensor (from 5 to 11), but 
decrease for the Emerson probe (from 8 to 6). 

Table 21: Excited harmonics for step 1 BF and 15% SSC. 

Signal  No. excited 
harmonics 

SSC harmonics  BF harmonics  Eccentricity 
harmonics 

Current  38 (23 dB)  4  3  4 

Emerson flux  56 (16 dB)  10  8  9 

Custom flux  43 (15 dB)  2  5  2 
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Table 22: Excited harmonics for step 2 BF and 15% SSC. 
Signal  No. excited 

harmonics 
SSC harmonics  BF harmonics  Eccentricity 

harmonics 

Current  40 (24 dB)  6  8  6 

Emerson flux  37 (15 dB)  5  6  5 

Custom flux  66 (17 dB)  11  11  6 

 

The cases in Table 21 and Table 22 show that, over a certain severity level of the fault and 
in  presence  of  simultaneous  faults,  the  number  of  characteristic  harmonics  does  not  increase 
considerably, whereas the magnitude of these harmonics increases.  

Eventually, it should be noted that, in general, the eccentricity characteristic frequencies 
tend to increase with the progression of the fault: this could be correlated to the larger movement 
of the shaft in radial direction with a worn bearing and to the superimposition of the harmonics 
due to the other fault of SSC. 

 

4.5.3  Faulty cases analysis using the faulty baseline 

 

In this section, the case with BF step 1 is chosen as baseline (representing a faulty baseline) 
and three cases with more advanced faulty conditions were compared. In Table 23 the comparisons 
with the case with BF step 1 and 5% SSC are visible; it can be seen that a total number of 13 stator 
characteristic  frequencies  and  12  bearing  characteristic  frequencies  are  found.  The  maximum 
magnitude of the harmonics is 15 dB for the current and 18 dB for the custom flux. The number 
of characteristic frequencies counted for the eccentricity fault is 13. Table 24 includes the results 
obtained by increasing SSC to 15% while maintaining the BF step 1; there is an increment to 17 
stator  characteristic  frequencies,  23  bearing  characteristic  frequencies  and  18  eccentricity 
characteristic  frequencies.  The  magnitude  of  the  harmonics  also  increases  to  2224  dB.  By 
considering  only  the  current  signal,  there  is  just  an  increase  in  the  number  of  the  bearing 
characteristic frequencies, while the number of eccentricity and stator characteristic frequencies 
remains constant, compared to the case in Table 23. Anyway, the maximum peak increases of 7 
dB compared to the previous case: this shows the more advanced status of the fault. 
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Table 23: Excited harmonics for step 1 BF  5% SSC compared to step 1 BF baseline. 

Signal  No. excited 
harmonics 

SSC harmonics  BF harmonics  Eccentricity 
harmonics 

Current  20 (15 dB)  5  2  6 

Emerson flux  64 (16 dB)  5  6  4 

Custom flux  42 (18 dB)  3  4  3 

 

Table 24: Excited harmonics for step 1 BF  15% SSC compared to step 1 BF baseline 
Signal  No. excited 

harmonics 
SSC harmonics  BF harmonics  Eccentricity 

harmonics 

Current  39 (22 dB)  5  3  6 

Emerson flux  92 (22 dB)  5  8  6 

Custom flux  92 (24 dB)  7  12  6 

 

In Table 25, which reports the comparison of the case BF step 2 with the BF step 1 baseline, 
the total number of correspondences are only 2 for the SSC, 16 for the BF and 3 for the eccentricity. 
The increase of the bearing frequencies correctly identifies the higher severity of the fault. The 
maximum magnitude of the harmonics varies from 9 dB (Emerson flux) to 14 dB (custom flux). 
In the current signal, there are only one correspondence to the bearing harmonics and one to the 
eccentricity harmonics. This should appear as a weak fault recognition, but it is anyway a good 
result, due to the difficulty in identifying the bearing wear by means of electromagnetic signals 
without any particular processing of the signal. 

Table 25: Excited harmonics for step 2 BF compared to step 1 BF baseline. 

Signal  No. excited 
harmonics 

SSC harmonics  BF harmonics  Eccentricity 
harmonics 

Current  7 (12 dB)  0  1  1 

Emerson flux  14 (9 dB)  0  5  0 

Custom flux  31 (14 dB)  2  10  2 

 

It is interesting to note also that the total bearing characteristic frequencies are less in Table 
25  than  in Table 24:  this  is probably due  to  the fact  that some stator characteristic  frequencies 
coincide with the bearing frequencies, and therefore there is a decrease in both columns, due to the 
absence of SSC. 
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4.6  Discussion 
 

In  this  chapter  the  multiple  fault  detection  issue  in  diagnostics  has  been  treated.  In 
paragraph 4.2 a brief  review on  the  techniques found  in  literature  is presented. Successively, a 
method implemented by the candidate and his research group has been presented. 

The work presented is a novel procedure to diagnose different levels of SSCs and BFs in 
inverterfed induction motors, in case of single or multiple faults, by means of the analysis of the 
electromagnetic signals, i.e. onephase stator current signal and axial and radial stray fluxes. 

The diagnostic method is based on the comparison of the actual spectra of onephase stator 
current and external stray flux with the analogous spectra collected on the same motor in a known 
condition (“baseline”). 

Firstly, the baseline is referred to a healthy status: the results of the comparisons show that 
the characteristic harmonics of SSCs and BFs are excited, with increasing amplitude and number 
of correspondences, as the fault becomes more prominent.  

Successively, a baseline related to a faulty status  is used as reference for comparison to 
cases with more serious  faults: even with  this baseline,  the method has been proven as able  to 
distinguish  different  types  of  fault  and  their  simultaneous  presence,  and  provides  a  correct 
detection of the progression of the fault. 

The new methodology proposed is based on a high sampling frequency for the acquisition 
of  the  signals,  which  permits  an  easier  detectability  of  the  faults  compared  to  other  methods 
evaluated by the authors, avoiding advanced filtering techniques to process the experimental data. 
Moreover,  the  comparison  with  a  faulty  baseline  is  a  novelty  to  the  knowledge  of  the  author. 
Though  a  high  number  of  sidebands  and  fault  harmonics  are  considered  for  the  bearing  fault 
diagnostics in other works, such as [83], the use of all of the coefficients for the checking of all 
the fault harmonics in the 02000 Hz is also an important feature of the method. This increase the 
variability of the data and improve the detectability of the fault. 

Future works can be focused on the implementation of an automatic fault classifier, e.g. 
with machine learning techniques, able to recognize which fault is prominent with respect to the 
others. In fact, since some characteristic harmonics of different faults coincide, this makes difficult 
to distinguish the faults among them.  

Moreover, an in deep investigation could explain why certain characteristic harmonics are 
more or less sensitive to the faults in different sensors, in order to identify which sensor provides 
the best performance for each fault and to minimize the measurements.   
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5  Multisensor technique for bearings fault detection 
 

5.1  Introduction 
 

In this chapter the multisensor approach for the diagnostics of induction motors and other 
electrical machines will be discussed.  

At first a brief literature review focalized on the theme will be introduced. Successively a 
method proposed by the author and his research group will be presented.  

The  method  uses  vibration  and  electromagnetic  signals  (current  and  stray  fluxes)  to 
diagnose cyclic bearing faults. Two vibration signals from different sensors, located in different 
positions, are analysed and compared. Then, the information from the vibration has been used to 
better identify the fault on electromagnetic signals. More tests are carried out with the introduction 
of the Low Frequency Torque Oscillations (LFTO); these oscillations, in simultaneous presence 
with  the  bearing  fault,  introduce  a  double  anomaly  condition  that  makes  more  difficult  the 
diagnosis. Eventually, some tests are carried out with the supply of the motor from the inverter.   

The  method  used  lead  to  the  writing  of  a  scientific  paper  that  has  been  published  and 
presented at the International Conference on Electrical Machines (ICEM), hold online in August 
2020, [84]. 

 

5.2  Literature review 
 

This review will include two main parts.  

The first part is a short summary of the issue with the recall of some of the techniques used 
for bearings fault detection. This part will focalize especially on the cyclic fault condition as this 
is the condition that will be presented in the following of the chapter. This part, moreover, will 
include a brief  analysis of  the  causes  that  generate  failure  in bearings. Some  references  to  the 
previous paragraph 2.3.4,  in which  the  issue  is  already  treated  in  a more general way, will  be 
present. 

The second part of  the survey  is  relative  to  the multisensor approach for diagnostics of 
electrical machines. 



105 
 

5.2.1  Bearing cyclic faults diagnosis  

 

As stated in 2.3.4, in which a more general review on bearing fault is presented, the bearing 
fault is one of the most diffused in electrical machines, in particular small machines. The fault can 
reach 5069% of the total faults in induction machines [13], [85], or even more for small machine 
(75%) according to [67], see Figure 47.  

An analysis on the most common causes of failure in bearings is conducted in [86]. From 
the survey it comes out that the most frequent cause of bearing failure is due to an inappropriate 
lubrication. This can include inadequate lubrication, lubricant contamination and deterioration of 
the lubricant due to long time running without renewing. The share of the causes of fault can be 
seen in Figure 56. 

 

Figure 56: Most common causes of bearing failures [86]. 

 

The improper lubrication can cause in a first instance faults correlated to the generalized 
roughness,  for example  abrasive wear of  the  ring  race,  and  in general wear of  the parts of  the 
bearing. After the wear has begun, some kinds of localized fault could appear due to the increase 
of the temperature and so due to the increased fatigue condition of the material. 

For example, spalling is a condition in which a crack is formed on the race and, because of 
the continuous fatigue due to  the roller elements passage on it, develops  into a bigger material 
defect as the material breaks away [87]. The spalling occurs at the end of the fatigue life of the 
material. Since this fault generates a local defect in the bearing race, it is classified as “cyclic” or 
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“localized”. This fault generates the characteristics harmonics that can be calculated with (2.15) in 
the vibration spectra and with (2.16) and (2.17) in the electromagnetic signal spectra. 

 

Figure 57: Evolution of the spalling defect [87]  

 

Moreover, about 10% of the causes reported in [86] can lead to localized faults. In fact, 
according to [86], the cause of improper bearing mounting (which weighs about 5% of the total) 
includes axes misalignment that generate mechanical stress and fatigue in some parts of the bearing 
which can again lead to a spalling process. 

In  the causes denominated “indirect  failures”  (4% of  the  total),  [86]  includes causes of 
unacceptable operating conditions, transport, storage and handling. Other indirect causes are due 
to  the  worst  operating  conditions,  i.e.  overloading,  excessive  vibrations,  overspeeding,  high 
temperature and electrical discharges. 

A static load or shock on a stationary bearing can lead to an overloading condition that 
generates a plastic deformation of the balls/raceway contact. This produces shallow depressions 
or flutes on the raceways spaced by the balls’ pitch. This fault is called brinelling and it is cyclic. 

In contrast to brinelling, called also “true brinelling”, the false brinelling produce on the raceways 
lighter depressions (distanced by the balls’ pitch of the cage) generated by excessive vibrations on 
a stationary bearing, e.g. during inaccurate transportations. This also leads to a cyclic fault, though 
of low severity with respect to true brinelling. 

Another  important  cause of deterioration of  the  bearings  is  due  to  electrical  discharges 
inside the bearings. This can be due to electrostatic charges generated in Vbelts systems [86]. The 
charges are dissipated through the bearing to ground. This causes the formation of pits or fluting 
on  the bearing surfaces. This happens also with  relatively  low current discharges.  Initially,  the 
damage due to electrical discharge consists in the formation of only small craters or pits, but after 
some time these defects evolve into flutes.  In addition to electrostatic discharges due to Vbelt 
systems, stray magnetic fields generated by the electrical machines (especially in those fed by an 
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electronic  converter)  can produce high currents  to pass  through  the bearings.  To eliminate  the 
problem is necessary to keep the shaft at ground potential through ground brushes.  

All of these defects (pitting, fluting, etc.) produced by electric discharges, are generated on 
the bearing raceways and balls; they are more than one and in random position and so they can be 
assumed to be a generalized roughness defect as usually none of the pits will prevail in severity 
levels with respect to the others. This will not produce only one characteristic frequency but more 
likely it will produce the increase of the magnitude of a broadband highfrequency (in vibration 
spectra) [89]. Anyway, if one of the defects produced prevails over the others, e.g. after the spalling 
process has occurred, it can be diagnosed by monitoring the characteristic frequencies discussed 
in 2.3.4.  

So, it is important to check the harmonics of the cyclic faults, though often the fault will 
not visible in raw spectra, but more advanced techniques, such as envelope techniques, must be 
used, as said for example in [29]. 

The other main works consulted for the writing of the author’s paper [84] are [50], [25], 
[60] and [88]. 

 

5.2.2  The multisensor approach 

 

An interesting survey of multisensor systems for condition monitoring and diagnosis of 
electric motors is carried out in [90]. In the work, some definitions are given to understand and 
classify multisensor systems especially for online condition monitoring.  

First  of  all,  the  online  diagnosis  process  has  been  analysed  in  a  generic  way  and  it  is 
subdivided into four main steps. The first step is the sensor refinement to acquire more signals that 
contain valuable information. Choices of sensors and their position are to be evaluated to have 
better results in this stage.  

The second step is the feature optimization. It concerns how effectively extract the most 
important features to be used from the signals. In this step various features from different domains 
(time,  frequency  or  other  domains)  and  application  of  advanced  digital  signal  processing 
techniques are investigated.  

The third step is the classification refinement. Researchers investigated this step to improve 
the pattern recognition problem. The choice of the classifier which directly influences the accuracy 
of the system is the main concern in this phase. 

The  fourth  and  last  step  is  the  decision  refinement.  At  this  stage,  the  researchers 
investigated how to give a complete and better inference to the motor condition and eventually 
conclude the health state of the machine. A prediction of remaining useful lifetime in this step can 
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be an additional benefit  that gives a  lot of  surplus value  to  the diagnostic  system;  in  fact,  this 
prediction (prognosis of the fault) can be used to apply predictive maintenance programs. Usually, 
machine learning techniques or anyway Artificial Intelligence (AI) are used to reach this target.  

The scheme of the four steps for the diagnosis process of electrical machines is shown in 
Figure 58.  

 

Figure 58: Fault diagnosis for electrical machines [90]. 

 

In [90], it is pointed out the importance of the first step of the process (acquisition of the 
signals) as this first step influences all the successive steps. To have more information on all the 
physic phenomena  that happen  in  the motor, more  than one sensor  is necessary. Vibration and 
current are the most used signals for diagnosing the electrical machines. Stray flux analysis has 
gained acceptance in the last years because of the simplicity of installation of the probes and of 
the good results obtained.  

The  multisensor  fusion  terminology  refers  to  the  process  of  association,  correlation, 
combination and estimation of the data collected from multiple sensors or information sources. 
This permits to achieve higher quantity estimation accuracy than a single sensor system.  

As stated  in 2.2,  some sensors  (and signals)  are better  than others  in  recognizing some 
faults. For example, stator current signal is the most effective for diagnosing Broken Rotor Bars 
(BRBs) in IM. Vibration signal is more effective in bearings diagnostics. In general, vibration is 
better  to  analyse  mechanical  faults  such  as  unbalanced  load,  bearings  faults,  bent  shafts, 
misalignment. On the other hand, current signal performed better  for electrical  faults detection 
such as SSC or broken rotor bars but also airgap eccentricity. Stray flux signals (radial or axial) 
have intermediate characteristics between current and vibration signals: for some aspects, the stray 
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flux is more sensitive than the current (e.g. bearing faults are more easily detected with the flux 
than the current) but it has a higher variability on the location and type of the probe used.  

The multisensor systems, according to [90], can be classified in two main groups according 
to  the number of sensors used and physical quantities collected: homogeneous sensors systems 
collect  only one physical  quantity  (e.g.  vibration) but with more  sensors, while heterogeneous 
sensors systems give outputs in different physical aspects, e.g. vibration and stator current.  

The information collected can be either redundant or complementary.  

The information is redundant when it is acquired in a repetitive way, i.e. through repeated 
measurements or with measurements of the same quantity taken in different conditions (e.g. with 
sensors in different locations). The redundant information is typical of the homogeneous sensor 
systems. This  type of  information helps  to  reduce noise  in  the measurements  through  a  signal 
fusion  process  and  improve  measurement  accuracy.  In  the  online  fault  diagnosis  systems,  the 
redundancy is only partial, in fact the information from the different sensors is anyway somewhat 
different; by analysing the nonrepetitive part, additional features can be extracted. An example of 
this kind of measurement is the one used for obtaining the Park’s vector, which is a combination 

of  the  threephase  current  instantaneous  values.  In  this  kind  of  systems,  the  sensors  must  be 
commensurate between them: to fuse the information between the sensors, all of them must have 
the same parameters (ranges of measurement, accuracy, bandwidth, etc.).  

Complementary information systems are generally the heterogeneous sensors systems. In 
this case, the use of different physical measurement sensors improves the fault specific inference 
for  the classification and extends  the coverage of  fault  types  to be  recognized also  in different 
operating  conditions.  In  this  case  the  sensors  can  be  noncommensurate  between  them  as  the 
information is collected from different physical aspects and usually the systems are based on the 
monitoring of relative variations of certain quantities. The most common type of these systems in 
literature is formed by the sensor combination of the current and vibration signals. For example, 
in [91], a fusion system is used to combine vibration and threephase current signals to isolate and 
distinguish the fault of misalignment and unbalance. These two faults produce the same sideband 
characteristic harmonics in current spectra. Nevertheless, using the radial vibration signal, it was 
possible to distinguish between the two faults. In [92], a multisensor heterogeneous system has 
been used to measure two currents and two voltages signals to calculate airgap torque in the motor; 
with the analysis of the airgap torque it was possible to recognize stator unbalanced windings or 
rotor broken bars.  

Another important definition given by [90] is about fusion models. Three different types 
of fusion models are possible. The process flow can be considered divided into three levels: data 
level, feature level, and decision level. The information fusion process can be applied in any of 
these three levels. A scheme with the levelfusion model is presented in Figure 59.  
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The  first  is  datalevel  fusion.  This  option  is  generally  used  in  other  applications  than 
diagnostics; this process is used to eliminate the measurement error because of the noise and sensor 
inaccuracies.  This  technique  largely  reduces  the  online  data  transmission  load.  In  this  case, 
anyway,  a  clear  relationship  between  the  sensor  signals  is  required.  Moreover,  the  absolute 
accuracy of  the measurements  is  not  required  in online monitoring as  normally  a  comparative 
analysis between data in different lapse of time is used. Datalevel fusion is so rarely used in online 
diagnostics of  electrical  machines. The only  exception  is  the observation of the Park’s vector, 

electric  torque and  instantaneous power. The data acquirement  for  this kind of  fusion must be 
simultaneous and synchronized, in both the measurement and digitizing process. 

 

Figure 59: The threelevel fusion model [90]. 

 

The  second possibility  is  the  featurelevel  fusion. This  fusion  is  applied  in most of  the 
works in the area of condition monitoring of electrical machines. With this option, more flexibility 
is possible for information sources. As opposite to datalevel fusion, in this case the exact relation 
among  different  information  sources  is  no  longer  necessary.  Moreover,  in  this  case  non
commensurate (heterogeneous) sensors can be used as the fault related information are not fused 
directly at datalevel. The fusion process is integrated directly into the classification process. The 
classification  can  be  made  with  automatic  process  like  Artificial  Neural  Network  (ANNs);  in 
particular, the Support Vector Machines (SVMs) are very popular in this field. 

Decisionlevel fusion has fewer prerequisites on the system and is used to make the final 
decision as comprehensive as possible. The information of each sensor in this case is not mixed 
and handled independently till the final process of the decisionmaking. Inference methods for the 
final step are used; some of the most important are majority voting, fuzzy integral and Dempster
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Shafer theory. This level fusion suffers from a greater loss of information than data and feature 
level fusion systems. The technique in fact is unable to do a comprehensive inference from weak 
evidences  from  each  sensor.  The  weak  fault  information  from  each  sensor,  instead  of  getting 
summed in the feature process to form a stronger information, is lost in this way. The decision
level fusion is therefore used only in systems which do not require a very specific inference. 

An interesting work on multisensor techniques used for diagnosing IMs is presented in 
[93]. The paper presents a method in which 5 triaxial accelerometers and three current sensors 
(each on one phase of the machine) are used to diagnose broken rotor bars and eccentricity faults. 
In the processing scheme of the signals a SVM is used as classifier and Random Forests (RFs) 
ensemble learning method are used to reduce the dimensionality of the input.  

In particular, this work can classify 6 different faults of dynamic eccentricity, one broken 
bar, two consecutive broken bars, three consecutive broken bars, two nonconsecutive broken bars, 
eccentricity combined with two BRBs. Moreover, three different load conditions are considered: 
fullload, halfload and noload.  

The data from the accelerometers and current signals are processed and statistical features 
in both frequency and time domains are extracted in the number of 12 for the frequencydomain 
and 20 for the timedomain for a total of 32. The already high number of features extracted have 
to be multiplied by the number of signals that are 15 of vibration (5 accelerometers with 3 axes 
each) and 3 of current, for a total of 18. The total number of features considering each signal is so 
576 (it is given by the multiplication of the number of features, i.e. 32, by the number of signal, 
i.e. 18). To check which of these 576 features are most correlated with the fault diagnosis, the RF 
ensemble learning model has been trained and results are extracted. The first 50 faultcorrelated 
features  are  first  considered  but  using  only  the  top  35  for  the  training  of  the  SVM.  The  most 
important features are from vibration signal (the top 6 selected) in both time and frequency domain. 
Current signal has only 4 extracted features in the top 35 rank. The scheme of the processing is 
shown in Figure 60. 
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Figure 60: Procedure for fault detection and features selection [93]. 

 

Training the SVM with these selected features has brought to high accuracy results with 
high stability. In fact, two main test scenarios are conducted: one in which all the loadlevels are 
used in the training of the SVM and one in which only fullload and noload data are used for 
training,  while  halfload  data  are  used  for  testing  the  network.  The  tests  are  conducted  with 
different input signal choices for the feeding of the SVM to compare multisensor with onesensor 
classification process: some are conducted with only onephase current, some with the threephase 
currents, some with only vibration, others with only vibration in zaxis and the last with all the 
vibration and current  signals available.  It  turns out  that  though  for  the  first  scenario not many 
accuracy differences are noted for the single and multisensor signals, for the second scenario the 
multisensor classification has kept high accuracy (over 98% for all the 6 faults except one) while 
the  singlesensor  classification  has  lost  much  of  its  accuracy  in  many  of  the  fault  cases.  It  is 
concluded  in  the  work  that,  even  though  one  of  the  signals,  i.e.  current,  has  given  much  less 
significant  features  for  the  training  process,  using  a  multisensor  technique  improves  the 
classification accuracy and keep it stable even for data from different loadcondition, i.e. totally 
new data for the SVMbased network.  
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In [94], a homogeneous multisensor technique is used to detect stator fault in synchronous 
machines. In particular, two stray flux sensors are used in diametrical opposition (180° from each 
other); the sensors are then rotated (of 60° each time) in three different positions around the body 
of the machine. The work is based on a previous paper [95], in which the sensors used are two but 
kept in fixed position.  

The physical principle on which [94] and [95] are based is the symmetry of transversal (i.e. 
radial) stray flux of the machine. In the model proposed, when no fault is present, the airgap flux 
and the corresponding transversal flux, that can be considered a prosecution of the internal flux, 
are symmetric around the axis on which the flux is maximum. This corresponds to a threephase 
ideal winding with no asymmetries. When a fault occurs it can be though that a second magnetic 
field is formed by a singlephase winding: this does not generate a rotating field but an alternating 
field. The two probes can individuate this kind of alternating field generated due to the fault. An 
interesting fact, stated by the authors, is that this kind of alternating field is generated by any of 
the faults that can happen to the machine. Moreover, the main advantage of using two flux probes 
instead of one is that it is not necessary to have a baseline acquisition on healthy state motor. The 
method is based on signal comparison but instead of using a baseline, the comparisons are carried 
out on different loading of the machine, i.e. noload or load operation. The nonnecessity of the 
healthy baseline is a great advantage in any of the cases in which the load of the machine can be 
changed  easily;  nevertheless,  change  the  load  is  not  always  possible  in  actual  industrial 
applications.  The  method  used  in  [95]  has  been  considered  valid  for  both  synchronous  and 
induction machines. 

In [94], the process has been refined using the two probes in three different positions. This 
increases  the sensitivity of  the system.  In  this case  the work  is  focused on stator  short circuits 
(SSCs) and not on generic fault of the machine. The information from the sensors is statistically 
processed through Pearson correlation coefficient successively fused with belief functions. With 
these  improvements  the  method  is  able  to  detect  incipient  SSC  faults  in  different  parts  of  the 
windings. The harmonics considered for the detection are the sidebands of the first order rotor slot 
harmonic; in the examined case the rotor slot harmonic is 800Hz and the sidebands are at 750 and 
850 Hz. The work proves that more measurements, though from the same physicsbased sensors 
(homogeneous multisensor system),  increase  the detectability of  faults considered  in  literature 
very hard to detect.  

In  [76],  already  presented  in  paragraph  4.2,  a  heterogeneous  multisystem  is  used  to 
diagnose multiple faults  in  induction machines.  In particular, vibration and  threephase current 
signal (Park’s vector) are used to diagnose SSCs, gear faults and bearing faults (BFs) in a power 
train, that is considered a difficult task since speed and load conditions are changing continuously 
and  there  is  presence  of  noise  (vibration  and  electromagnetic  disturbs  from  the  electronic 
converters).  Though  these  difficulties,  with  a  featurelevel  fusion  the  scheme  gives  very  good 
accuracy results for all of the three faults, that is always higher or equal to 98.8%. So, this work is 
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a proof of the fact that using complementary information, in this case from vibration and current 
sensors,  the detectability becomes higher  in sensitivity and wider  in  the fault  to be detected as 
mentioned before. This is true especially for heterogeneous multisensor systems that in this way 
are more adapt also to diagnose multiple faults condition especially of different physical types, i.e. 
mechanical or electrical faults. 

In the PhD dissertation [89], an indepth study of multisensor technique is explained for 
the diagnosis of strategic IMs used in nuclear powerplants. The tested IMs are of 3.75 kW rated 
power, with 4poles.  

In the work numerous novelties are proposed. An in depth study of accelerated aging, based 
on  Arrhenius  model,  is  carried  out  with  specific  characteristics  for  each  part  considered.  In 
particular, three different aging processes are carried out: thermal aging of the bearings (carried at 
circa  140°C),  thermal  and  electrical  aging  for  the  stator  windings  (overheated  by  singlephase 
current at 205°C), electrical aging of the bearing (27 A injected in the bearing for 30 minutes).  

A multisensor  technique  is used: 30 sensors for measurements of vibration,  threephase 
currents,  threephase  voltages,  speed,  torque,  and  temperature  sensors  (thermocouples  already 
installed by the manufacturer inside the machine). The diagnostic system has been denominated 
“Intelligent Machinery Monitoring System” (IMMS). 

The IMMS sensor fusion technique includes fusion in all of the three levels: datalevel, 
featurelevel and decisionlevel. With the use of the datalevel fusion, calculation of instantaneous 
power and componentsequence analysis of  impedance  are  carried out. This diagnostic  system 
includes the following main characteristics: 

  Trends of statistical features such as RMS and mean values of measured variables 
are carried out; 

  A  sensitivity  matrix,  i.e.  a  matrix  which  represents  several  signatures,  that  are 
sensitive to specific motor faults, is established. From this matrix, already proven 
and  new  methods  are  tested  to  extract  features  from  raw  and  derived 
measurements; 

  Leastsquares fitting for the selected features; 
  An ANN is used to calculated remaining useful life of the machine; 
  Fuzzy logic reasoning has been used to implement the sensitivity matrix. The fuzzy 

variables do the fusion process at the featurelevel; 
  The Multi Resolution Analysis (MRA) through wavelet transform has been used 

for the vibration analysis and successfully identifies a thermal degradation or an 
electrical degradation of the bearing. 

 

The results of the work [89] are very valuable. With the zerosequence component analysis 
of the impedance, winding incipient insulation failure has been diagnosed. The MRA identifies 
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the bearings thermal and fluting degradation. The efficiency of the machine is studied and was 
found  to  be  an  indicator  of  failure  (though  not  incipient  failure).  MCSA  is  compared  with 
instantaneous power analysis which according to the author gives complementary results. The use 
of the permanently mounted thermocouples revealed a new technique for detection of incipient 
fault in bearing (in combination with current signal). The use of fuzzy logic based method for fault 
detection  and  classification  gave  successful  results  except  for  few  false  alarms  in  winding 
insulation. ANN based remaining useful life estimation has been successfully implemented.  

This shows the potentialities of multisensor systems for a more comprehensive diagnosis 
of the electrical machines. 
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Figure 61: The diagnostic system IMMS [89]. 

 

 



117 
 

5.3  Proposed method 
 

The  work  [84],  carried  out  by  the  author  and  his  research  group,  at  the  laboratory  of 
diagnostics and design of electrical machines, will be presented in this paragraph. The work is a 
multisensor based method to detect cyclic bearing faults in induction motors. The sensors used 
are  of  current  and  stray  flux  signal  (electromagnetic  signals)  and  vibration.  Different  loading 
conditions  are  evaluated,  among  them  Low  Frequency  Torque  Oscillations  (LFTO)  that,  in 
simultaneous  presence  with  the  bearing  fault,  constitute  a  double  anomaly  condition  of  the 
machine. Tests from mains and inverter supply are carried out and studied.  

 

5.3.1  The approach to the problem 
 

In  the work presented,  the bearing  fault  diagnostics  is  studied  through a heterogeneous 
multisensor technique. Five different types of sensors (those presented in 3.3) are used: the Hall 
effect current sensor, the two coil sensors for detecting the machine’s external stray fluxes and the 

two  different  types  of  accelerometers,  namely  the  ADXL  335  MEMS  accelerometer  and  the 
piezoelectric M608A11 accelerometer.  

The bearing used in the experiments for the simulation of the fault, the NSK 6205Z, had a 
crack in the outer race, resulting in a cyclic bearing fault.  

In the work, in a first instance, a brief comparison between the MEMS and Piezoelectric 
accelerometer’s signals was carried out. The two accelerometers have different characteristics and 
have been positioned in two different parts of the machine. In fact, the piezoelectric one has been 
positioned on the driveend bell of the motor, very close to the faulty bearing, while the MEMS 
has been positioned on the side of the connection box, i.e. approximately on the central part of the 
body of the machine. More detailed analyses about the different vibration signatures coming from 
these  two  different  positions  are  presented  in  another  work  of  the  author,  [96],  which  will  be 
exposed in chapter 6 of this thesis. 

A second issue that will be presented is how the acceleration signal can help to identify the 
fault  characteristic  frequencies  in  the  current  and  stray  flux  spectra.  This  represents  the  main 
advantage of the proposed multisensor approach: with the information provided by the vibration 
signal,  it  is  possible  to  exactly  individuate  the  harmonic  peaks  related  to  the  fault  in  the 
electromagnetic signals’ spectra. This can be explained as in the following. 

Some  small  frequency  differences  are  present  between  the  calculated  characteristic 
frequencies given by the formulas and the actual fault frequencies. In fact, although knowing the 
exact rotational speed, measured with an optical tachometer, the formulas of the characteristic fault 
frequencies are approximate due to the slippage phenomenon [29]. The phenomenon is correlated 
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to a nonperfect rolling of the balls in the bearing, i.e. a mechanical slip of the rolling elements on 
the inner and outer raceways. According to [29], this slip comes from a variability of the contact 
angle Φ; this angle varies with the position of each rolling element in the bearing, as the ratio 

between local radial and axial load changes, and, because of the presence of the retaining cage, all 
the balls (or rolling elements) must move at the same tangential speed, and so some of them are 
slipping.  This  phenomenon  introduces  an  uncertainty  of  the  calculated  bearing  frequencies  of 
about 12%. 

On the other hand, in the current and stray flux spectra, the harmonic peaks coming from 
the bearing cyclic fault are quite weak and often are hidden by noise peaks.  

Therefore,  the  information of  the  exact  bearing  peak  frequency  in  the vibration  signals 
gives the possibility to verify if the peaks are also present in the electromagnetic signals’ spectra. 

In fact, the vibration occurs at frequency of which the ball passes over the defect, regardless of 
whether it is rolling perfectly or there is some slippage. This double detection of the fault confirms 
the  diagnosis  revealed  only  on  the  vibration  signal.  This  can  be  considered  as  a  redundant 
information from heterogeneous signals;  though the fault could be in  this case recognized with 
only vibration signals, the visualization on the electromagnetic ones gives stronger inference for 
the detection and classification. The information redundancy has been used to increase the stability 
and sensitivity of the detection system as stated in 5.2.2.  

Other works in literature highlight the importance of knowing the exact rotational speed, 
e.g. in [97]. In the work a slip estimation technique is performed to extrapolate the rotational speed. 
Although the technique presented in [97] can be used even without access to the motor, it requires 
the knowing of specific construction characteristics such as the number of rotor bars. Moreover, 
as  discussed  above,  the  exact  value  of  the  speed  (within  the  small  uncertainty  of  a  laboratory 
estimation) is important but the issue of the slippage random “uncertainty” remains unsolved. 

In another work, [98], an interesting technique is used to acquire both vibration and audible 
noise  via  commercial  smartphones  for  a  preliminary  and  portable  condition  monitoring.  This 
suggests that the multisensor method proposed in the paper of the author [84] could improve in 
the future with even cheaper acquisition equipment or based on different physical quantities, e.g. 
sound measurement. 

In  the proposed method  [84], moreover, a comparison between current and stray  fluxes 
signatures  for  fault  detection  is  shown.  This  is  another  aspect  of  the  multisensor  technique 
presented. As it will be reported in the following, in some cases (depending on load condition) the 
stray flux spectra offer substantially better visibility on the fault characteristic peaks. The current 
signal instead has kept more stability in detection of the fault with variation of the load. 

As announced before, in some of the laboratory tests, the anomaly of the load of the low 
frequencies torque oscillations (LFTOs) is added. As shown in other works in literature, e.g. [99], 
when a speed variation appears in the drive, the harmonic peaks dependent on mechanical speed 



119 
 

spread out in the spectra, becoming wider. In fact, with speed variations the signal becomes non
stationary and a frequency transform cannot fix the harmonic frequencies that change with time (a 
timefrequency  domain  is  more  suitable).  However,  the  proposed  method  for  bearing  fault 
detection with frequency domain transformation was used also in this variableload cases. In fact, 
though the detectability of fault decreases, with the less severe oscillation conditions some results 
remain acceptable. 

Finally, some acquisition and analysis of data were performed with the motor supplied by 
the EATON inverter presented in 3.1. 

 

5.3.2  Experimental tests 
 

The experimental tests have been performed on the test bed of the laboratory presented in 
3.1. In this work the accelerometers have been added and used in addition to the electromagnetic 
signals used in the work presented in chapter 4. In this way the systems assume greater variability 
in the sensorphysics, and so can detect an higher range of faults as discussed in 5.2.2. The location 
of the sensors is indicated with green arrows for the two accelerometers and in red arrows for the 
electromagnetic signals (only the stray flux probes are visible) in Figure 62. 

 

Figure 62: Test bed with positions of the accelerometers (in green arrows) and stray flux probes (in red 
arrows)  

 

As  announced  before,  the  main  difference  in  signatures  of  the  two  accelerometers  will 
come from their location. Another important difference between them is given by their different 
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frequency bandwidth (BW): the piezoelectric accelerometer has 10 kHz BW while the MEMS has 
a selected BW of 1500 Hz.  

The MEMS sensor is a  threeaxis accelerometer; however,  in  this work only the Yaxis 
(parallel to the piezoelectric sensor axis) is considered, i.e. the radial vibration. 

The  driveend  bearing  NSK  6205Z  of  the  motor  was  replaced  for  the  faulty  case 
experiments  by  a  damaged  bearing  shown  in  Figure  63  of  the  same  model.  The  damage  is  a 
structural crack that divides in two the outer ring of the bearing. As stated before, this kind of fault 
is  localized or cyclic,  so characteristic harmonics will  rise  in spectra due  to  the passage of  the 
rolling elements on the defect. For the series of heathy “baseline” acquisitions, data are acquired 
with a healthy bearing. 

 

Figure 63: the damaged NSK6205Z bearing. 

 

The NSK bearing is the same used in [66] for the healthy measurements (see paragraph 
4.4) and has  the following characteristics: standard singlecrown, N = 9, d ≅ 7.9 mm, external 
diameter equal to 52 mm and internal diameter 25 mm. 

Three different kinds of load torque are imposed to the motor in the tests: 

i)  Almost noload condition. The brake is coupled to the machine but deenergized 
(there is the drag torque of the brake of about 2 Nm); 

ii)  Constant  load  torque.  About  the  7080%  of  the  rated  torque  of  the  machine  is 
imposed. This correspond to about 78 Nm; 

iii)  Low Frequency Torque Oscillation (LFTO); the torque oscillations correspond to a 
sum of a constant value and a sinusoidal value (of low frequency compared to the 
supply fundamental); 

 

The characteristic parameters chosen in the different LFTOs are reported in Table 26.  
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Table 26: Denomination and characteristics of the LFTO tests. 
Denomination LFTO test  Mean load [Nm]  Sinusoidal load (peak) 

[Nm] 
Frequency [Hz] 

T1  7  1.5  3.3 

T2  7  1.5  2 

T3  7  1.5  0.5 

T4  7  1.5  0.2 

T5  7  1.5  0.1 

T6  7  2.5  0.1 

 

The characteristics of the acquisitions are resumed in Table 27. As stated previously, the 
acquisition set has been carried out dividing each acquisition into smaller measurements  to not 
have to handle with big storage Comma Separated Values (CSV) files. As resumed in Table 27 
the number of measurements for each acquisition is 20. For the inverter measurements, a sampling 
frequency  of  120  kHz  is  used,  as  in  [66].  The  Discrete  Fourier  Transform  (DFT)  achievable 
resolution  is  obtained  using  (2.1);  nonetheless  the  frequency  resolution  is  set  using  the 
“frequencyResolution” parameter of the MATLAB “pspectrum” function, whose values will be 
exposed in the following. 

Table 27: Characteristics of the acquisitions  
ACQUISITIONS  Mains supply  Inverter supply 

Sampling frequency [kHz]  20  120 

# Samples acquired each 
measurement 

219  220 

# Measurements  20  20 

Time of acquisition [s]  ≈26·20= 520  ≈8.7·20 = 174 

DFT achievable resolution [Hz]  0.0381  0.114 

 

All  the  five  signals,  i.e.  the  two  vibrations,  two  stray  fluxes  and  current  signals,  are 
collected simultaneously by the DAQ board.  In the cases with the inverter supply, fluxes are not 
measured  since  with  the  high  sampling  frequency  (120  kHz)  no  more  than  4  channels  can  be 
recorded simultaneously. 
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5.4  Analysis of the results 
 

The results will be exposed in the next subsections. Firstly, a brief comparison between the 
two  accelerometers  will  be  presented.  Secondly,  results  of  the  electromagnetic  signals  will  be 
analysed with the aggregated information coming from vibration signals. Finally, the results with 
the inverterfed machines will be discussed. 

 

5.4.1  Analysis of the accelerometers’ signals 
 

This subsection will present the vibration signal processing of the two sensors. 

Advanced techniques can be used to have a better visualization of the cyclic bearing fault; 
for example, using a kurtogram, the frequency bands with higher kurtosis parameter can be visible. 
The parameter is an indication of the impulsiveness of the signal: the higher is the parameter the 
higher is its impulsiveness (the property to have impulse shapes in the signal). Bandpass filtering 
the signal around the frequency with higher kurtosis (that corresponds to high frequencies related 
to resonance frequencies of the bearing) and then performing the frequency transformation of the 
envelope of the signal lead to a visualization of the BPFO spectra that in other way remain buried 
in noise (see 4.2, and for example [29]).  

In  our  case,  advanced  techniques  are  not  implemented  because  the  fault  characteristic 
frequencies were clearly visible on the spectrum of the signal on the first frequency transformation 
process. This can be due to the quite pronounced bearing crack failure.  

In  this  first  comparison  between  the  piezoelectric  and  MEMS  accelerometers,  the 
acquisitions  of  the  signals  are  carried  out  under  constant  load  conditions.  In  Figure  64  the 
acceleration signals in time domain for the healthy bearings (baseline) are represented. Looking 
with attention at the picture it is possible to note a slower response of the MEMS sensor, i.e. a 
smoother waveform, with respect to the piezoelectric sensor. This is due to the limited bandwidth 
of the MEMS accelerometer with respect to the piezoelectric one. The acceleration signal in this 
case  does  not  show  particular  impulsiveness  (only  a  slight  magnitude  oscillation)  and  this  is 
characteristic of healthy signals. However, for a more indepth analysis the signal in timedomain 
has to be transformed in frequencydomain or statistical parameters of the time domain have to be 
calculated to have a more precise information. The values of acceleration measured are in the range 
of ± 0.3 g. 
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Figure 64: Healthy bearing acceleration signals with constant load. 

 

The waveform of the vibration signal in the time domain of a faulty bearing, as in Figure 
65, shows the repetitive impulses generated when one ball of the bearing passes over the crack i.e. 
every 1/BPFO seconds. As announced before, in this case a very severe fault has been analysed. 
In other signal representations in  timedomain it can be much more difficult  to see directly the 
impulses  related  to  the  cyclic  fault  and  advanced  signal  processing  techniques  have  to  be 
implemented to diagnose the fault.  

However, in the vibration waveform analysed the impulses are visible already in the raw 
signal, indicating that it is important even to check the timedomain signals, since sometimes they 
can give a  first alert of  fault presence. The  level of vibration has  increased with  respect  to  the 
healthy case. Here, peaks of approximately ± 2 g are present in the waveform. 
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Figure 65: Faulty bearing acceleration signals with constant load. 

 

The timedomain signal can be defined as an infinite sum of sine harmonics according to 
the  Fourier  transform  theory.  By  doing  the  FFTbased  frequency  transformation  of  the  time 
domain signal, it is much easier to interpret the signal as the harmonics will be highlighted in the 
spectra as peaks with a certain magnitude and a corresponding frequency value. 

In  the  case  of  the  cyclic  fault  introduced,  it  is  possible  to  see  repetitive  peaks  on  the 
mꞏBPFO  harmonics.  This  is  because  the  Fourier  transform  of  a  pulse  train  gives  a  “train”  of 
harmonics  in  frequency  domain  distanced  by  the  frequency  of  repetition  of  the  pulses  in  time 
domain (in this case the BPFO). 

The FFTbased power spectrum is calculated with the pspectrum MATLAB function, with 
the “frequencyResolution” parameter set to 2 Hz, for a first visualization (higher resolutions are 
possible though 2 Hz was found to be sufficient). 

In Figure 66 the presence of the fault is visible: the faulty signals (from piezoelectric and 
MEMS  sensors)  have  the  repetitive  peaks  on  mꞏBPFO,  while  the  healthy  one  does  not  (for 
simplicity, only the piezoelectric signal  is  represented). The figure shows that good results can 
also be obtained with a cheap MEMS sensor in case of a pronounced bearing defect. In fact, in this 
instance the envelope analysis, that implies the study of higher frequency band of the signal, is not 
necessary. The frequency range in which the analysis occurs for the bearing defect in raw spectra 
(without envelope analysis) is about 01000 Hz, so a sensor with 1500 Hz bandwidth is deemed to 
be appropriate. 
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Figure 66 Vibration signals power spectrum with BPFO harmonics. 

 

In Figure 66, the calculated BPFO harmonics are reported in dashed lines. It is possible to 
see that there is a correspondence with repetitive peaks on the markers of the BPFO. It is important 
to notice that to affirm that a fault is present, it is necessary that about ten peaks correspond to the 
characteristic frequencies [29]. If just few peaks (for example four) correspond to the calculated 
frequencies  mꞏBPFO,  it  cannot  be  said  that  a  fault  is  present  but  further  analysis  has  to  be 
performed to understand if the correspondent peaks are noise or related to the bearing defect.  

It can be seen from Figure 66 that the correspondence of the fault peaks with the markers 
is not exact; especially for the higher frequency peaks (in which the integer coefficient m is higher) 
there is some “displacement” between the peaks and the calculated mꞏBPFO frequencies. This is 
due  to  the  slippage  phenomenon  as  announced  in  the  above  paragraph.  In  Figure  66  these 
displacements between the calculated frequencies and actual fault harmonics are marked with blue 
arrow.  The  value  of  BPFO  calculated  for  the  considered  bearing  is  about  86  Hz  for  the  load 
condition and 89 Hz for the noload condition. The more precise derived values will be presented 
in paragraph 5.4.2.1, in Table 28. 

Taking the exact frequency of the fault peak from the graph, visible closer to the calculated 
BPFO harmonic, and calculating the mꞏBPFO frequencies with this base frequency leads to a much 
more accurate correspondence between the peaks and the mꞏBPFO markers. The method used for 
extracting these exactaspossible BPFO frequencies consists in dividing the frequency of a high 
frequency  characteristic  peak,  recognisable  as being near  to  a  mꞏBPFO  marker,  by  the  integer 
coefficient m. In fact, the difference between the calculated and actual characteristic frequencies 
become higher at high frequency (because also this difference is multiplied by m) and so with a 
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given frequency resolution of the spectra it is better to take a high frequency harmonic and then 
divide it by m to obtain the actual BPFO.  

The difference found between the calculated fundamental BPFO (the one with m=1) and 
the  value  derived  from  graph  is  about  0.6  Hz  (see  Table  28  for  more  precise  values).  This 
difference  of  frequency  will  duplicate,  triple,  etc.  with  the  duplication,  tripling,  etc.  of  the 
coefficient m.  

Figure 67 shows the spectra of the acceleration signals and the precise correspondences 
with  the adjusted mꞏBPFO. As will be  shown  in section 5.4.2,  this expedient will be useful  to 
improve the matches with the fault harmonics also in the spectra of electromagnetic signals, which 
have a lower signaltonoise ratio. 

With  this  method,  the  chance  of  detecting  false  positives  and  false  negatives  will  be 
reduced for the entire diagnostic system. 

 

Figure 67: Vibration signals power spectrum with adjusted mꞏBPFO markers. 

 

5.4.2  Analysis of all signals 
 

In  this  section,  the  spectra  of  the  electromagnetic  signals  are  compared  with  the  fault 
characteristic frequencies fbear derived from (2.16). To obtain the fbear frequencies, both the BPFO 
frequencies  derived  from  (2.15)  and  the  “adjusted”  frequencies  coming  from  the  graphs  as 
described in the previous section will be used. The results are shown in the next subsections, each 
one distinguished by a different load condition or supply mode. The two formulas described in 
2.3.4 are rewritten here for ease of reading. 

For the calculation of the vibration characteristic harmonics, only the BPFO frequency is 
considered for the work presented in this chapter: 
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𝐵𝑃𝐹𝑂 =  
𝑛 ∙ 𝑓𝑟

2
{1 −

𝑑

𝐷
cos 𝛷}  (2.15B) 

with the reference of the variables used explained in (2.15).  

 

For the calculation of the electromagnetic signal fault characteristic harmonics is used: 

𝑓𝑏𝑒𝑎𝑟 = |𝑓𝑠 ± 𝑘 ∙ 𝑓𝑣|  (2.16) 

In which the  𝑓𝑣 considered is the BPFO.  

 

5.4.2.1  No load and Constant Load Conditions 

 

The  characteristic  frequencies  BPFO,  calculated  with  (2.15)  and  derived  from  the 
measurements  in  the  vibration  spectra,  are  shown  in  Table  28,  for  the  two  load  conditions 
considered in this subsection. The characteristic frequencies 𝑓𝑏𝑒𝑎𝑟 for the electromagnetic signals, 
calculated from (2.16), are presented in Table 29. Note that relation (2.16) with k = 1, 2, 3, 4 gives 
eight frequency values (two values for each k, depending on the sign). 

Table 28: The characteristic BPFO frequencies for vibration signals 
Load condition  Freq. calculated from 

(2.15) [Hz] 
Freq. from graph 

[Hz] 
Difference [Hz]  Measured speed 

[rpm] 

no load  89.17  89.81  0.64  1492 

constant load  86.24  86.88  0.64  1443 

 

Table 29: The characteristic frequencies for electromagnetic signals [Hz] 
  k = 1  k = 2  k = 3  k = 4 

s 

i 

g 

n 

Calculated 
with  

(2.16) 

Derived 
from 

graphs 

Calculated 
with  

(2.16) 

Derived 
from 

graphs 

Calculated 
with  

(2.16) 

Derived 
from 

graphs 

Calculated 
with  

(2.16) 

Derived 
from 

graphs 

  NO LOAD CONDITION [Hz] 

  39.2  39.8  128.3  129.6  217.5  219.4  306.7  309.2 

+  139.2  139.8  228.3  229.6  317.5  319.4  406.7  409.2 

  CONSTANT LOAD CONDITION [Hz] 

  36.2  36.9  122.5  123.8  208.7  210.6  295.0  297.5 

+  136.2  136.9  222.5  223.8  308.7  310.6  395.0  397.5 
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To  obtain  a  better  signaltonoise  ratio  in  the  electromagnetic  spectra,  the 
“frequencyResolution” parameter is set to 0.5 Hz and the average of the magnitude of the spectra 
harmonics of the 20 acquisitions is calculated. 

Figure 68 and Figure 69 show some examples of peaks detected in the current spectra with 
the “adjusted” frequencies (those calculated with the information from the vibration spectra). As 
can be seen,  the adjusted frequency markers correspond better  to  the peaks of  the  fault, which 
could  otherwise  be  confused  with  noise  peaks  with  the  calculated  frequencies.  Figure  70  and 
Figure 71 show instead some zooms from the average of the 20 measurements of the stray flux 
spectra. 

 

Figure 68: Mean of the current spectra at a constant load. 
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Figure 69: Mean of the current spectra at noload. 

 

 

Figure 70: Mean of the stray axial flux spectra at noload. 
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Figure 71: Mean of the radial leakage flux spectra at noload. 

 

Table 30 and Table 31 summarise the harmonics detected under the two load conditions in 
the  three  electromagnetic  spectra.  The  criteria  used  in  Table  30  and  Table  31  for  checking 
harmonics are: i) peaks more than 0.5 Hz away from the marked frequency are not counted; ii) 
peaks of very low amplitude and peaks close to the highest amplitude are signed with the symbol 
“≈”. The detection efficiency is calculated from the number of peak correspondences detected as 
“successes”  divided  by  the  total  of  the  eight  frequencies considered. The symbol '≈' is not 

considered as a success in the efficiency calculation. 

Table 30: Characteristic fault  harmonics detected with the adjusted frequencies at noload 
Harmonic #  Freq. [Hz]  Current  Axial flux  Radial flux 

1  39.81       

2  129.62       

3  139.81       

4  219.43  ≈     

5  229.62       

6  309.24       

7  319.43       

8  409.24       

Detection efficiency  75%  100%  100% 

 



131 
 

Table 31: Characteristic fault  harmonics detected with the adjusted frequencies at constantload 
Harmonic #  Freq. [Hz]  Current  Axial flux  Radial flux 

1  36.88    ≈  ≈ 

2  123.76    ≈  ≈ 

3  136.88       

4  210.64       

5  223.76      ≈ 

6  297.52  ≈     

7  310.64       

8  397.52  ≈  ≈  ≈ 

Detection efficiency  62.5%  50%  37.5% 

 

The  author  wishes  to  point  out  that,  to  avoid  false  positives,  the  method  requires  the 
evaluation of a group of peaks, based on  the k  coefficient,  and not  the simple  identification of 
single peaks. Similarly to the vibration spectra analysis, in which about ten fault harmonics have 
to be detected  to state  that  there  is a  fault,  in  the proposed method, on electromagnetic signals 
spectra,  8  harmonics  are  considered  and  the  detection  efficiency  has  been  calculated  on  the 
correspondences with these frequencies. 

 

5.4.2.2  Lowfrequency torque oscillations (LFTO) 

 

The variable load applied with the magnetic powder brake provokes a different shape of 
the peaks in the vibration and current spectra. In fact, the oscillation of the torque will induce an 
oscillation of the rotational speed of the motor in an openloop system. 

The angular speed variation will spread the rotational frequency dependent peaks in  the 
spectrum, as discussed also in [7]. Fig. 11 shows the vibration spectra with the spread of the peaks 
due to a torque oscillation of 0.5 Hz (case T3); the spread is more pronounced in the peaks around 
the frequencies with the highest mꞏBPFO, due to the multiplicative effect of the m coefficient. 

The  variable  load  applied  with  the  magnetic  powder  brake  causes  the  formation  of  a 
different shape of the peaks in the vibration and current spectra. In fact, the torque oscillation will 
induce an oscillation of the motor rotational speed in an openloop system. 

The variation of the rotational speed will spread the mechanicalrotation dependent peaks 
in  the spectrum, as announced before and also discussed  in  [99]. These peaks are  for example 
visible at the 𝑓𝑟 (rotational frequency) and its multiple harmonics. The harmonics dependent on 
electromagnetic generated vibration, e.g. at 2 · 𝑓𝑠 (100 Hz for the case considered), do not spread 
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as the supply frequency do not change (the variation of speed comes from the variation of the load, 
not from the supply frequency). Figure 72 shows the vibration spectra with peak scattering due to 
a  torque oscillation of 0.5 Hz (the T3 case  is considered, see Table 26);  the scattering  is more 
pronounced in the peaks around the frequencies with the higher m factor, due to the multiplicative 
effect of the m coefficient. 

According  to  the  zoom  selected,  in  Figure  72,  two  BPFO  harmonics  are  visible,  the 
fundamental (for m=1) and the second BPFO harmonic (m=2). 

Looking at these BPFO harmonics, a new characteristic signature shape of the peaks can 
be identified. The harmonics in fact spread in the frequency axis (become wider, especially for 
higher order harmonics) and usually have two lateral “horns”. This shape of the peaks could be 
identified as a characteristic of this kind of anomaly, guaranteeing a distinguishable signature from 
other faults.  

In this situation, the exact BPFO frequencies are more difficult to identify in the spectrum 
due to the spread of the peaks; they could be identified with acceptable accuracy in less extreme 
cases of LFTO, i.e. those with not very low oscillation frequency (the cases T1, T2, T3 in Table 
26). 

 

Figure 72: Vibration spectra with T3 oscillating load torque. 

 

Figure 73 and Figure 74 show the signatures detected in the current and radial flux spectra 
with a torque oscillation of 0.5 Hz (T3 case). Also in these spectra, as in the vibration ones, it is 
possible to recognise the rotational frequency (or also slip frequency) dependent harmonics as they 
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spread with double “horns” around the electromagnetic characteristic frequency (𝑓𝑏𝑒𝑎𝑟) markers 
or around a central frequency (for the nonfault characteristic harmonics). 

 

Figure 73: Mean of the current spectra with T3 oscillating load torque. 

 

 

Figure 74: Mean of the radial flux spectra with T3 oscillating load torque. 

 

The BPFO frequencies extracted from the vibration spectra for the various torque loads are 
given in Table 32. Based on these BPFO values, the corresponding electromagnetic characteristic 
frequencies  fbear are calculated with (2.16), but are not shown for the sake of brevity. Table 33 
shows the harmonics detected under these load conditions on the average of the current spectra. 
The numbers in  the first column represent  the harmonics  in ascending order calculated in each 
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case with  (2.16), using  the BPFO in Table 32. Table 34 and Table 35 show  the detected  fault 
harmonics in the axial and radial leakage flux, respectively. 

Table 32: BPFO detected in vibration spectra for LFTO conditions [Hz] 
T1  T2  T3  T4  T5  T6 

86.85  86.83  86.63  87.09  87.21  87.21 

 

Table 33: Harmonics detected in current spectra for LFTO conditions 
Harmonic #  T1  T2  T3  T4  T5  T6 

1            ≈ 

2        ≈     

3            ≈ 

4  ≈          ≈ 

5        ≈     

6    ≈      ≈   

7          ≈   

8  ≈    ≈       

Detection 
efficiency 

62.5%  50%  62.5%  37.5%  37.5%  25% 

 

Table 34: Harmonics detected in axial flux spectra for LFTO conditions 
Harmonic #  T1  T2  T3  T4  T5  T6 

1  ≈      ≈  ≈  ≈ 

2        ≈  ≈   

3  ≈  ≈  ≈  ≈     

4    ≈    ≈     

5      ≈       

6            ≈ 

7    ≈        ≈ 

8      ≈  ≈     

Detection 
efficiency 

50%  37.5%  0%  37.5%  37.5%  0% 
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Table 35: Harmonics detected in radial flux spectra for LFTO conditions 

Harmonic #  T1  T2  T3  T4  T5  T6 

1  ≈      ≈  ≈  ≈ 

2    ≈    ≈  ≈  ≈ 

3            ≈ 

4        ≈  ≈   

5          ≈   

6    ≈  ≈  ≈     

7        ≈     

8  ≈  ≈  ≈      ≈ 

Detection 
efficiency 

62.5%  62.5%  37.5%  37.5%  25%  12.5% 

 

From  the  tables  above,  it  is  evident  that  the  fault  can  still  be  identified  even  with  an 
oscillating load, but with some challenges, especially for the most  extreme conditions (T4, T5, 
T6), with very low oscillating frequency, and in the flux signals. 

The  expedient  used  previously,  to  derive  the  exact  fault  frequency  by  dividing  the 
frequency of the mth peak on the vibration spectrum by m, has been used also for these LFTO 
conditions. Anyway, even with this calculation is not easy to identify the exact frequency under 
oscillating  torque conditions, because  the peaks  for high  m values become very wide and  it  is 
difficult to centre them perfectly. Furthermore, comparing the healthy signal with the faulty one, 
it is evident that harmonics due to other causes are also present in both signals, as shown in Figure 
75; this means that, without the availability of a healthy baseline, it is very easy to misidentify the 
faulty peaks. 
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Figure 75: Mean of the radial flux spectra with T4 oscillating load torque condition 

 

5.4.2.3  Inverter supply 

 

With this type of power supply, the acquisition parameters are changed, as shown in Table 
27, in order to mitigate the electromagnetic noise coming from the inverter. In particular, for this 
purpose the sampling frequency has been increased to 120 kHz as discussed in 4.3. Flux signals 
are not measured in these cases, due to the limitation of the DAQ board inputs to high sampling 
rates. 

Figure 76 shows the vibration spectrum of the piezoelectric signal in this supply condition 
at noload. The vibration spectrum clearly shows the fault. Equivalent results are obtained under 
constant load and oscillating load conditions. 
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Figure 76: Piezoelectric acceleration spectra with inverter supply at noload. 

 

Figure 77 shows a zoom of the average of the noload current spectra and Figure 78 of the 
constantload ones. As can be seen, in both healthy and faulty signals, the ground noise level is of 
the same order of magnitude of the characteristic harmonics due to the fault. This means that this 
method without any improvement cannot be applied to inverterpowered machines, as pointed out 
in many previous works, e.g. [66], [100]. 

 

Figure 77: Mean of the current spectra with inverter supply at noload. 
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Figure 78 Mean of the current spectra with inverter supply at constantload. 

 

5.5  Discussion 
 

In  this  chapter,  the  theme  of  the  multisensor  techniques  for  diagnostics  of  electrical 
machines is treated.  

In a first instance, a brief literature review is carried out. The first argument treated is about 
the  bearing  fault  diagnosis,  with  particular  attention  to  the  cyclic  bearing  faults,  derived  from 
localized defects. This kind of fault can be individuated by the monitoring of some characteristic 
frequencies in the spectra, derivable with formulas and dependent on the bearing geometries and 
rotational  speed of  the shaft. The second argument  treated  in  the  literature  review  is about  the 
multisensor  diagnostic  methods.  The  multisensor  techniques  are  interesting  because  they 
increase the detectability of a single fault or increase the range and type of fault detectable, for a 
more complete diagnostic system. However, the cost of the sensors, the complexity of the system, 
and the maintenance required (batteries and sensors can have shorter life than the motor itself in 
harsh environments) are to take into account [90]. 

After the literature review, the work of the author [84] has been presented, in which a multi
sensor approach has been proposed for  the detection of bearing cyclic faults in a Squirrel Cage 
Induction Motor (SCIM). 

First  of  all,  a  comparison  between  two  type  of  accelerometers  (one  of  piezoelectric 
technology and one MEMS) is carried out. Both the MEMS and the piezoelectric accelerometers 
have  provided  good  diagnostic  results.  The  defect  is  quite  pronounced,  but  always  visible  in 
vibration without  the use of any advanced  technique.  In  this condition, an  inexpensive MEMS 
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sensor  (with  low frequency bandwidth) has proven  to be as  functional as  the wider bandwidth 
piezoelectric sensor. 

Secondly,  information  from  the  accelerometer  spectrum  signatures  has  been  used  to 
extrapolate  the correct BPFO frequencies.  In fact,  the frequencies calculated with  the formulas 
suffer from an uncertainty given by the slippage phenomenon which accounts for 12% of the real 
harmonic value.  

With these “adjusted” frequencies, taken from the vibration physicsdomain, the fault is 
also quite clearly visible  in  the spectra of  the electromagnetic signals, confirming  its presence. 
Comparing the signatures of the electromagnetic spectra, it can be concluded that the current signal 
gives good results under both load and noload conditions, while the stray flux signals provide 
excellent fault detection at noload, but deteriorate their performance under load. This aspect is 
important  in  a  multisensor  method:  the  sensors  based  on  the  same  physical  phenomenon 
(electromagnetic) can interact between them to improve the detectability of the same fault under 
different conditions (in this case loadconditions). The fault so can be diagnosed quite well in a 
range of load conditions with the current signal; at lower load condition, however, the stray flux 
signal is more sensitive, confirming the presence of the fault for that operating condition. 

As a further contribution, a double anomaly condition has been tested by introducing Low
Frequency  Torque  Oscillations  (LFTO)  in  coexistence  with  the  bearing  fault.  The  LFTO 
conditions  introduce a  speed oscillation,  because  the motor  is  not  speedcontrolled. The  speed 
oscillations modify the signals coming from both the vibration and electromagnetic signals. The 
signal  becomes  nonstationary  as  many  harmonic  frequencies  are  directly  correlated  to  the 
rotational  frequency  or  to  the  slip  of  the  machine,  which  directly  changes  with  the  torque 
oscillation.  

New spectra signatures are revealed and the diagnostic method shows acceptable results in 
the less extreme cases, i.e. those with the higher oscillation frequency (from 0.5 to 3.3 Hz).  

It is stated that the method is effective by monitoring the whole group of peaks calculated 
with the m and k coefficients in the various signals and not by looking for individual peaks. This 
is a fundamental aspect of the method, since few harmonics can coincide with the characteristic 
frequencies,  even  in  healthy  spectra,  but,  when  a  series  of  harmonics  coincides  with  the 
characteristic frequencies, it is very likely that the fault is present. 

Finally, tests are carried out with an inverter supply of the machine. An improvement in 
the measurement chain has been executed to reduce the electromagnetic noise coming from the 
inverter. In particular, the sampling frequency has been increased, as described in the work of the 
author [66].  

On  the  vibration  spectra  the  fault  is  still  visible  with  its  characteristic  harmonics  that 
coincide with the derived BPFO frequencies. As regards the electromagnetic signal spectra, only 
the current signal has been considered due to limitations of the DAQ board with multiple channels 
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at high sampling rates. On this signal, however, though the higher sampling frequency used, the 
characteristic harmonics has not  been detected. This can be due  to  the  fact  that  this method  is 
different from that presented in [66]. In [66] the method was more probabilistic, with a very high 
number of harmonics to check (the whole range 02000 Hz has been considered, with a frequency 
tolerance  of  detection  of  ±2.5  Hz),  while  the  present  method  is  more  deterministic,  with  the 
monitoring of few harmonics (from 8 to 10 in electromagnetic and vibration signals) but with less 
tolerance of correspondence (± 0.5 Hz around the derived frequency). Moreover, the type of fault 
to detect  was different  as  the method has been  thought  to detect  cyclic  bearing  faults  and not 
generalized roughness defect combined with stator short circuits. 
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6  Influence  of  the  bearing  fault  location  on  signal 
signatures 

 

6.1  Introduction 
 

The  radial  force due  to  the weight of  the  rotor  that acts on  the Roller Element Bearing 
(REB) is of relevant importance to permit the balls or the roller elements to have some adherence 
on the bearing rings. This fact is important since the roller elements need some adherence to rotate 
instead of slipping on the rings.  

In this chapter the different signatures in vibration and electromagnetic signals due to the 
variation of the location of the localized fault in the outer ring in a roller element bearing with 
respect to the load zone will be discussed. This chapter will be mainly based on the work [96], 
carried out by the author and his research team. The work has been presented at the IEEE 13th 
International Symposium on Diagnostics for Electrical Machines, Power Electronics and Drives 
(SDEMPED) conference, held online in August 2021.  

In this chapter, firstly, a brief literature review on the theme will be exposed. In particular, 
the  two  main  aspects  treated  in  [96]  will  be  exposed:  the  importance  of  the  location  of  the 
accelerometers for faults detection and the influence of the angular position of a localized fault in 
the outer ring of the bearing. 

Secondly, the analysis and results of the scientific work [96] will be presented in details. 

 

6.2  Literature review 
 

As announced in the introduction of this chapter, a localized fault in the outer ring has been 
studied by the author taking into account its different position with respect to the load zone. In the 
work [96], moreover, the author has carried out some studies on the different signatures presented 
by two different accelerometers located in different parts of the electrical machine. This review 
will be focalized on these two main aspects. 

 

6.2.1  Location of the accelerometer sensors 
 

The location of the accelerometer sensors on a machine is very important for the detection 
of different  types of faults.  In [101] some indications are given for a correct positioning of the 
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accelerometer  to  measure  bearing  vibration.  In  particular,  for  monoaxial  sensors,  it  is 
recommended that the desired direction of measurement coincides with their main sensitivity axis. 
The accelerometers are sensitive also to  the transverse directions but  the signal generated  from 
vibration in these directions is usually ignored as the transverse sensitivity is typically less than 1
4% of the main axis sensitivity.  

Usually, the position of the measuring point of the vibration is defined according to the 
fault to look for. For example, in diagnosis of REB the main vibration axis chosen is the radial 
axis,  that can be in horizontal or vertical direction. Usually the radial direction with the lowest 
stiffness for the measurements is chosen. Also the axial direction can give some information, and 
can be measured. The most important thing is to locate the sensor in a way to detect the vibration 
with a direct path from the source to the measuring point. In Figure 79, it is possible to see different 
locations for the accelerometers for a REB diagnosis. The preferred positions for measuring the 
vibration of the REB are the position “A” for the radial direction and the position “C” for the axial 
one. In fact, these positions represent the minimum path length from the bearing to the measuring 
point. In position “B” and “D” the vibration measured is an overall vibration coming from various 
sources  in  the  machine.  Moreover,  the  longer  paths  from  the  bearing  source  to  the  measuring 
points, in these latter configurations, can bring to more modulation or attenuation to the signal due 
to mechanical resonances or dampening effect due to the assembled parts of the machine. 

Also in [29] the importance of the path of the vibration from the source to the measuring 
point is highlighted. The vibrations propagate mainly through solid bodies, in contrast to sound 
that propagates through gases, liquids and solids, and suffer from modulations in the matter they 
are passing through. These modulations depend on the path crossed by the vibration, mainly due 
to mechanical resonance of the medium. It is said that the transmission path has a transfer function 
that  modulates  the  frequency  response  of  the  vibration  signals.  The  series  of  the  broadband 
impulses excited by the shocks in a faulty bearing is modulated in amplitude by two factors: 

  The intensity of the bursts depends on the load endured by the roller elements in 
the  load  zone;  this  is  usually  modulated  by  the  speed  at  which  the  fault  moves 
through the load zone 

  When the fault  is  in motion,  as  in  the case of a defected  inner  ring,  the  transfer 
function of the transmission path varies with respect to the fixed positions of the 
vibration transducers. 
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Figure 79: positioning of accelerometers for REB diagnosis [101]. 

 

So, it is important to choose an appropriate position to locate the accelerometer so that the 
transmission path is as shorter as possible and near the part to be diagnosed.  

In the bearing datacentre, a database of the Case Western Reserve University (CWRU), 
[102], measurements for bearing diagnostic systems are carried out and publicly released on the 
Internet database. In the work, two accelerometers have been located both near the driveend and 
the fanend bearing of a small induction motor, with a magnetic mount. It has been chosen to locate 
these accelerometers on the upper side of the machine flanges, namely “at hour 12”. Moreover, 
another accelerometer in some measurements is located on the foundation plate of the machine, 
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far  from  the  bearings  under  test.  These  different  measurements  can  be  used  to  compare  the 
different signatures of the vibration for the two bearings and the signature of the vibration on the 
basement (that include the vibrations from both bearings and other sources) that corresponds to 
the vibration transmitted to the foundations. 

In [35] and [103], the authors use a multivariable analysis to assess the induction motors 
rotor conditions. Vibrations, current and stray flux signals are monitored to pursue the target. In 
the works the rotor bars condition is studied taking into account the interbar current: when a bar 
is broken, especially in the section near the endrings, and not in the central part of the rotor, some 
current can flow through the rotor core lamination to reach the adjacent bars. With the interbar 
current, the asymmetry of the magnetic field caused by the fault decreases, making the diagnosis 
more difficult with only current analysis (MCSA). However, the fault is present and can bring to 
an overheating of the rotor core and other parts of the machine.  

To improve the detectability of this fault with the presence of the interbar currents, the 
authors have used a multivariable analysis as stated before. In particular, two vibration signals are 
used in the work, the radial and the axial vibration of the motor. In fact, since the interbar currents 
flow in a perpendicular direction with respect to the machine axis, the interaction of them with the 
radial airgap flux will generate an axial vibration. In particular, characteristic harmonics, related 
to the slip frequency due to the load, will occur in the axial vibration spectra. 

To measure the radial and the axial vibration of the machine, two MEMS accelerometers 
are installed on the body of the machine in perpendicular position between each other. The position 
chosen is on the central part of the body of the machine.  

So, as stated previously,  the positions of  the vibration measurements have to be chosen 
with  regards  of  the  fault  to  be  monitored:  for  a  bearing  condition  monitoring,  it  is  better  a 
measurement point near the bearing, while for other machine parts to be monitored it is better to 
locate the accelerometer near these parts. In the works [35] and [103], for the monitoring of a rotor 
condition, a location on the machinebody has been chosen, because the vibrations due to electric 
faults are transmitted also through the airgap to the stator and so are measured with better accuracy 
in these zones of the machine.  

 

6.2.2  Location of the bearing fault with respect to the load zone 
 

The load zone of a bearing is the zone in which the mechanical load is transmitted from the 
rotating part of the bearing to its stationary part. The mechanical load is usually composed by the 
weight of the rotating part of the machine (the rotor) and by the weight of part of the equipment 
connected to the rotating shaft (usually there are more bearings to sustain the equipment and the 
weight has to be subdivided on these different elements).  
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The  mechanical  load  distribution  changes  for  radial  bearings  (i.e.  bearings  suitable  for 
radial load only), axial bearings or bearings that can support both of these stresses. In the radial 
bearings, in the case of fixed outer ring and rotating inner ring, considered in the work that will be 
presented in this chapter, the load zone is distributed at the bottom of the outer ring, where the 
weight of the rotor acts. A schematic  representation of the load zone of this kind of bearing is 
visible in Figure 80.  

 

Figure 80: Radial load distribution for a bearing with rotating inner ring and fixed outer ring [29] 

 

In Figure 80 it is also visible how the force on the shaft is modulated by a rotating spalled 
surface on the inner ring. It is evident that it is important to consider the effects of the load zone 
in the analysis of the vibration or other signals for the bearing diagnostics (in the case of a rotating 
defect, the load zone introduce a modulation of the vibration signal).  

It has to be said that the load does not reach high values in case of radial rolling bearing, 
especially for bearings used in small electric motors; the bearings are so lightly loaded in these 
cases [104]. For very high values of load, or for axial thrust bearing, the journal type bearings are 
generally  preferred.  Anyway,  as  stated  before,  some  level  of  load  is  important  for  the  correct 
operation of the bearing: a too light load does not permit the roller elements to rotate correctly. 
Skidding  of  the  balls  can  so  occur,  leading  to  an  increase  in  the  bearing  temperature  and 
deterioration  [104].  An  abnormal  high  load  instead  brings  the  bearing  material  to  fatigue  and 
spalling and other defects can occur after some time.  

An  abnormal  load  on  the  radial  bearing  surfaces  can  occur  in  case  of  imbalanced  or 
eccentric  load, axial or mixed axial and radial  load for  radial bearings, outer  ring deformation, 
misalignment [105]. Moreover, the clearance in a bearing, i.e. the average radial distance between 
the roller elements and the rings, may decrease with respect to its rated value if the fit with the 
machine shaft is too tight or if too big temperatures differences are present between the outer and 
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the inner ring. In all of these cases, the fatigue effect increases inducing a more rapid deterioration 
of the bearing [105]. 

In normal operation, however, in an electrical machine with horizontal axis, i.e. the case 
considered in the author’s work [96], the only radial load acting on the bearing is due to the rotor 
weight. If the fault is localized on the rotating inner ring or in a roller element, a modulation in the 
vibration signal will occur as explained in paragraph 2.3.4. Alternatively, if the fault occurs in the 
fixed outer ring, no modulation of the fault occurs, as all the rolling elements pass over the defect 
with the same radial load. This is the fault case considered in [96]. 

To the knowledge of the author, not many works in literature report a direct comparison 
between signatures coming from cyclic fault in the outer ring at different angular positions. The 
few works that the author has found in the literature and considers of most interest are reported in 
the following. 

In [106], a study on early fault detection for localized bearing faults in the outer ring at 
three different positions is exposed. In the work, the data from the CWRU, freely available from 
the net [102], are used. The dataset of the CWRU contains data from two accelerometers (on the 
drive and fan end), at three different positions: looking from the outside the bearing, as it was an 
analogic clock, the faults considered in the outer ring are at hour 12 (opposite to the load zone), 
hour 3 (perpendicular to the load zone) and at hour 6 (centred with the load zone). The localized 
fault was generated through ElectroDischarge Machining (EDM) of three different diameters to 
simulate  three  different  severity  levels  of  the  defect.  The  data  of  [102]  are  presented  for  four 
different loading conditions. The induction motor under test has a rated power of 1.5 kW and it 
was  supplied  directly  from  the  mains.  The  load  conditions  are  imposed  through  the  use  of  a 
dynamometer. The measured conditions are for noload, 0.75 kW, 1.5 kW and 2.25 kW load. As 
the machine is not speedcontrolled, there are variations in slip and speed for each loadcondition. 

In the work [106], timedomain statistical parameters are evaluated for the detection of the 
fault  in different positions and severity  levels.  In particular, mean, median, standard deviation, 
variance, max value, min value, skewness, kurtosis value, RMS value, crest factor, impulse factor 
and shape factor of the vibration in the timedomain are analysed. Comparisons are carried out 
between data of the different severity levels and fault positions.  

The features of standard deviation, RMS, skewness and shape factor of the vibration signals 
resulted to be the most representative for the fault recognition according to the authors. In almost 
all the cases analysed the level of the parameters reaches higher values for higher severity of the 
fault (defect diameter), with some exceptions. Though the RMS value, i.e. the most representative 
feature of the vibration level, is not higher for all the cases considered at hour 6 with respect to 
hour 3, that is less radially loaded, in general it is higher in both hour 6 and hour 3 with respect to 
the less loaded case of the fault localized at hour 12. In general, the diagnostic analyses achieve 
the detection of the fault with higher values for higher severity and are more or less stable with the 
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change of the operating condition, i.e. the dynamometer load that corresponds to a change in the 
motorspeed. 

It  is  interesting  to note  as  the  smallest  defect  (the outer  ring hole of diameter of  0.007 
inches) generates in some cases higher levels of vibrations than the biggest defects. This fact can 
be explained as an extended fault but with smoothed edges can generate lower levels of vibration 
than a smaller one with sharper edges (as in the case of extended spalls discussed in [29]). 

As conclusion of the work [106], it is stated that the statistical parameters selected are good 
indicators  of  the  faults  in  all  the  loadspeed  conditions  considered,  except  for  the  skewness 
parameter that in the case with the fault at hour 12 does not give a relation to distinguish the healthy 
from the faulty cases. Moreover, with the fault at hour 12, the variability of the parameters with 
the motor speed is higher than in the other cases. This  is a confirm  to the fact  that  the angular 
location of  the fault  in  the outer  ring  impacts  the detectability of  the fault. More difficulties  to 
detect the fault are present when the defect is located in less radially loaded zones. 

In [107], a study for the detection of defects at different locations in ball bearings, on the 
outer  race,  is  carried  out  through  vibration  analysis  and  shock  pulse  method.  In  the  work, 
measurements are carried out on healthy bearings, on bearing with one defect and on bearings with 
two defects on the outer ring separated by 180°, 90° or 45° angles between them. The position of 
the outer ring has been changed for the faulty cases at intervals of 30°, leading to a depth study of 
the influence of the angular location of the defects to the signal signatures. In Figure 81, the case 
of the two defects spaced by 45° in various positions is shown. 

 

Figure 81: Outer race with two defects 45° apart with I defect at (a) max load position (b ) 30° from max 
load position (c ) 180° from max load position [107]. 

 

In the motivation of the work, the authors point out that though fatigue pits and cracks will 
almost always develop in the zone of maximum load, corrosion cracks or manufacturing defects 
can be at any other angular locations on the races of the bearing. Moreover, the signatures study 
of the fault in different location reflects the effect of mounting transducers at different angles from 
the defect location. So the study can have a twofold value as it evaluates both the influence of the 
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distance between the sensor and the defect and the effect of the angular position of the defect with 
respect to the load zone.  

The shock pulse method is a diagnostic method developed in the late ’60 in which 

ultrasonic mechanical shock waves, which are provoked by the impacts of rolling elements with 
the flaws, are analysed. The method uses only high frequency signal (around the accelerometer 
resonant frequency of circa 32 kHz) and filters out all the other components. The shock pulse due 
to impacts produces dampened oscillations in the transducer at its resonant frequency. Measuring 
the maximum value of the damped transient signal provides an indication of the condition of the 
rolling bearings. The values of the shock pulses generated by healthy bearings have been found 
empirically as a function of bearing speed and bore diameter. This value is called the initial shock 
pulse value and, in [107], is subtracted from the shock pulse value of the bearing to be tested to 
obtain a normalised shock pulse value that is indicative of the condition of a bearing. 

In the work, deep groove ball bearings of type SKF 6205 with normal clearance were used. 
The defects introduced have diameter of 1.5 mm in all cases and are generated by spark erosion 
technique. Moreover, in [107], a variable radial load is applied to the bearing ranging from 0 to 60 
kg and tests are carried out with speed ranging from 500 to 2000 rpm.  

Results  shown  that  the  location  of  the  fault  has  a  direct  influence  on  the  levels  of  the 
vibrations  and  shock pulses. The vibration  level, measured  as velocity  (in mm/s),  has  reached 
higher values respectively for the two defects spaced 45°, the two defects 90° apart, the two defect 
180° apart and the single defect. Some of the main important results of [107] are reported in the 
following. 

The speed of the machine increases in about a linear way the vibration levels for both the 
healthy or faulty bearings as shown in Figure 82. 
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Figure 82: Overall vibrations of the bearings at different speeds [107]. 

 

The graphs in Figure 83 demonstrate that the overall vibration velocity levels of a good 
bearing are almost constant with changing of radial load, but for faulty bearings the levels increase 
with increasing load. 

 

Figure 83: Overall vibrations of bearings at different radial loads [107]. 
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Figure 84 shows diagrams of the overall vibration velocity of all bearings at 35 kg load and 
1500 rpm with different defect positions relative to the maximum load axis. 

 

Figure 84: Velocity vibrations of bearings at 35kg of radial load and 1500 rpm with defects at different 
positions [107]. 

 

Figure 84 shows that there is a continuous diminution in the vibration levels of bearings 
with one defect and with two defects at 45° when the defect position is changed from 0° to 180° 
because in both cases the defects move away from the maximum load position. Bearings with two 
defects 180° apart show similar vibration levels at 0° and 180° because the defects only exchange 
their position relative to the axis of maximum load. 

Similar results to that of vibration analysis are obtained with the shock pulse method with 
the  exception  that  in  a  low  speed  (500  rpm)  condition  it  results  less  effective  than  vibration 
analysis. In any case, the study gives an insight of the importance of the issue, with all its facets.  

In  the  next  paragraphs,  the  work  [96],  proposed  by  the  author  of  this  thesis,  will  be 
presented. In the work comparisons of the various signatures are performed for the different hour 
cases,  considering  also  the  electromagnetic  signals,  which,  to  the  author's  knowledge,  is  not 
performed in any of the works presented in the literature. 
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6.3  Proposed method 
 

In the work [96], a new multisensor investigation is presented to evaluate the influence of 
the bearing fault angular location in the outer ring for an induction motor diagnostics. 

The  motor  has  been  tested  in  three  different  load  condition:  at  noload,  with  the 
dynamometer connected but deenergised (only a drag torque is present), at constantload, at about 
6070% of the rated torque of the machine, and with Low Frequency Torque Oscillation (LFTO).  

As in  the work presented in 5.3, five signals are acquired and elaborated:  two vibration 
signals and three electromagnetic signals (the stator current and the axial and radial stray fluxes). 
The tests are conducted for the healthy machine and for the various cases in which the angular 
position of the localized defect in the outer ring of the bearing is shifted at various “hours”: hour 
6 (centred with the radial load), hour 3 (orthogonal to the load), hour 12 (opposite to the load), and 
hour 4.5 (in the intermediate position between centred load and orthogonal load).  

A frequency analysis of the signals is carried out, checking the harmonics in vibration  and 
electromagnetic quantities at the frequencies given by (2.15) and (2.16).  

The detection efficiency, defined as in 5.3, and the comparisons with the faulty harmonic 
magnitude are calculated. Moreover, new insights from the two differentlocated accelerometers 
are  exposed.  The  majority  of  the  tests  are  conducted  with  mainsfed  of  the  motor,  but  some 
inverterfed data are also analysed (especially for the vibration signal). 

 

6.3.1  Experimental tests 
 

The experimental setup is the same as in the work presented in 5.3. Only some of the main 
important aspects will be reported here for clarity. 

The motor used is the RAEL squirrel cage induction motor, rated 1.5 kW, 4 poles connected 
to the VIBROTEK magnetic powder dynamometer through a lamellar joint. The bearing tested in 
the faulty case is the NSK 6205Z, a nine balls deep groove bearing with a crack in the outer ring, 
mounted on the driveend of the machine. For the healthy measurements (baselines) a bearing of 
the same type has been used.  

The accelerometers used are the MEMS ADXL335Z, with 1500 Hz bandwidth, mounted 
on the connection box of the machine, i.e. on the central part of the body of the machine, and the 
piezoelectric IMI SENSORS M608A11, with 10 kHz of bandwidth, mounted on the driveend bell 
of the motor, in the upper position, very close to the bearing to be tested. The stray flux probes are 
in the same position as in [84]. The sensors’ positions are visible in Figure 62.  
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As stated before,  the main issue treated in  the work  [96] is  the influence of the angular 
position of the fault with respect to the load zone. The positions are indicated by an hourneedle 
in a 12hour analogic clock. The positions analysed are visible in Figure 85. 

 

Figure 85: Hour positions of the outer ring defect [96]. 

 

To transform the signals into the frequency domain, the MATLAB function “pspectrum”, 
with  the  setting  of  the  parameter  “FrequencyResolution”  kept  to  0.5  Hz,  has  been  used.  The 
average of the 20 spectra of each conditioncase is computed to reduce noise. 

The tests with the Low Frequency Torque Oscillation (LFTO) are reduced to  five, with 
respect  to  [84]  in which  six LFTO conditions were  considered. For  each hourcase,  the LFTO 
conditions considered have the characteristics shown in Table 36. As stated in [84], the introducing 
of the LFTOs makes the detection of the fault more difficult as it is a double anomaly condition of 
the machine. 

Table 36: Characteristics of the tests with LFTO used in [96]. 
Denomination  Mean load [Nm]  Sinusoidal load (peak) 

[Nm] 
Frequency [Hz] 

T1  7  1.5  3.33 

T2  7  1.5  2 

T3  7  1.5  0.5 

T4  7  1.5  0.2 

T5  7  2.5  0.1 
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Some tests are carriedout with the EATON inverter presented in 3.1. Different sampling 
frequencies have been used for the mains and inverter tests, as explained in 5.3.2, with the details 
of each acquisition, available in Table 27.  

 

6.3.2  Analysis of the vibrations 
 

6.3.2.1  Piezoelectric signal at noload and constantload 

 

In this subsection, the piezoelectric sensor data are presented for the purpose of comparing 
the signals at different fault positions. This transducer is more accurate than the MEMS one and is 
placed close to the bearing under test. Figure 86 presents the spectrum of the vibration signal at no 
load, for the healthy bearing and the defective bearing at hour 6 (with an offset of +20 dB for the 
healthy signal for a better visualisation). 

The  BPFO  frequencies  are  determined  using  the  formula  reported  in  (2.15).  The 
frequencies are marked with dashedlines on the graphs. These calculated frequencies are adjusted 
in  value  using  the  method  explained  in  [84]  to  avoid  the  uncertainty  caused  by  the  slippage 
phenomenon. As  it can be seen  in Figure 86,  there are peaks of considerable magnitude  in  the 
faulty signal at characteristic frequencies, but there are also small peaks at the same frequencies in 
the healthy signal. This indicates that even the healthy bearing may have a small defect in the outer 
ring, perhaps due to the continuous mounting and dismounting of the bearing for laboratory testing. 
However, the magnitude of the peaks is about 3040 dB for the defective condition and 1025 dB 
for the healthy one, indicating that in the latter case the defect is much less severe.  
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Figure 86: Piezoelectric signal spectra for healthy and faulty bearing at hour 6, with no load. 

 

The  first  seven  peak  magnitudes  at  BPFO  frequencies  are  registered  and  comparisons 
between  the  faulty  case  and  the  baseline  are  carried  out.  The  differences  between  the  peak 
magnitudes of the faulty cases and the baseline, at noload and constant load, are listed in Table 
37 and Table 38. 

Table 37: Differences in amplitude for the first 7 BPFO harmonics of the noload piezoelectric signal [dB]. 
CASE  1  2  3  4  5  6  7 

12 vs Healthy  12.6  15.9  24.6  12.6  32.0  25.5  33.1 

3 vs Healthy  19.6  25.8  34.8  25.3  34.7  34.1  38.0 

6 vs Healthy  20.7  17.9  40.7  23.3  36.0  34.0  39.2 

4.5 vs Healthy  22.0  13.7  48.4  24.7  21.3  30.9  33.9 

 

Table 38: Differences in amplitude for the first 7 BPFO harmonics of the constantload piezoelectric signal 
[dB]. 

CASE  1  2  3  4  5  6  7 

12 vs Healthy  17.2  16.8  37.9  19.5  33.4  29.3  30.5 

3 vs Healthy  22.2  24.4  31.6  35.7  41.4  40.1  35.3 

6 vs Healthy  17.9  14.5  39.7  23.8  26.4  35.5  33.9 

4.5 vs Healthy  24.0  12.5  34.5  30.7  21.4  37.6  29.5 
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In Figure 87 and Figure 88 the amplitudes of the harmonic differences are plotted: it can 
be seen that the deviations of the harmonic values of the 12 o'clock fault are of lower amplitude, 
especially at no load. This corroborates the argument that the vibration intensity is related to the 
position of the fault in relation to the load zone. 

 

Figure 87: Differences in amplitude between faulty and healthy cases for the first 7 BPFO harmonics of 
the piezoelectric signal, at noload. 

 

 

Figure 88: Differences in amplitude between faulty and healthy cases for the first 7 BPFO harmonics of 
the piezoelectric signal, at constantload. 

 

The BPFO harmonics frequencies are calculated using (2.15), but, as stated before, they 
are corrected in values through cursor measurements on the spectra as in [84] (see paragraph 5.4.1). 
The frequency values are shown in Table 39 and Table 40 for the noload and constantload cases 
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respectively. The differences among the calculated and measured BPFO values are shown as well 
in Table 39 and Table 40; they are determined using the following formula: 

detectedcalc BPFOBPFOf    (6. 1) 

 

Table  39:  BPFO  frequencies  calculated  using  the  formula  and  measured  on  the  spectra,  with  their 
differences values. Noload cases. 

Hourcase  BPFO calculated (Hz)  BPFO detected (Hz)  Δf (Hz) 

12  89.23  89.30  0.07 

3  89.29  89.80  0.51 

6  89.23  89.45  0.22 

4.5  89.18  89.85  0.67 

HEALTHY  89.18  89.17  0.00 

 

Table  40:  BPFO  frequencies  calculated  using  the  formula  and  measured  on  the  spectra,  with  their 
differences values. Constantload cases. 

Hourcase  BPFO calculated (Hz)  BPFO detected (Hz)  Δf (Hz) 

12  86.30  86.51  0.21 

3  86.30  86.85  0.55 

6  86.42  86.72  0.30 

4.5  86.30  86.88  0.57 

HEALTHY  86.30  86.04  0.26 

 

The frequency differences Δf are represented in Figure 89. It is evident, from Figure 89, 
that the values of Δf change with the position of the fault and this is due to the phenomenon of 
slippage, i.e. a random slip of the balls on the ring raceways; this slip assumes different values in 
the different cases analysed. It is worth noting that the calculated frequencies are always lower 
than those measured: since slippage can only reduce the speed of the cage train, this fact seems to 
be due to the contact angle α, which can vary from 0° during slippage, as explained in [29], while 
in the calculation it is kept constant at 0°. Furthermore, from Figure 89 it can be observed that the 
phenomenon of slippage seems to be almost unaffected by the load conditions of the machine, as 
the two trends are very similar. 
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Figure 89: Differences between calculated and measured BPFO frequencies. 

 

6.3.2.2  MEMS vibration analysis 

 

It has been noticed that at load, the accelerometers shown different signature’s spectra. This 

is attributed, by the author, to their different locations on the body of the machine. 

In a first instance it can be noticed that the MEMS signal, particularly for the healthy case, 
is rich in lowfrequency harmonics, especially at 4.06 Hz and multiples, as can be observed in 
Figure 90. The fact can be explained in this way: since the Lorentz force produces vibrations at a 
frequency equal to twice the frequency of the current that generates them, it is easy to see that the 
harmonic component at 4.06 Hz is originated from twice the rotor current frequency  fslip, where 
fslip = sꞏfs. In fact, in the constantload case analysed, the slip was 4% (the measured speed was fr 
= 1439 rpm), fs is 50 Hz and thus fslip results in approximately 2 Hz.  

These harmonics are much more noticeable in the MEMS signal than in the piezoelectric 
one, presumably because they originate from the rotor and therefore from the central part of the 
machine; since the MEMS is placed in the centre of the machine, while the piezoelectric is placed 
at one end of it (above the bearing), the former transducer will be more inclined to pick up these 
harmonics.  Harmonics  multiple  of  4.06  Hz  are  also  evident  at  higher  frequency  parts  of  the 
spectrum in both piezoelectric and MEMS signals. Some of these highfrequency signatures will 
be shown in the successive subsection dedicated to LFTO conditions 6.3.2.3. 
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Figure 90: Motor’s constantload MEMS and piezoelectric spectra, with healthy bearing. 

 

The importance of sensor position is also highlighted by the fact that the harmonic content 
of the rotational frequency fr is more prominent in the piezoelectric signal (16 dB higher) than in 
the MEMS one. Similar results are noticeable for the multiple of fr. Conversely, the components 
due to the Lorentz and Maxwell forces resulting from the excitation generated by the stator currents 
at twice the supply frequency fs, i.e. at 100 Hz, are more strong in the MEMS signal (12 dB higher) 
than  in  the  piezoelectric  one.  The  author  wishes  to  point  out  that  the  power  spectra  are  not 
normalized in the work, but  the voltage signals coming out from the accelerometers have been 
converted  into  g  values,  to  make  comparisons  meaningful,  since  the  two  accelerometers  have 
different sensitivities.  

These remarks are found to be valid for faulty spectra as well, although in these cases the 
slip frequency harmonics are more hidden by the faulty and noise harmonics.  

Although a modal analysis of  the machine might give more precise findings,  the above 
consideration means  that  the placement of  the sensor can be crucial  in  the effectiveness of  the 
diagnosis, depending on the fault to be detected: for a bearing defect diagnostics, it is preferable 
to measure vibrations in the adjacent area (as stated in many works in literature), but for broken 
bars, rotor related faults or in general electrical fault, it might be better to place the accelerometer 
on the machine's central body.  
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6.3.2.3  LFTO conditions 

 

Data were also collected in cases with LFTO conditions; the features of these experimental 
tests are shown in Table 36. In the work [96], due to space constraints, it is not reported an in
depth study of LFTO tests. However, some general but remarkable observations are presented, and 
so they will be reported in this thesis.  

Torque  oscillations  generate  sidebands  in  the  spectra  signature  of  vibrations  and 
electromagnetic signals. Most notably in vibration spectra, these sidebands are visible for T1 and 
T2 conditions, while for lower oscillation frequencies these lateral bands “merge” with the central 
one because of the fundamental harmonic changing frequency due to rotational speed variations 
(with very low frequency torque oscillation the machine has more time to adapt its speed to the 
load, in other words, the inertia of the machine can be neglected and then the signal is no more 
stationary). The lateral bands are noticeable around the rotational harmonics,  i.e. kꞏfr, or,  in  the 
case of a presence of a  localised fault,  for example on  the outer  ring, around  the characteristic 
frequency of this fault and its multiples, i.e. mꞏBPFO, with special reference to m ≥ 2. 

These sidebands may also appear around certain higher frequency harmonics, e.g. around 
the slot pass harmonics. The slot pass harmonics are vibration harmonics due to the effect of the 
rotor or stator slots that introduce a deformation of the magnetic field in the machine as showed in 
Figure 7. This is called also slotting effect. The slot pass harmonic 𝑓𝑠𝑝 is defined by the formula 
(6.2) (for the definition, see for example [108]): 

rrotsp fQf    (6.2) 

where 𝑄𝑟𝑜𝑡 is the number of rotor slots, and 𝑓𝑟 is the rotational frequency in hertz. 

This  harmonic  is  usually  recognizable  in  the  high  frequency  part  (around  1000  Hz 
depending on the parameters of (6.2)), as it is high in amplitude. 

In [96], it has been noticed that around the slot pass harmonic and other highfrequency 
harmonics,  the  lateral  bands due  to LFTOs  sometimes appear more distinctly  than  in  the  low
frequency range. Moreover, this phenomenon has been found to be more evident in the healthy 
motor’s cases than in the faulty ones.  

In Figure 91 it is possible to see the LFTO sidebands in the lowfrequency area around the 
rotational harmonic 𝑓𝑟. It is clear from the figure that in the healthy case it is easier to identify the 
LFTO  in vibration spectra. This confirms  the  fact  that  the double  fault condition  increases  the 
difficulty in the detectability of the faults, as the harmonics can smear to each other and in general 
the signal spectrum is noisier. Note that two BPFOs has been used as the rotational frequencies of 
the healthy and faulty tests were slightly different.  
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Figure 91: Sidebands due to T1 LFTO in piezoelectric spectra around the rotational harmonics, for healthy 
and hour 6 faulty bearings. 

 

In Figure 92, the LFTO sidebands (with their multiples) are visible around the slot pass 
frequency for the healthy and faulty cases. Also in this zone of the spectra, the LFTO sidebands 
are much better viewable in the healthy signal indicating that the bearing fault generates harmonics 
that disturb the detection of the torque oscillation bands.  

Note that, as in Figure 86, a 20 dB offset has been used in the healthy signal for a better 
visualization in both Figure 91 and Figure 92. Moreover, a normalization of the xaxis frequency 
(ratio of  the  read  frequency over  the rotational  frequency) has been carried out  for  the sake of 

clarity. The slot pass harmonic is centred over the ratio  𝑓

𝑓𝑟
= 46  that corresponds exactly to the 

number of the rotor slots.  

However, the LFTOs sidebands can be seen with more ease on the electromagnetic spectra 
as shown for example in the work [109]. This is another instance of the increased sensitivity on 
different fault detection of a multisensor system with respect to a singlesensor system, especially 
for doublefault diagnosis. 
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Figure 92: Sidebands due to LFTO in piezoelectric spectra around the slotpass harmonic, for healthy and 
hour6 faulty bearings. 

 

6.3.3  Analysis of the electromagnetic signals 
 

As in [84], for the detection of fault characteristic harmonics in electromagnetic spectra, 
the accurate value of BPFO is obtained from the vibration spectra to overcome the uncertainty 
caused by  the slippage phenomenon.  In  the work, comparisons among different  fault cases are 
reported:  the detection efficiency of  each case  is computed as  in  [84], counting  the number of 
detected  harmonics  and  divide  it  by  the  overall  of  eight  harmonics  considered,  i.e.  the  lowest 
frequency harmonics computed using (2.16), with k from 1 to 4. 

In addition, the magnitudes of the first eight harmonics are confronted with those of the 
healthy case.  In Figure 93  the electromagnetic  signals  spectra  for  the  faulty  case at hour 6 are 
displayed; for each faulty case, the fault harmonics magnitudes (marked by arrows) are extracted 
from these spectra and the detection efficiencies are derived. 
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Figure 93: Electromagnetic signals spectra with the fault at hour 6, at no load. 

 

6.3.3.1  Detection efficiency 

 

For every faulty condition, the detection efficiencies are evaluated at noload and constant 
load. Table 41 and Table 42 display the count of the fault harmonics detected in the case at hour 
6, at noload and constant load respectively: the magnitudes of the observed harmonics are given 
in dB, while the undetected harmonics are marked with the symbol ““. Confronting Table 41 
with Table 42, a large deterioration in the detection efficiency is evident from noload to constant 
load,  primarily  for  axial  flux  and  current.  Figure  94  and  Figure  95  illustrate  the  noload  and 
constantload detection efficiencies for all faulty cases. 
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Table 41: Harmonic magnitudes detected in the faulty case at hour 6, noload condition [dB] 
Harmonic #  Freq. [Hz]  Current  Axial flux  Radial flux 

1  39.43       

2  128.85  85.76  77.54  72.97 

3  139.43  84.83  78.61  69.16 

4  218.28    71.68  66.86 

5  228.85  88.74  77.27  77.14 

6  307.7    82.94  76.65 

7  318.28    84.06  74.46 

8  407.7  103.39  84.06  79.19 

Detection efficiency  50%  87.50%  87.50% 

 

Table 42: Harmonic magnitudes detected in the faulty case at hour 6, constantload condition [dB] 

Harmonic #  Freq. [Hz]  Current  Axial flux  Radial flux 

1  36.71      64.64 

2  123.43    65.79  66.91 

3  136.71  92.18    70.78 

4  210.14      67.26 

5  223.43  88.37     

6  296.85      73.21 

7  310.14      68.72 

8  396.85      75.23 

Detection efficiency  25%  12.50%  87.50% 
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Figure 94: Detection efficiency for electromagnetic signals, with noload. 

 

 

Figure 95: Detection efficiency for electromagnetic signals, with constantload. 

 

From Figure 94  and Figure 95,  it  is  clear  that  constantload cases  are more difficult  to 
detect, particularly by axial flux signal. The faulty cases do not always exhibit a straightforward 
relationship between the detection efficiency and the fault location: in fact, the most loaded fault 
at hour 6 is sometimes less detectable than the fault at hour 12. 

Nevertheless,  it  is  worth  pointing  out  that  the  less  loaded  fault  at  hour  12  is  the  least 
detected, at constant load, particularly by the flux signals (0%). 
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6.3.3.2  Harmonics magnitudes 

 

The  magnitudes  of  the  first  eight  harmonics  in  the  electromagnetic  signals  have  been 
compared  among  the  faulty  cases.  To  gather  the  harmonic  magnitude  at  each  characteristic 
frequency of the fault, a margin of ± 0.5 Hz was used around the characteristic frequency fbear (the 
value is adjusted as in [84]) to find the amplitude of the highest peak in this interval. This approach 
has been used to compile Table 41 and Table 42. 

The  mean  of  the  differences  of  the  eight  harmonics  between  the  faulty  cases  and  the 
baseline are shown in Figure 96 and Figure 97 at noload and constantload condition. From the 
figures  it  is  apparent  that  there  is  an  augmentation  of  the  harmonics  average  magnitudes  in 
comparison with the baseline for the most heavily loaded cases (at 3, 4.5, 6 hours); this is true 
primarily at noload and for the flux signals. Conversely, at constant load, the effect of the bearing 
load zone on the electromagnetic signals is not very evident. The signals with the maximum degree 
of variability are the flux signals. 

 

Figure 96: Mean of the differences in magnitude of the first 8 harmonics, at noload. 
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Figure 97: Mean of the differences in magnitude of the first 8 harmonics, at constantload. 

 

6.3.4  Inverter signal’s analysis 
 

As known form the literature and stated in the preceding work of the author [84], it is hard 
to detect the exact characteristic harmonics in electromagnetic signals with no filtering or advanced 
techniques in an inverter driven machine. Conversely, vibration analysis with this type of power 
supply gives more or less the same kind of findings as with the mainspowered machine, with the 
BPFO harmonics intensity increasing with the severity of the hourcase. 

Whereas an indepth study is not carried out for the sake of conciseness, illustrations of the 
amplitudes of the noload and constantload piezoelectric first seven harmonics are given in Figure 
98 and Figure 99 respectively. Though some electromagnetic noise can be present, these figures 
exhibit the same pattern as the mainsfed test cases, demonstrating more stability of this signal 
with this type of supply with respect to the electromagnetic signals. In fact, the more radialloaded 
cases exhibit higher harmonics amplitudes with respect to the hour 12 case, that is the less radial
loaded case. 
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Figure 98: Piezoelectric BPFO harmonics magnitude with supply from the inverter, at noload. 

 

 

Figure 99: Piezoelectric BPFO harmonics magnitudes with supply from the inverter, at constantload. 

 

6.4  Discussion  
 

In this chapter, the issue of the influence of the location of an outer ring fault with respect 
to the load zone of a bearing is treated. In a first instance, a literature review is presented.  

The two issues treated in the review are: 

  the importance of the sensors position (in particular accelerometers) on the machine 
to the purpose of the diagnostics; 

  the influence of the location of the outer ring bearing fault with respect to the load 
zone. 
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It  is  recognized  in  the  literature  as  both  of  these  two  aspects  influence  the  signals, 
particularly the vibration ones, in the detection of the bearing or other faults in the machine.  

To explore  in depth  the  issue,  the author has  carried out an  investigation  that has been 
published in [96], in which two vibration signals, acquired from different positions of the machine, 
and electromagnetic signals are studied in a variable location, with respect to the load zone, of an 
outer ring bearing fault.  

The main results of the work are exposed in the chapter and are resumed in the following: 

  the vibration of a machinebody located accelerometer can be much more sensible 
on fault related to the rotor or electrical faults. In the work the vibration harmonics 
at double the slip frequency and multiples and the electricalsupply harmonic (at 
the  double  the  supplyfrequency)  are  very  visible  on  the  MEMS  accelerometer, 
located on the connection box of the machine. 

  The piezoelectric accelerometer, located on the flange of the motor, very close to 
the bearing under test is more sensible on the rotational frequency and its multiples 
and on mechanical characteristic harmonics (BPFO are evaluated in the work). 

  Studies on the piezoelectric vibration signals for the various angular position of the 
fault confirm what stated in literature: the most radially loaded fault cases generate 
higher level of vibration. 

  A study on the slippage variability for the various angular locations of the faults is 
carried out. It turns out that the amount of slippage depends on the angular position 
of the outer ring bearing fault but it is not clear the relationship between these two 
quantities.  The  amount  of  slippage  does  not  seem  to  depend  on  the  load  of  the 
machine (trends of this quantity for constant and noload are similar for the various 
fault cases analysed). 

  Low  Frequency  Torque  Oscillations  (LFTOs)  harmonics  are  visualized  on  the 
vibration spectra.  It is noticed in the work as these sidebands are not very easily 
detected in the lowfrequency part of the vibration spectra, e.g. around the rotational 
harmonic. They can sometimes be better identified in higher frequency parts of the 
spectra.  In  the  work  they  are  detected  around  the  slot  pass  frequency  (that  is  a 
considerable harmonic at frequency given by the rotational frequency multiplied by 
the  number  of  rotor  slots).  The  double  fault  condition  has  been  evaluated, 
considering both the cyclic bearing fault and the LFTO. In this condition, the LFTO 
sidebands  are  detectable  but  with  some  difficulties:  the  signal  is  much  more 
compromised by noise introduced by the fault. A multisensor approach can help 
as the LFTO sidebands are generally detectable with easiness in electromagnetic 
signal  spectra  (around  central  frequency  given  by  the  supply  frequency  or  its 
multiples) with or without bearing fault. 
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  The electromagnetic signals are analysed in two main aspects: through the detection 
efficiency  and  the  study  of  the  harmonic  magnitudes.  The  former  is  calculated 
dividing  the  number  of  fault  harmonics  found  by  the  number  of  harmonics 
considered  (in  the work  8 harmonics  are  considered). The detection efficiencies 
give  similar  results  for  all  the hourcases  at  noload condition. At  constantload 
generally the fault is more difficult to recognize. In particular, the fault at hour 12 
resulted  to be  the most difficult  to  recognize  in  stray  flux signals, with constant 
load. 

  Studying the magnitudes of the electromagnetic signal harmonics, it turns out that 
the most radially loaded cases generate higher harmonics also in electromagnetic 
signals and not only in vibration spectra. Nevertheless, at noload the magnitudes 
seem  more  dependent  on  the  loadzone  vicinity  of  the  defect  (the  most  loaded 
defects generate higher electromagnetic characteristic harmonics). Conversely, in 
constantload  conditions  the  relationship  is  not  very  clear,  probably  due  to 
interferences given by other harmonics generated by the loaded machine. 

  With the inverterfed machine only studies on vibration signals are presented. The 
magnitudes of the first seven harmonics present higher values for the most radially
loaded faults. This is true for both noload and constant load conditions and is very 
similar to results found in the vibration of the mainsfed machine. 
 

Remembering that the radial load in a bearing of a small electrical machine is not very high 
– the bearing has to support, in an ideal condition, only the weight of the rotor – further studies 
could be conducted on bigger machines to have an indepth interpretation of the data. Moreover, 
other anomalies, like misalignment or incorrect mounting of the bearing can increase the radial 
load  of  the  bearing.  A  dynamic  eccentricity,  conversely,  generates  a  rotating  load  zone  in  the 
bearing. Studies on these phenomena could be conducted to find the signatures that represent these 
conditions with or without a bearing fault in the outer ring or in other locations.  
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7  Machine  learning  techniques  for  recognition  of 
machine vibration spectrograms 

 

7.1  Introduction 
 

Machine learning techniques are very used today for the purpose of the electrical machine 
diagnostics.  The  machine  learning  is  used  in  the  decision  making  process  of  the  diagnostics, 
avoiding the needs of high qualified personnel and increasing the detectability of the faults. In this 
chapter some of these techniques will be presented. 

The topics discussed in the chapter are based on the work of the author [110], published at 
the 13th IEEE international Symposium on Diagnostics for Electrical Machines, Power Electronics 
and Drives (SDEMPED), held online in August 2021.  

In a first part of the chapter a literature review on the most used machine learning and deep 
learning techniques for the diagnostics of the electrical machines will be presented. Successively, 
the work [110] will be described in details. In particular, in the work the transfer learning technique 
is implemented for the recognition of vibration signal spectrograms. The transfer learning consists 
in  taking Artificial Neural Networks  (ANNs) already  trained and  retrain  them substantially  in 
only  some of  the  layers.  In  [110],  two ANNs are  taken  into  considerations,  the Convolutional 
Neural Networks (CNNs) AlexNet and “CommandNet”, available in the MATLAB repositories. 
The  two  networks  are  retrained  with  the  transfer  learning  technique  to  the  purpose  of  the 
classification of the induction machine’s vibration spectrograms.  

In the final part of the chapter, discussions about the results of [110] will be exposed. 

 

7.2  Literature review 
 

Fault diagnostics has two main development areas: the condition monitoring, which covers 
the first  two stages of diagnostics,  i.e. data acquisition and processing, and  the fault diagnosis, 
which covers the last stage, i.e. the decisionmaking process. 

Condition monitoring research is intended to investigate the capability of different sensors 
and processing techniques to detect characteristic signatures in mechanical and electromagnetic 
signals  that  are  representative  of  specific  failure.  These  signatures  are  generally  linked  to  the 
machine's parameters, e.g.  type of machine, number of poles, number of  rotor and stator  slots, 
bearing  geometry,  etc.  Moreover,  the  operating  conditions  of  the  machine,  e.g.  speed,  load 
percentage, type of power supply, etc., change the signatures, so they have to be taken into account. 
An  indepth  knowledge  of  the  machine  is  therefore  necessary,  not  only  to  recognise  these 



171 
 

signatures,  but  also  to  select  the  threshold  that  divides  the  faulty  condition  from  the  healthy 
condition, which can strongly affect the chances of committing an incorrect evaluation during the 
decisionmaking phase. The decision can be taken by an experienced person or by an automatic 
algorithm and is part of the fault diagnosis process, explained in the following. 

Fault  diagnosis  research  focuses  primarily  on  algorithms  that  can  automatically 
discriminate the presence of a fault, based on the machine’s acquired signals. The use of automatic 
algorithms can prevent the need of highly qualified personnel to do the decision making process 
and can increase in some cases the detectability of the faults. Such algorithms can be categorised 
into Machine Learning (ML) and Deep Learning (DL) based techniques; ML techniques involve 
Artificial Neural Network (ANN), Principal Component Analysis, and other approaches, and have 
been available for at least three decades, while DL approaches have been developed in recent years 
[111]. In comparison with traditional ANNs, characteristics of ML architectures, in the DL branch, 
the principal diversity in network architectures is that they have multiple hidden layers and not just 
one. Both ML and DL approaches necessitate extensive data collection to be trained; the data can 
be  achieved  through  datasets  available  online  [112]  or  through  wide  laboratory  measurement 
campaigns  [113,114]. But while ML methods are  trained on  features manually  selected by  the 
designer  or  the  user  of  the  network,  DL  algorithms  can  automatically  extract  the  features  and 
improve classification capabilities [51]. 

The  two  algorithm  technique  branches,  ML  and  DL,  will  be  exposed  in  the  following 
sections  of  this  review.  In  particular,  the  techniques  applied  to  the  diagnostics  of  electrical 
machines will be reviewed, reporting the main characteristics for some of them. Finally, a third 
subsection will be reserved for the transfer learning approach, that is, as mentioned before, a way 
to adapt an already trained network to different tasks with respect to the original task for which it 
has been designed. 

 

7.2.1  Fault detection with classical ML techniques 
 

Though based only on bearing fault diagnostics and not on all the machine diagnostics, the 
review [51] can give a solid base for the study of automated techniques for fault identification and 
recognition, reviewing both ML and DL algorithms. Some of the articles reviewed in [51] will be 
presented also  in  this work;  in particular,  in  this  section,  the works  that use classical Machine 
Learning  techniques  will  be  presented,  i.e.  Neural  Networks  with  one  hidden  layer  or  other 
“shallow” models. 

Before the current DL techniques explosion, a number of classical machine learning and 
“shallow”  data  mining  methods  were  already  in  use  for  many  years,  e.g.  the  artificial  neural 
network  (ANN). The application of  these  algorithms demands a  lot of domain knowledge and 
complex feature engineering.  
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A thorough exploratory data analysis is typically carried out on the dataset, succeeded by 
dimension  reduction  techniques  such  as  principal  component  analysis  (PCA)  or  other,  for  the 
feature  extraction.  Subsequently,  the  most  representative  features  are  transferred  to  the  ML 
algorithm.  The  underlying  understanding  of  different  domains  and  applications  may  be  very 
difficult and often requires wide specialist skills within each field;  this makes it challenging to 
carry  out  adequate  feature  extraction  or  preserve  a  satisfactory  level  of  transferability  of  ML 
models that have been trained in one domain to be generalised or transferred to other tasks.  

Following  the  scheme  proposed  by  [51],  a  short  summary  of  the  main  classical  ML 
approaches, and the challenges that these algorithms present, will be listed, with some references 
of publications. 

 

7.2.1.1  Artificial Neural Networks (ANNs) 
 

All the ANNs in both ML or DL are composed by the same components, that loosely mimic 
the operation of the animal brain: neurons, synapses (links between the neurons), weights, biases, 
and activation functions. However, the differences between the various networks are mainly in the 
architecture on which these components are “mounted” or how they are used. 

Classical or “shallow” ANNs are composed by an input layer, a hidden layer and an output 
layer. Every layer is a set of neurons connected to the next layer through weighted connections 
(called edges). The weights increase or decrease the strength of the connections. The main concept 
of the ML is the fact that the machine learns automatically from input data, this means that it learns 
through  experience.  This  is  similar  to  the  learning  process  experienced  by  humans  or  many 
animals. The artificial intelligence (AI) is a bigger set of methods, including also the subset of ML 
methods, defined as a technology that permits a machine to simulate the human behaviour. 

In the particular case of shallow ANNs, the process in which the machine learns from the 
experience is the training process. In this method the data are passed through the input layer to the 
network several times (each complete pass of the data is called “epoch”) and the weights of the 
connections  are  adjusted.  The  most  efficient  process  to  train  the  network  is  usually  through 
supervised  learning:  the  input data are  labelled and  the output  is  confronted with  the expected 
output of the network. The weights and biases of the connections are adjusted in a way to increase 
the probability of obtaining the correct output (target), decreasing the error at each iteration. To 
evaluate the error of each iteration a cost function is used to compare the output to the target data. 
The derivative of the cost function is performed with respect to the input of each layer, starting 
from  the  outer  layers  and  going  backwards,  following  a  computationally  optimized  algorithm 
called backpropagation algorithm. Using the Stochastic Gradient Descent (SDG), instead of using 
the  classical  Gradient  Descent  (SD)  method,  the  derivative  is  computed  with  respect  to  the 
weighted sum just once on each iteration, saving computational cost.  
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A structure of a shallow neural network, i.e. with only one hidden layer, is shown in Figure 
100. 

 

Figure 100: Scheme of a shallow Neural Network [115] 

 

The classical ANNs can be applied to the diagnostics of electrical machines as can be found 
in literature since almost 30 years [51]. The input data have to be chosen by the designer of the 
ANN, constituting one of the challenging step of the network design, since the features have to be 
chosen manually. An example of quantities in input for the network are the steady state current 
and the rotor speed that reflect the damping coefficient B of the motor [116]. With these inputs the 
network can achieve almost 95% of accuracy that can be improved adding the square of each input 
and the multiplication between them.  

Other  examples  of  ANNs  applied  on  bearing  fault  diagnostics  are  presented  in  [51]. 
However, for the implementation of all of them a certain amount of human expertise is required 
to carried out the feature selection for a more effective training of the networks. 

 

7.2.1.2  Principal Component Analysis (PCA) 
 

The PCA algorithm is used to perform dimensionality reduction of the data to be fed in a 
ANN. The PCA discloses the intrinsic character of the data in a way that helps to understand the 
variance of the entries. If a multivariable set of data is displayed as a set of coordinates in a high 
dimensional data space (one axis per variable), PCA may provide the user with a low dimensional 
projection of this data object as seen from its most informative point of view. As the sensitivity of 
different features that are typical, for example, of a bearing failure or defect can vary significantly 
under different operating conditions, PCA has been proved to be an efficient and systematic feature 
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selection  tool  that  provides  guidance  on  the  manual  selection  of  the  most  iconic  features  for 
classification tasks [51].  

One example of  application of  the PCA can be  found  in  [117], where  the  technique  is 
applied for bearing diagnostics purpose. The experimental findings showed that the benefit of the 
use  of  only  the  features  identified  by  PCA  rather  than  the  use  of  the  original  13  features  is 
substantial, as the accuracy of diagnosis improved from 88% to 98%. The paper proved that the 
suggested  PCA  technique  is  effective  in  classifying  bearing  failures  with  higher  accuracy  and 
fewer input features than using all the original features. 

Many other works that use PCA for the purpose of diagnostics can be found in the review 
[51]. 

 

7.2.1.3  Other ML techniques 
 

Other methods different from ANNs used in ML are for example knearest neighbours (k
NN) and Support Vector Machine (SVM).  

The  algorithm  kNN  is  a  nonparametric  approach  applied  for  both  classification  and 
regression problems. According to kNN categorisation, an object's class is the output, which is 
determined by a majority vote of its k nearest neighbours.  

SVMs  are  models,  trained  with  supervised  learning,  that  evaluate  data  used  for  non
probabilistic classification or regression problems. As stated in [51], results obtained with SVMs 
in many works are optimal and sometimes outperform ANN in bearing faults diagnostics.  

Many others algorithms can be used in classical ML for the purpose of electrical machine 
diagnostics,  besides  the  common  techniques  listed  above.  Some  of  them  are:  neural  fuzzy 
networks,  selforganizing  maps,  random  forests,  linear  discriminant  analysis,  extreme  learning 
machines (ELM), Bayesian networks, transfer learning, etc. [51]. 

 

7.2.1.4  Challenges in diagnostics with classical ML techniques 
 

To identify the occurrence of a bearing defect using a classical ML algorithm, characteristic 
fault  frequencies  can  be  computed  using  the  mechanical  speed  of  the  rotor  and  the  particular 
bearing geometry, as described in previous sections of this works. These frequencies will be used 
as fault features and the process to get them is known as “feature engineering”. The signal strength 
at  such  frequencies  can  be  tracked  to  train  different  ML  algorithms  and  identify  possible 
anomalies.  Nevertheless,  this  technique  can  have  many  challenges  that  eventually  impact  the 
accuracy of the classification. The main challenges are [51]: 



175 
 

  Sliding: The frequency of faults is determined on the premise that there is no sliding 
between the rolling element and the bearing raceway, i.e. that these rolling elements 
perfectly roll on the raceway. However, this is rare in reality, as the rolling element 
often  undergoes  a  combination  of  rolling  and  sliding  motion.  As  a  result,  the 
determined frequency may deviate from the actual frequency of fault and make this 
feature,  that  is  manually  selected,  less  characteristic  of  the  bearing  fault.  This 
phenomenon is also called “slippage” [29]. 

  Frequency interaction: If several types of bearing faults happen at the same time, 
they will interact. the resulting characteristic frequencies may add or subtract due 
to  a  complicated  electromechanical  process,  thus  blurring  the  characteristic 
frequencies. 

  External vibrations: The possibility of disturbances from other vibration sources, 
i.e. bearing looseness and surrounding vibrations, can occur, obscuring the useful 
characteristics. 

  Observability: Certain defects, such as  improper bearing  lubrication and general 
roughness problems, do not occur either with a characteristic cyclical frequency. 
This makes very difficult to identify them with classical databased ML methods or 
traditional modelbased spectral analysis. 

  Sensitivity:  The  sensitivity  of  various  features  of  the  bearing  defect  may  differ 
considerably under different operating conditions. A very indepth and consistent 
“learning phase” is usually necessary to test the sensitivity of these harmonics to 
any working condition before it can be actually used with the traditional approach. 

 

Due  to  the  above  challenges,  manual  feature  engineering  based  on  the  frequency  of 
characteristic bearing failures can be difficult to interpret and can sometimes lead to inaccurate 
classification  results,  especially  when  applying  classical  “shallow”  ML  methods  that  rely  on 
features built by humans in the formation process. So, an automated feature extraction, typical of 
DL methods can be desirable, as will be discussed in the next section. 

 

7.2.2  Fault diagnostics with DL techniques 
 

As introduced before, DL is a subset of ML with the main characteristic of having deeper 
network architecture, i.e. the networks include more hidden layers than that present in shallow NN 
(that  have  at  maximum  one  hidden  layer).  DL  algorithms  learn  to  represent  the  concepts  in  a 
hierarchical way, with every notion being defined in connection with simpler concepts, and the 
more abstract representations calculated from those that are less abstract. 
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The current transitioning from classical ML algorithms, mainly composed by ANNs with 
shallow architectures, to deeper architectures typical of DL can be ascribed to the reasons listed in 
the following [51]. 

  Data availability. With the advent and diffusion of the internet and crowdsourced 
labelling  mechanism  e.g.  Amazon  mTurk,  there  has  been  an  explosion  of  data 
availability  essential  for  the  training  of  deep  learning  architectures.  Datasets  in 
different  domains  appear  and  are  freely  available  on  the  web;  for  example, 
ImageNet  for  image  recognition,  COCO,  a  largescale  object  detection, 
segmentation, and captioning dataset, VoxCeleb, an audiovisual dataset consisting 
of short clips of human speech. DL usually need a large amount of labelled data 
and these datasets permits the correct training of these architectures. However for 
some  applications,  including  diagnostics  of  electrical  machines  or  bearings, 
although there already exist public datasets, as for example [102], data are not yet 
in some cases so copious, and are not easy to acquire. In these cases, ML techniques 
can actually still compete with DL techniques, as the amount of data is sometimes 
insufficient to train completely a DL network (see Figure 101). However, techniques 
like transfer learning can help with this issue, as will be explained in the following. 

 

Figure 101: DL and classical ML algorithms performances for certain amount of data [118] 

 

  Algorithm evolution. Other techniques have been invented and matured in terms of 
controlling the process of training the networks of deeper models in order to achieve 
faster  speed,  better  convergence  and  better  generalisation  of  the  models.  For 
instance, algorithms like ReLU (Rectified Linear Unit) aid speed up convergence 
time; dropout and pooling techniques help to prevent overfitting of the networks; 
numerical optimisation, including methods such as minibatch gradient descent and 
other optimizers, helps to train deeper models and exploit more the data available. 
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  Hardware  evolution.  The  training  of  deep  networks  is  very  intensive  from  a 
computational  point  of  view,  but  executions  on  high  performance  Graphical 
Processing  Units  (GPUs)  can  dramatically  speed  up  the  training  process.  In 
particular,  the  GPUs  offer  parallel  computation  capabilities  and  much  more 
compatibility with deep neural networks with respect to CPUs, which makes them 
favourite for training algorithms based on DL architectures. In the last few years, 
moreover, in addition to GPUs, hardware like FPGAs (Field Programmable Gate 
Arrays),  ASICs  (ApplicationSpecific  Integrated  Circuits)  and  TPUs  (Tensor 
Processing Units) have driven the rapid evolution of DL algorithms. 

 

All of the above factors are contributing to the new generation of applying DL algorithms 
to a variety of datarelated applications. In particular, some of the main advantages of using these 
architectures instead of ML techniques are listed in the following [51]. 

  Best performances. DL algorithms have the bestinclass performances that clearly 
outperform other solutions in multiple domain problems, e.g. speech recognition, 
language processing, computer vision, gaming, etc. 

  Feature  Extraction:  as  announced  before,  DL  remove  the  necessity  of  feature 
engineering. This phase is very decisive in a classical ML algorithm and requires 
human effort and experience in the domain knowledge. Nevertheless, when a deep 
neural network is used, there is no need for a manual feature engineering process. 
It is necessary to just feed the data straight to the network, and it can automatically 
learn  features  from  the  raw  data  source  by  autoadjusting  the  weights  in  the 
network. The challenging phase of feature engineering is so completely removed 
by the DL architectures. 

  Transferability.  The  powerful  expression  and  the  high  performances  of  a  deep 
neural network trained in one domain may be readily transferred or generalised to 
other  settings,  contexts  or  domains.  Architectures  of  DL  networks  can  be  more 
readily adapted to new problems than classical ML techniques. For example, issues 
in various domains such as time series, computer vision, and language processing 
or  synthetizing  are  solved  using  the  same  techniques  such  as  recurrent  neural 
networks, convolutional neural networks, long shortterm memory, etc. 

 

Thanks to  the reasons expressed in this section the DL techniques have grown and will 
continue to grow in many applications, including diagnostics of electrical machines and bearings. 
In the following part of this section a description of the main DL architectures will be presented, 
with  particular  regards  to  the  Convolutional  Neural  Network  (CNN)  architecture,  that  is  the 
network used by the author in [110]. 
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7.2.2.1  Convolutional Neural Networks (CNNs)  
 

In  the  DL  contest,  CNNs  are  a  class  of  ANNs  commonly  used  for  image  analysis  or 
computer vision. CNNs are based on the sharedweight architecture composed by the so called 
filters  or  convolution  kernels  that,  sliding  along  the  input  multidimensional  vector,  recognize 
features and provide the feature maps, i.e. translationequivariant feature maps. 

CNNs are also called Shift Invariant ANNs (SIANNs) because of their property to be translation 
insensitive  as  announced  above.  This  architecture  is  composed  of  many  layers  (it  is  a  DL 
architecture) in which the procedure of convolution is repeated many times to obtain a hierarchical 
feature recognition:  the  lower  layers  recognize  lowlevel  features, e.g. edges and corners  in an 
image,  while  higher  levels  convolutions  recognize  more  complicated  features,  e.g.  objects 
composed by many edges and corners. It has to be said, however, that the CNNs are not used only 
for  image  recognition  and  similar  applications  like video  recognition,  image classification and 
segmentation, medical image analysis, but they are also used for recommender systems, natural 
language processing, financial time series and others [119]. 

Each filter or kernel used in the convolution operation shifts over the input data involving 
a small receptive field (e.g. 5x5 pixels) during each movement, as shown in Figure 102. 

 

Figure 102: Neurons of a convolutional layer and their receptive field [119] 

 

As  announced  above,  the  CNNs  are  based  on  the  kernels  that  operate  the  convolution 
operation in an image or data vector. However, there are many other kinds of layers in a CNN 
other than the convolutional ones; some of them are the pooling layers and dropout layers. Usually 
a pooling layer follows the convolutional layer for the downsampling process. The pooling layers 
can be of various type, e.g. average pooling or max pooling. The most used is the max pooling and 
it  is  an  operation  consisting  of  keeping  the  maximum  value  of  a  neighbourhood  (generally  a 
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square) of pixels. The combination of convolution and pooling layers is repeated many times in 
the architecture to get deeper into the details of the features. It should be noted that with the use of 
shared weights of the kernels it is possible to have much deeper networks than networks with fully 
connected layers, i.e. Multilayer Perceptrons (MLPs) or classical shallow ANNs; in fact, sharing 
the weights means that there are much less weights to train for each layer, giving the possibility to 
have a much higher number of hidden layers.  

Dropout  or  dilution  techniques  are  regularization  techniques  implemented  for  reducing 
overfitting in the ANN. The dilution technique consists in thinning the weights of the network, 
while dropout is the random omission (dropping out) of some of the weights in the neurons (both 
visible or hidden) during  the process of  the  training of  the network. These  techniques are both 
carried out for reducing overfitting, as stated before, and sometimes are both referred as dropout 
technique (also when actually dilution is performed).  

In a CNN after the convolutionpooling layer pairs succession and the dropout layers, one 
or  more  final  fully  connected  layers  are  used  to  perform  the  classification  of  the  signal  (as  a 
classical shallow ANN). Before the final fully connected layers, the data, from a multidimensional 
form, are transformed in a 1D vector:  the data are “flattened”  to be fed to the fully connected 
layers. 

A softmax activation function is  then generally used in the last fully connected layer to 
have as classification output the probability of each output class. With this function the sum of the 
probabilities of all  the classes will give 1 (100%) as expected, so  it normalizes  the output  to a 
probability distribution over  the predicted  classes. Other  activation  functions used  in  the other 
layers can be  for example  the sigmoid  function, hyperbolic  tangent, ReLU, etc. with  the  latter 
becoming the most popular for deep learning architectures. 

Though CNN were born in the 1980s, for the diagnostic purposes the first paper using this 
kind of architecture was published in 2016 [120]. After this paper many others were published in 
a small amount of time using the same DL architecture [51]. A typical scheme of CNN used for a 
bearing fault detection and classification is presented in [121] and shown in Figure 103. 

 

Figure 103: Typical scheme of a CNN for fault detection and identification [121]. 

 

Particularly,  in  the  work  [121],  the  vibration  signals  from  different  accelerometers  are 
collected as 1D raw timedata and stacked to form a 2D vector similar to an image representation. 
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Then the images are passed through the network in which convolutional and pooling layers are in 
succession to respectively perform the feature extraction and the downsampling of the data. As 
stated before,  the  succession of  these  two operations permits  to have a deeper network and  to 
extract  the  features  in  a  hierarchical  way.  Eventually  the  output  of  the  hidden  convolutional
pooling layers is fed to the final fully connected layer with softmax probability function used as 
activation function. 

Many others CNN based works are presented in the review [51] focused on bearing fault 
diagnostics. The most important characteristics of this architecture, applied to the diagnostics of 
electrical machines and bearings are resumed in the following: 

  CNN is able to learn from raw data (often vibration data are used). 
  If preprocessing of the data is performed, particularly advanced techniques are not 

required; for example, it can be used a scaled discrete Fourier transform. 
  The  automatic  feature  learning  of  a  CNN  outperforms  the  manual  feature 

engineering used in classical ML methods. 
  CNN’s feature learning approach permits to perform more difficult predictions that 

are not performed through classical ML methods: bearing health prognostics, early
stage faulty conditions, classifications of faults that do not exhibits characteristics 
frequencies, e.g. due to lubrication degradation, etc. 

  Astonishing classification accuracies can be reached with this architecture, often 
over 99% on test sets. 

  Very deep CNNs can be implemented and can reach and maintain high accuracy in 
noisy environments and under varying load conditions. 

  Some adapted CNNs can reach high accuracies even with large speed variation of 
the machines due to different supply frequencies imposed by an inverter. 

  Sensor  fusion  used  in  symbiosis  with  CNNs  increases  the  fault  classification 
accuracy. 

  Though usually 2D CNNs are used because of their excellent results, with some 
adaptations also 1D CNNs can be used simplifying the preprocessing of the time
series signals and reducing the training data required. 

  In literature, works are performed with laboratory datasets or public datasets. CNNs 
show to have high performances with many datasets, with single or multiple signals, 
and with artificially induced faults or realistic flaws caused by accelerated stress 
tests. 

It has to be said, however, that CNNs and DL algorithms in general can suffer of overfitting 
(even more than the less complex models used in classical ML). This phenomenon appears when 
a model attempts to “mechanically” fit all of the training data leading to a memorization of the 

patterns in the data as well as the noise and random oscillations. Some techniques used to avoid 
the overfitting phenomenon are [122]: 
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  The augmentation of the training data, i.e. having more training data by generating 
slightly different data from the original ones. This is done, for example, in a image 
recognition task, by flipping the images, translating them of a certain amount of 
pixels or adding noise to them, etc. 

  Early stopping of the training process where a too high number of epochs is set. In 
other words, if the model achieves a good classification accuracy before reaching 
the set final epoch, stopping the training can avoid overfitting. 

  Features  selection.  By  choosing  the  best  features  or  data  to  train  the  model, 
removing the useless or unnecessary data and features, the overfitting phenomenon 
is reduced. 

  Reducing as possible the complexity of the model. Starting with a less complex 
model and then gradually adding complexity to it to increase the performaces, can 
produce a better neural network model, more immune to overfitting. 

  Introducing  dropout  layers  in  the  model.  Dropout  layers,  placed  between  other 
layers  in  the  network,  permits  to  randomly  ignore  some  of  the  outputs  of  the 
previous layer. This helps to reduce the complexity of the model and so to reduce 
the overfitting phenomenon.  

 

7.2.2.2  Other DL approaches used in bearing diagnostics 
 

Other  DL  methods,  used  in  diagnostics  are  reported  in  this  section,  though  without  a 
detailed explanation since they are not implemented  in the work of the author presented in this 
chapter [110]. The review [51] is used as guideline of this section. Though in [51] only techniques 
for bearing fault diagnostics are reviewed, these techniques can be used for general diagnostics of 
electrical machines, carrying some modifications in the input data or in the networks. 

 

7.2.2.2.1  Auto-encoders  

 

Autoencoders  (AEs)  were  introduced  in  the  1980s  for  an  unsupervised  pretraining  of 
ANNs.  After  years  of  development,  the  autoencoder  has  been  widely  employed  as  an 
unsupervised feature learning approach and a pretraining method for multilayer neural networks. 
The process of training an autoencoder with one hidden layer is depicted in Figure 104, [123]. 
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Figure 104: Training process of one hidden layer autoencoder  

 

In particular, an autoencoder is trained from an ANN, consisting of two components: the 
encoder and the decoder. The encoder output is supplied to the decoder as input. The ANN uses 
the  mean  square  error  between  the  native  input  and  output  as  the  loss  function,  which  aims 
essentially  to  generate  the  final  output by mimicking  the  input data. Once  this ANN has been 
trained, the decoder component is dropped and only the decoder component is retained. Thus, the 
output of the encoder is the feature representation that can be used in the next classifier step. 

Many  works  can  be  found  in  literature  that  apply  autoencoders  to  the  bearing  fault 
classification as stated  in  the review [51]. The main characteristics of ANNs including AEs or 
modified autoencoders are: 

  Higher  classification  accuracy  with  respect  to  normal  Back  Propagation  Neural 
Networks (BPNNs). 

  Stacked Denoising Autoencoders (SDAs) permit to have robust feature extraction 
in noisy ambients and under different loading conditions. With this classical ML 
methods architecture can be outperformed, such as SVM and Random Forest (RF), 
and also DL architectures, such as Deep Belief Networks (DBNs). 

  Deep  autoencoders  can  be  built  also  with  different  activation  function  for  each 
stacked component for having a better unsupervised feature engineering (from the 
acquired vibration signal).  

  Some  kinds  of  AEs,  such  as  the  Deep  Wavelet  Autoencoders  (DWAE),  can 
outperform ML methods or other form of deep autoencoders. 

  Deep Neural Networks with stacked sparse autoencoders can be used to reduce the 
amount of data for the training of the model to the 30% of the original data. 
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  To  reduce  the  DL  model  complexity,  a  fullyconnected,  winnertakeall 
autoencoder can be used. The method handles the higher accuracies in bearing fault 
diagnostics  and  showed  better  behaviour  in  noisy  condition  than  other  deeper 
architectures such as CNNs. 

  As a disadvantage it must be said that autoencoder methods need 610 times higher 
training times with respect to normal ML methods. 

 

7.2.2.2.2  Deep belief networks 

 

In  the  Deep  Learning  contest,  a  deep  belief  network  (DBN)  may  be  thought  of  as  a 
combination of  simple unsupervised networks  like  Restricted Boltzmann Machines  (RBMs) or 
autoencoders,  in  which  each  hidden  layer  of  each  subnetwork  acts  as  a  visible  layer  for  the 
subsequent one. The architecture is visible in Figure 105, in which the coloured boxes indicates 
the subnetworks blocks [124]. An RBM is an undirected generative model based on the energy 
with an input layer “visible”, a hidden layer and linkages between, but not within, the layers. This 
arrangement  yields  to  a  rapid  unsupervised  layerbylayer  training  process,  where  contrastive 
divergence is imposed on every subnetwork in turn, starting with the “lowest” couple of layers in 
the structure. This layerbylayer avid process for the training of the network brought to one of the 
earliest efficient deep learning models [125].  

A lot of intriguing actuations of DBNs exist  in realworld applications like for example 
natural  language  understanding  and  drug  discovery.  Its  first  application  on  the  diagnostics  of 
bearing defects was released in 2017 [124]. 

 

Figure 105: Architecture of a deep belief network [124]. 
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7.2.2.2.3  Recurrent Neural Networks 

 

Unlike a  feedforward neural network, a  recurrent neural network  (RNN) computes  the 
input information with recurrent patterns. The architecture of a RNN is illustrated in Figure 106. 

Having a stream path from the hidden layer to itself, when unwound in series, it may be 
thought as a feedforward neural network in the input sequence. Using a sequential pattern, it may 
catch  and  model  sequential  relations  in  time  series  or  sequential  data.  Nonetheless,  frequently 
trained  by  backpropagation  through  time,  RNN  suffers  from  the  recognised  problem  of  the 
gradient vanishing/exploding because of its nature. 

 

Figure 106: Scheme for a (a) RNN and (b) RNN over time step [126] 

 

The development of longterm shortterm memory (LSTM) in 1997, that is part of RNNs, 
remedied  to  the  above  mentioned  disadvantage  of  this  kind  of  architecture  and  increased  the 
diffusion of RNNs. In particular, LSTMs are enhanced with the addition of recurrent gates (the 
“forget”  gates).  LSTMs  showed  an  amazing  ability  in  remembering  and  modelling  longterm 
dependency in the data, thus taking a dominant role in time series and textual data analysis. Until 
now, it achieved huge results in the areas of speech recognition, natural language processing, video 
analysis, handwriting recognition, and other applications. 

An early RNN application on bearing faults diagnostics was first reported in 2015 [126]. In 
the work the fault characteristics are first extrapolated applying the discrete wavelet transform and 
subsequently  selected on  the basis of orthogonal  fuzzy neighbourhood discriminative  analysis. 
Such features in turn are fed to an RNN in order to accomplish the diagnosis of bearing faults. 
Experimental  results  demonstrated  that  the  suggested  RNNbased  design  had  the  ability  to 
thoroughly detect and classify the faults in the bearing. 

Other works with RNN schemes and other architectures such as Generative Adversarial 
Networks (GANs) are presented in [51] and are not reported here for brevity. 
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7.2.3  Transfer learning techniques 
 

A successful diagnosis of bearing faults based on ML and DL is founded on a huge quantity 
of extensively  annotated data  [51]. Similar are  the  requirements  for general  electrical machine 
diagnostics. However, in most practical uses, the collection of huge mass of data is not reasonable 
due to: 1) the potentially hazardous and serious effects of running machines in faulty conditions; 
2) the potential for a long and tedious degradation process before the desired failure appears; 3) 
the  likelihood  of  a  large  number  of  operating  circumstances  with  various  different  loads  and 
speeds. 

Moreover, when identifying the existence of bearing failure, the classification accuracy of 
DL techniques trained using either publicly available datasets or selfcollected datasets taken in a 
laboratory setting would inevitably decline in a reallife case. Although, if information from the 
same machines or bearings is employed, considerable amount of dispersion disagreement between 
characteristics of the training and test sets is unavoidable if the loads or speeds are different. So 
performances of the networks are still not optimal in all conditions [51]. 

Transfer learning, which was created to address this practical and widely existing issue in 
a variety of applications, has sparked a  lot of  interest  in  the machine  learning community, and 
various transfer learning frameworks based on classical ML or, alternatively, DL algorithms have 
been proposed. Some work and review about transfer learning in classical ML algorithms can be 
found for example in [127130]. 

Domain adaptation is a prominent strategy for all forms of transfer learning methodologies. 
In fact, domain adaptation establishes knowledge  transfer from the source domain to  the target 
domain  by  examining  domaininvariant  characteristics  [131].  Domain  adaptation  methods  can 
thereby alleviate the distribution difference between the two domains using labelled data from the 
source domain and unlabelled data from the target domain.  

However, integration of deep learning and transfer learning methodologies has been more 
and  more  popular  in  recent  years.  To  offer  the  domaintransfer  ability  while  keeping  the 
outstanding  automated  feature  learning  ability,  specially  built  domain  adaption  modules  are 
integrated with deep learning architectures [131135]. 

For example, [133] proposes a domain adaption module to help a 1D CNN to learn the 
domaininvariant features by optimising the domain recognition error and reducing the distribution 
distance probability. Three datasets are used to test the efficacy of domain adaptation: the CWRU 
dataset, the Intelligent Maintenance Systems (IMS) dataset, and the railway locomotive bearing 
dataset. By training on one dataset and testing on another, a mean accuracy of 86.3% is reached, 
outperforming the traditional CNN’s 53.1% and two current domain adaption frameworks’ 75.6% 
[129] and 78.8% [130]. 
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Other examples of transfer learning applied to DL architectures are presented in [51]. A 
scheme of the transfer learning technique is reported in Figure 107. 

 

Figure 107: Scheme of the transfer learning technique [136] 

 

7.3  Proposed method 
 

In the work of the author [110], a transfer learning technique is used to train two CNNs for 
the identification of bearing faults. The two neural networks used, as stated in the introduction, are 
AlexNet  and  CommandNet,  CNNs  originally  designed  and  trained  respectively  for  the  image 
recognition and human speech recognition. 

The signal used is the vibration signal that has been transformed into a 2D timefrequency 
representation form by the use of the Short Time Fourier Transform (STFT). The vibration signal 
used is taken from laboratory measurements with the instrumentation described in 3.3.7 and 3.3.8 
(MEMS  and  piezoelectric  accelerometers),  denominated  “Pavia  data”,  and  from  the  publicly 
available  Case  Western  Reserve  University  (CWRU)  bearing  dataset.  With  the  Pavia  data, 
vibrations are collected with healthy bearing,  faulty bearing (crack  in  the outer  race), and with 
Low Frequency Torque Oscillation (LFTO) conditions, with healthy or faulty bearing.  

Three different groups of tests are carried out using the two CNNs: a preliminary 3output 
classes  network  test,  tests  with  the  two  dataset  images  mixed,  and  tests  with  6output  classes 
networks. 
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7.3.1  Experimental setup 
 

The two datasets used for feeding the networks are described in the following. 

 

7.3.1.1  Pavia dataset 
 

The  “Pavia”  data  are  collected  using  the  test  bench  described  in  Chapter  3.  The  main 
characteristics of the acquisitions regarding this work are the following: 

  The motor used is mainsfed, 1.5 kW, 4 poles, threephase squirrel cage. The supply 
frequency is 50 Hz. 

  A magnetic powder dynamometer has been used. Tests are carried out at constant 
load,  or  with  LFTOs,  with  different  frequencies:  very  low  oscillation  and  low 
oscillation frequency. 

  Measurements are carried out with a healthy and with an outerring fault bearing. 
  Two accelerometers with different location on the machine and bandwidth are used. 

The piezoelectric accelerometer has 10 kHz bandwidth and it  is  located near the 
bearing under test. The MEMS accelerometer has 1.5 kHz of bandwidth and it is 
located on the body of the machine. 

  Data are sampled at 20 kS/s and 219 samples are collected for each measurement. A 
set  of  20  consecutive  measurements  is  stored  for  each  machine  condition 
considered. 

 

7.3.1.2  CWRU bearing dataset 
 

The CWRU bearing dataset has the following characteristics: 

  The motor used is mainsfed, 1.5 kW, 4 poles, threephase squirrel cage. 
  However, the supply frequency is different, from the motor tested in Pavia, i.e. 60 

Hz. 
  A DC machine is used as dynamometer. Tests are available in the dataset at three 

different constant loads. In the work only the cases with constantload at 1.5 kW 
have been considered. No LFTO conditions are available in the dataset.  

  Three or four different severity of fault are recorded in the dataset. The location of 
the fault can be in the outer race, inner race or balls. For the outer race, locations at 
hour 12, 3 or 6 are available. In the work the three severity levels for the outer race 
fault at hour 6 have been considered. 
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  Fanend, driveend and basement vibration are collected. In the work only drive
end bearing data have been considered to be more coherent with the Pavia data. 

  The segments sampled at 12 or 48 kSample/s make up the data from the CWRU 
dataset. Only one segment of approximately 500000 samples is collected for each 
machine condition. This corresponds to an amount of data approximately 20 times 
less rich than the Pavia dataset. 
 

The test bench used for collecting the CWRU dataset is represented in Figure 108. Other 
information about the dataset can be found in [102]. 

 

Figure 108: Test bench of the CWRU dataset [102] 

 

7.3.1.3  The AlexNet CNN model 
 

The  authentic  AlexNet,  developed  by  Alex  Krizhevsky  and  his  collaborators  in  2012, 
includes eight layers with learnable weights, the first five of which are convolutional, with some 
of them that are followed by a max pooling function, and the final three of them are fully connected 
[136]. The network is built to be trained on two GPUs and includes other essential features, such 
as the use of Rectified Linear Units (ReLUs) to simulate a neuron’s output, that made it particularly 
novel and efficient at the time. 

A model of AlexNet is available in the MATLAB deep learning toolbox and has been used 
in the work [110]. The model consists of 25 layers in series, of which eight are learnable (as before, 
five convolutional and three fully connected), as well as layers for normalisation, max pooling, 
ReLUs, two dropout layers and a last softmax probability layer. The native network gets colour 
images of 227×227 pixels as input, with three channels, i.e. red, green and blue (RGB). It takes up 
approximately 300 Mbytes of disk memory. 
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The transfer learning technique has been implemented by the author to adapt the network 
to the target data, i.e. bearing vibration data. Specifically, for the fault diagnostic purposes, the 
first alteration made to the net  is  the replacement of the final fully  connected layer (with 1000 
output classes) with one layer consisting in only two, three, or six output classes, according to the 
group of tests considered. An additional change is the replacement of the first two layers (the input 
layer and the first convolutional layer) with some that are more suited to receive grayscale pictures. 
In  opposition  to  pictures  in  colour,  greyscale  images  were  favoured  to  ensure  that  the  net 
perceived the images’ intensity as the signal’s intensity (not dependent on the arbitrary colour map 

chosen in the spectrograms generation). 

 

7.3.1.4  The CommandNet CNN 
 

The commandNet network is a convolutional network with 24 layers that is provided in the 
MATLAB Audio toolbox. Five convolutional layers, each followed by a batch normalisation layer 
and a ReLU, four max pooling layers, one dropout layer, one fully connected layer, and a softmax 
layer make up the network. The network receives grey scale pictures, i.e. vibration spectrograms, 
with a size of 98x50 pixels, in which the abscissa is representing the time axis and the ordinate 
represents the frequency axis. The network is considerably less heavy than the AlexNex, weighing 
only 230 kbytes. The lightness of the network is given from the smaller input layer size, that is 
composed of only one channel for the recognition of only the grey scale values instead of the three 
RGB values. Moreover, the network has only one fully connected layer instead of the three present 
in AlexNet and the size of it is much reduced as it has originally only 12 output classes (it can 
recognize 12 voice commands), instead of the 1000 of AlexNet. 

To the purpose of the transfer learning, the sole change made to the CommandNet network 
is the replacement of the final fully connected layer (including the connected softmax layer and 
the output classification layer) with ones that are appropriate for the number of output classes we 
are interested in. It was not necessary to change the input layer since the network was already set 
to receive grey scale images. 

In the next sections of this chapter the parameters and hyperparameters employed in the 
retraining process will be presented. 

 

7.3.1.5  Transformation in timefrequency domain  
 

The vibration data are acquired in time domain, and stored as a series of timesequence 
segments. The Short time Fourier Transform (STFT) is used to transform the data in time domain 
into  the  timefrequency  domain.  The  generated  images,  called  spectrograms,  represent  many 
Fourier transforms in short time intervals with colour intensity representing the signal intensity. 
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For  each  motor  condition,  the  processing  of  the  Pavia  data  begins  with  40  main  time
segments of 218 samples each. The recordsequences are first decimated: data is decimated with a 
decimation ratio of 10, so from a sampling frequency of 20 kHz, a decimated sampling frequency 
of 2 kHz is reached and a size of 26215 samples for each recordsegment. For the ShannonNyquist 
theorem,  this  indicates  that  the  spectrograms  will  have  a  frequency  range  of  01000  Hz.  This 
frequency  range  was  chosen  because  it  produced  the  greatest  results  in  several  preliminary 
experiments.  Indeed,  while  specific  fault  characteristics  can  be  found  and  enhanced  at  higher 
frequencies [29], the networks appear to see domain invariant characteristics at low frequencies; 
evidently, the Ball Pass Frequencies Outer Race (BPFOs) [29], [84], while not always markedly 
prominent, are visible with very similar patterns (dependent only on the rotational frequency and 
geometrical characteristics of the bearing) in the lowfrequency range and are not dependent on 
natural resonance frequencies of the bearing. 

In the case of the CWRU data, the data taken from the dataset had a sample frequency of 
48 kHz. To get a decimated frequency of 2400 Hz, the data was decimated using a decimation 
factor of 20. This value was used because the motor’s mains frequency in the dataset is 60 Hz, 
thus 6/5 of the Pavia data’s decimated frequency was utilised to maintain the same spectrogram’s 
harmonic order range (50 Hz mains supply has been used in the Pavia dataset). 

The length of the segments extracted from the CWRU dataset for each scenario is around 
500000 samples; after decimation, the segment is reduced to 24254 samples. For the production 
of the images, this segment is separated into 20 overlapping parts. Each overlapping segment has 
a total of 2425 samples. The overlapping ratio is 2/3 of the segment length. 

The vibration signals are normalised after decimation: the mean value is removed and the 
set of data is divided by its standard deviation; this is done in many works in literature, see for 
example [138], to make it easier to compare signals from different sources. 

The  function  to  perform  the  STFT  is  the  spectrogram  function  of  MATLAB.  The 
spectrograms have  to be created using subdivision windows on which  the Fourier  transform is 
carried out (shortterm). Table 43 summarises the length of the windows and other factors selected 
for the STFT transformation. A Hamming function is applied to each window.  

Although  the spectrograms are resized after  the generation with  the  imresize MATLAB 
function (included in the ImageDataAugmenter set of options for the training of the networks) to 
match the precise dimension of the network’s input layer, the spectrogram parameters are chosen 

as shown in Table 43 to generate an image with a size very close to AlexNet’s input layer size 

(227x227  pixels),  and  to  avoid  possible  information  loss  during  the  resizing  of  the  image. 
Conversely, for the image generation for the feeding of CommandNet, the spectrograms generated 
with the parameters of Table 43 are resized with imresize to a 98x50 pixel format images, to match 
the network input layer. 
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Table 43: Parameters of the spectrogram transformations 

DATA  Window length  Overlapping samples  FFT 
bins 

Frequency 
resolution [Hz] 

Window time 
[ms] 

Pavia  157  42  452  4.4  78.5 

CWRU  452  433  452  5.3  188 

 

7.3.1.6  Image generation 
 

Following the formation of the spectrograms, the values are transformed into dB values in 
order to compress the dynamic range; the value is then renormalized to the range of values 01 in 
order to provide an intensity signal for picture generation. 

The picture is created by utilising the “imwrite” function to create greyscale images in jpg 
format  for  network  feeding.  To  avoid  any  information  loss,  the  transformation  mode  is  set  to 
“lossless.” 

In certain tests, a threshold filter is employed to increase the network accuracy: all signals 
below a certain dB threshold are set  to zero. This means that only harmonics with an intensity 
greater than the threshold are visualised in the spectrogram picture, allowing the networks to detect 
the patterns of the fault characteristic harmonics in a better way. The choosing of the threshold 
value,  however,  may  be  challenging  since  the  strength  of  the  fault  harmonics  varies  with  the 
intensity of the fault. 

The  amount  of  pictures  used  for  each  motor  state  varies  depending  on  the  test,  but  in 
general, 20 to 60 frames are utilised for each condition. Typically, 70% of each of these sets of 
photos is set aside for training and 30% is set aside for validation. In other experiments, the image 
groups are separated into three categories: 65% training, 25% validation, and 10% network testing. 

The  ImageDataAugmenter  MATLAB  training  option  is  used  to  augment  all  training 
pictures: the images are mirrored on the X axis and translated on the X and Y axes by a value of 
up  to  30  pixels.  With  a  bilinear  pixel  value  interpolation  and  an  antialiasing  filter,  the 
ImageDataAugmenter function also provides a resizing function for pictures. 

Figure 109 shows some examples of pictures generated from Pavia data. 
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Figure 109: Images of various motor conditions from Pavia data, with 227x227 pixels (6 classes tests). 

 

7.3.2  Tests carried out with the CNN networks 
 

The classification results of the networks will be reported in this section. Variants to the 
tests include different number of output classes and the use of one or both the datasets combined. 

A Stochastic Gradient descent with Momentum (SGDM) optimizer with a cross entropy 
loss  function  is  utilised  to  retrain  the networks  for  the  Transfer  Learning  (TL) procedure. The 
chosen momentum value is 0.9. The momentum can be chosen between 0 and 1 and represents the 
value of the contribution of the previous iteration step to the optimization function. The SGDM 
method calculates  the  loss  function gradient and changes  the parameters using a minibatch of 
training data. In the majority of tests, the minibatch size is set to 10 images, with each minibatch 
is representing the imaged passed in one iteration. As opposed to an iteration, an epoch is a full 
pass of data to the network; the number of epochs chosen in the process of the networks training 
in the various tests has been set to a maximum of 16 epochs. 

Since the weights of the transferred layers, i.e. the central layers of the original network, 
do not have to change their values during the retraining phase, the network’s learning rate for these 

connections  is maintained  low (104). Conversely,  the replaced  last  fully connected  layer  is  the 
layer that must learn fast; as a result, the weight and bias learn factor ratio for this layer is set at 
values ranging from 3 to 40. This means that the final fully connected layer will learn three to forty 
times  faster  than  the  other  layers  of  the  network.  The  validation  frequency,  in  contrast,  is  a 
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coefficient that specifies how many times the validation procedure is done after each iteration. The 
value for this parameter has been set to 3. 

A laptop of the year 2019, ASUS “VivoBook S15 X530FN”, with intel i7 processor, 16 
Gb  of  RAM  and  dedicated  NVIDIA  “GEFORCE  MX150”  GPU  has  been  utilised  for  the 
calculations. The MATLAB Parallel Computing Toolbox is used to run the computations using 
GPU resources. 

 

7.3.2.1  Preliminary tests on threeoutput classes networks 
 

To  get  preliminary  results  on  their  functioning,  networks  with  three  output  classes  are 
employed in these first tests. Solely Pavia data are utilised, with 40 images per class including just 
the  vibration  from  the  piezoelectric  accelerometer.  The  three  classes  to  be  identified  by  the 
networks are “Healthy” state, “Faulty”, i.e. bearing with localised fault in the outer raceway ring, 
and “Oscill”, i.e. the bearing in healthy condition but with LFTO at 0.5 Hz. 

The training/validation subset ratio, weight, and bias learning rate are all hyperparameters 
that  are  evaluated  with  the  AlexNet  network  model.  In  addition,  in  certain  experiments,  the 
threshold approach in spectrograms is used for image preprocessing. Figure 110 depicts some of 
the images created using this approach showing more contrast with respect to the images generated 
without threshold (see Figure 109). 

 

Figure 110: Images generated with Pavia data, magnitude threshold set to 45 dB. 
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The  validation  accuracy  is  calculated  using  the  MATLAB  trainingprogress  interface, 
which  plots  the  training  and  validation  accuracy,  as  well  as  the  loss  function,  as  the  training 
progresses. The steadystate value attained  in  the graph  is  the  recorded value of  the validation 
accuracy  for  the  various  tests;  an  example  of  a  validation  accuracy  plot  is  shown  in  the  next 
subsection, in Figure 112. 

Table  44  illustrates  the  hyperparameters  and  preprocessing  technique  utilised  in  the 
AlexNetbased network  validation  tests,  as well  as  the validation accuracy  achieved. Table 44 
shows that the optimal weight and bias learning rate variables have a value equal to 5 (in the case 
of 80/20% train/validation ratio), and that the threshold strategy enhances accuracy in Test B when 
compared to Test A, but not in Tests D when compared with test C. 

Table 44: 3output classes preliminary tests with the network based on AlexNet  

Test  Train/Val ratio %  Weight and Bias rate  Threshold technique  Validation accuracy 

A  70/30  20  NO  66.7 % 

B  70/30  20  45 dB  85 % 

C  80/20  5  NO  91.7 % 

D  80/20  5  45 dB  79 % 

 

In the training process of the networks 16 epochs and 10 pictures for each minibatch were 
used. Table 45 summarises the number of pictures, iterations, and execution time of the process 
used in the AlexNet based network. 

Table 45: Training parameters for the AlexNet based network 

Train/Val ratio %  Train images  Validation images  Process iterations   Time for training [s] 

70/30 %  28  12  128  57 

80/20 %  32  8  144  103 

 

Table 46 summarises the hyperparameters used for the commandNet network, as well as 
the characteristics and validation accuracy outcomes. The results of threshold preprocessing are 
not presented in this scenario since they are completely equivalent to those without threshold. 

As can be seen confronting Table 45 with Table 46, in the majority of the tests, this network 
outperforms the AlexNetbased network in terms of validation accuracy. 
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Table 46: Training characteristics and accuracy results of the commandNet based network 

Test  Train/Val ratio %  Weight and Bias rate  Time for training [s]  Validation accuracy 

A  70/30  20  16  90% 

B  70/30  5  16  95.6% 

C  80/20  5  16  95.1% 

 

Even  though  the  validation  accuracy  differs  significantly  across  different  tests,  it  is 
preferred to use learning rate variables with a low weight and bias (a value of 5) since they provide 
better outcomes and the training process is more reliable. 

Because  this  network  is  substantially  lighter,  each  computation  takes  just  roughly  16 
seconds  to  complete  the  training  compared  with  57  or  103  seconds  necessary  for  training  the 
AlexNet based network. 

 

7.3.2.2  Tests on the networks with two mixed dataset  
 

The  more  varied  the  data  utilised  to  train  an  ANN,  the  more  reliable  the  classification 
results. The outcomes of the models trained with both the datasets used in this study (the CWRU 
and the Pavia data) will be provided in this section. 

In the datastore of the images, the data are mixed together before being split into validation 
and training images. In this test scenario, there are just two output classes: Healthy and Faulty. In 
fact, since no data with LFTO conditions are available in the CWRU dataset, the class “Oscill” 
has been eliminated to have an equivalent number of classes between the two datasets. 

The data from three distinct severities of the defect, given from the CWRU dataset, are 
combined with Pavia data for the training process in the Faulty class. In the healthy case scenario, 
part of the CWRU images are reused to achieve the same number of the faulty and healthy pictures. 
Because of the large collection of pictures already existing owing to the CWRU dataset, only 20 
images per class are utilised with the Pavia data, all of them from the piezoelectric accelerometer. 
Table 47 summarises the current scenario.  
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Table 47: Subdivision of the images from the two datasets used for the training and validation process 

Dataset  Fault  diameter 
(inches) 

#images  Data store   Tot 
images  

CWRU  0.007  20  “Faulty” 

 

80 

CWRU  0.014  20  

CWRU  0.021  20 

Pavia  Crack  20 

CWRU  Healthy  60  “Healthy” 

 

80 

Pavia  Healthy  20 

 

Moreover,  in Figure 111 several  images created  through STFT transformation from the 
mixed datastore are shown. 

 

Figure 111: Spectrogram images from the Pavia and CWRU mixed datastore 

 

As can be noticed confronting Figure 111 with Figure 109, the quality of the spectrogram 
pictures is degraded due to the shorter length of the segments of the CWRU data with respect to 
the Pavia data. Furthermore, it is possible to see in Figure 111 that two images of class “faulty” 
might appear highly different due to the fact that the harmonic patterns characteristics of the fault 
alter with the severity of the fault. This means that appropriately classifying the input data will be 
more  challenging  than  in  the  previous  group  of  tests,  in  which  only  one  fault  severity  was 
considered. 

The train/validation ratio in these experiments is kept at 75/25 %. As a result, there are 60 
images for each output class in the training process and 20 validation images for each class. The 
maximum number of epochs is set at 16, and the procedure takes 192 iterations with a minibatch 



197 
 

size of 10. After the 12th epoch, the AlexNetbased network reaches a stable validation accuracy 
of 97.5%, as shown  in Figure 112. To achieve  the optimum outcome,  the weight and bias rate 
factor were set to 3 and 5, respectively. 

 

Figure 112: Training and validation accuracies  for  the  AlexNet based network  trained with  the mixed 
dataset 

 

In this scenario of a mixed dataset, the accuracy results achieved with the commandNet
based network are worse to those obtained with the AlexNet model. With a weight and bias rate 
factor of 2 and 5, respectively, maximum validation accuracy is around 90%. Figure 113 depicts 
the validation and training accuracy procedure. 

 

Figure 113: Training and validation accuracies for the CommandNet based network trained with the mixed 
dataset 
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7.3.2.3  Networks with six output classes  
 

Three additional output classes are introduced into the networks in these final tests. Pavia 
data are used to train and validate, and in addition some data are kept apart so that a test accuracy 
and confusion matrix plot may be produced. Both piezoelectric and MEMS accelerometer data are 
used in this group of tests.  

Two  torque  oscillation  types  and  two  double  anomaly  situations,  corresponding  to  a 
simultaneous bearing  fault and  torque oscillation condition, are among  the new output classes. 
Torque oscillations of 0.2 and 0.5 Hz are included in the “Oscill1” condition, while those of 2 and 
3.33 Hz are included in “Oscill2”. The torque oscillation condition denominations “Oscill1DF” 
and “Oscill2DF” indicate that the torque oscillation condition is in simultaneous presence of the 
bearing defect. 

Table 48 lists the number of images generated for each sensor and oscillation condition. A 
total  of  80  pictures  for  each  condition,  corresponding  to  an  output  class  of  the  network,  are 
generated. 

Table 48: Quantity of spectrogram images generated for each sensor and oscillation condition 

Class  Piezo  MEMS 

“Healthy”  40  40 

“Faulty”  40  40 

“Oscill1”  20 @ 0.2 Hz & 20 @0.5 Hz  20 @ 0.2 Hz & 20 @0.5 Hz 

“Oscill2”  20 @ 2 Hz & 20 @ 3.33 Hz  20 @ 2 Hz & 20 @ 3.33 Hz 

“Oscill1DF”  Oscill1 + Fault  Oscill1 + Fault 

“Oscill2DF”  Oscill2 + Fault  Oscill2 + Fault 

 

The proportions 65%, 25%, and 10% are used in the datastore for subdividing the train, the 
validation,  and  the  test data  respectively. This means  that, with 80 pictures  for  each class,  the 
training, validation, and test datasets employ 52, 20, and 8 images, respectively. The maximum 
number of epochs is set to 16 and the minibatch is set to 10. The number of iterations required to 
finish the training process is 496. 

To  choose  the  hyperparameters,  various  experiments  are  conducted;  it  was  discovered 
that, for the AlexNet model, the weight and bias learning factors set to a high value of 40 result in 
the highest validation accuracy achieved, i.e. 80.8%. 

Conversely, with the weight and bias learn factors set to 20 and a minibatch value of 5, 
the  commandNet  model  achieves  a  good  and  steady  validation  accuracy  of  95%,  as  shown  in 
Figure 114.  
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Figure 114: The training and validation accuracy evolution during the training process for the 6output 
classes CommandNet model  

 

The confusion matrices are useful for evaluating the target classes misclassified with the 
output  classes.  The  confusion  matrices  are  assessed  using  the  test  dataset,  in  this  group  of 
experiments with 6output classes. The matrices are reported in Figure 115. 

 

Figure 115: Confusion matrices of the two networks for the 6output classes tests 

 

As can be noticed looking at the spectrogram pictures in the previous Figure 109, some 
classes are difficult  to discern at  first  sight. For  example, “Oscill2”  and “Oscill2DF”  are quite 
similar  to  “Healthy”  and  “Faulty”,  as  confirmed  by  the  confusion  matrices’ results. These 
classifications  are,  in  fact,  among  the  most  misclassified.  In  any  case,  both  the  AlexNet  and 
CommandNet models achieve acceptable test accuracy of 81.3% and 91.7%, respectively. These 
values are similar to the validation accuracies evaluated with the training progress plots for the 
two networks (80.8% and 95%): this confirm the validity of the models. 

The computation time for the training processes was around 23.5 minutes for the networks. 
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7.4  Discussion 
 

Machine Learning and Deep Learning are more and more used in the field of diagnostics 
of electrical machines. DL models can be more accurate than classical ML ones, however they 
need more data to be correctly trained. The Transfer Learning technique can be used in both ML 
and DL contests: it permits to use a network already trained with abundant “source” data to be 
adapted to another task using much less “target” data for the training. 

A Deep Learningbased approach for diagnosing bearing faults in an induction machine is 
provided in the work of the author [110]. In the work, through the TL technique, two pretrained 
networks, AlexNet and CommandNet, accessible in the MATLAB archive, have been modified to 
the aim of bearing fault identification and classification. Both of the networks are CNN networks 
that were originally created respectively for image recognition and speech commands recognition. 
However, both  the AlexNet and CommandNet models  recognize  images, but while  the  former 
directly processes images as input, the latter takes as input auditory spectrograms, that are images 
as  well,  but  more  similar  to  the  images  that  will  be  used  in  the  specific  application,  i.e. 
spectrograms of the vibration signals.  

With  the  two  modified  networks,  diverse  tests  are  carried  out:  initially,  a  preliminary 
training and validation process with three output classes is performed, using only data from the 
Pavia University laboratory dataset; secondly, both data from the laboratory and CWRU are used 
in the training for a two classes output tests; eventually, a six output classes arrangement is tested 
with the laboratory data. The network’s aptitude to distinguish LFTO of various frequencies, as 
well as the simultaneous existence of the fault and the torque oscillation condition, i.e. a double 
anomaly situation, is also examined in this final assessment. 

For  both  of  the  networks,  the  research  results  support  the  validity  of  the  method.  The 
AlexNet  and  CommandNet  models  achieved  validation  accuracy  of  91.7%  and  95.6%, 
respectively, in the preliminary test. Conversely, the accuracy in the second test was 97.5% and 
90%,  respectively.  Lastly,  the  validation  accuracy  for  the  two  networks  in  the  third  group  of 
experiment tests is of 80.8% and 95%, respectively, while the test accuracy is 81.3% and 91.7%. 
In this final performance, confusion matrices are used to indicate which classes are more difficult 
to detect, such as some with the torque oscillations and the double anomaly classes. 

With the outcomes of the experiments of the work, it can be stated that a Transfer Learning 
approach may produce good results with limited data for training and with reduced computational 
time. Although AlexNet’s image recognition has occasionally outperformed the CommandNet, i.e. 
in the second group of tests, however, CommandNet, can be considered more appropriate, since it 
gives better classification and test results in the first preliminary tests and in the third group of 
tests.    
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8  CNN  based  electromagnetic  signals  analysis  for 
bearing diagnostics 

 

8.1  Introduction 
 

In  this  chapter  the  work  of  the  author  [139],  published  on  the  “MDPI”  peer  reviewed 
journal “Applied Sciences”, will be presented.  

The  work  presents  a  method  for  diagnosing  bearing  defects  in  induction  motors  by 
analysing the machine’s electromagnetic signals, specifically radial stray flux and stator current 
signals. The work considers different locations of the defect on the outer raceway of the bearing 
(different hour positions  as  in  [96])  and  load oscillations  (LFTO)  that  form a double  anomaly 
condition when considered together. The machine has been supplied by an inverter, condition that 
makes  difficult  the  analysis  of  the  signals.  In  addition  to  the  localized  defect,  another  type  of 
bearing defect has been investigated: the generalized roughness.  

The  data  are  converted  into  a  2D  representation  through  the  Continuous  Wavelet 
Transform  (CWT)  and  the  Short  time  Fourier  Transform  (STFT).  The  data  are  collected  in 
experimental tests in laboratory and a neural network model based on the CNN “GoogLeNet” and 
trained  though  transfer  learning  technique  has  been  used  for  the  classification  of  the  machine 
conditions.  

The most important originality of the work is the use of the CWT on radial stray flux signal 
for  the bearing fault  recognition,  that,  to  the knowledge of  the author,  is a method  that has no 
similar works already published in literature. 

 

8.2  Motivation and literature review 
 

The wavelet  transform was chosen  to be  implemented  in  the work because  it has  lately 
been employed in a number of studies for electrical machine diagnostics, such as [12]. Interesting 
discoveries on bearing defects can be found in [140, 141], where a Discrete Wavelet Transform 
(DWT) and a CWT were employed on vibration data for bearing diagnostics. For bearing defect 
identification, a wavelet packet decomposition and a Hilbert envelope have been applied to the 
motor  current  signal  in  [142].  Two  further  papers  that  use  Wavelet  Transforms  to  diagnose 
induction devices are [143145]. Finally, a CWT analysis of the motor current signal is presented 
in [147]. However, as stated in the introduction, there are currently no articles available that use 
wavelet analysis of machines’ stray flux for bearing defect identification, to the best of the authors’ 
knowledge. 
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The  signals  investigated  in  the work of  the  author  [139]  are  coming  from an  induction 
motor supplied by an inverter. This implies that categorization of faults will be more challenging, 
as indicated in numerous publications across the literature, such as [148,149]. One of the current 
challenges is that the frequency of the current waveform may be changeable for machine speed 
control, resulting in transient conditions wherein the characteristic harmonics of the desired defects 
cannot be  reliably  recognised using a  standard  frequencydomain analysis. Another  significant 
challenge is that the electrical commutations used in the inverter to generate the waveform result 
in  the  development  of  Electromagnetic  Interference  (EMI),  which  may  readily  mask  the  fault 
frequency  components.  Lastly,  the  existence  of  a  closedloop  controller,  particularly  in  Field 
Oriented Control (FOC) drives, is a major challenge in searching for machine faults in electronic
fed drives. In reality, as noted in [53], while fault harmonics may still be seen with a V/f open
loop drive, standard voltage and current acquisitions are insufficient to identify bearing failures 
with a FOC closedloop (without certain FOC structure changes). Many strategies were used in 
different studies to mitigate these issues on the diagnostic system, particularly for the identification 
of bearing defects with extremely low characteristic harmonic magnitudes, i.e. incipient faults. 

Since  the  mechanical  defects  in  bearings  create  a  change  in  the  characteristics  of  the 
vibrations signatures as a primary consequence, it is frequently mentioned in the literature that the 
examination of vibration signals may be the best alternative for bearing diagnostics. Secondary 
effects  of  the  fault,  such  as  changes  in  the  airgap  length  (airgap  eccentricity)  and  the 
establishment  of  torque  fluctuations  owing  to  the  fault  in  the  bearing,  cause  harmonics  in  the 
electromagnetic signals such as current or stray flux spectra [25], [50]. Aside from that, vibration 
measurements may be problematic in some circumstances since the machine may not be easily 
accessible,  and  sensor  purchase  and  maintenance  costs  may  be  considerable,  increasing  the 
system’s complexity. Furthermore, the vibration signature may differ from one physical location 

of the machine to another; for example, multiple accelerometers may be required to inspect both 
the fanend and driveend bearings. 

The current signal is frequently considered not sufficient for a complete bearing diagnosis 
and  therefore  it  is  recommended  to be used  together with vibration data  [25]. However, many 
works attempt to extrapolate diagnosis information solely from this signal due to the ease of sensor 
installation or the costeffectiveness of using a transducer already embedded in the converter for 
machine’s control purposes. 

The machine was monitored using both stator current and exterior radial stray flux signals 
in the study of the author [139]. The stray flux signature study has been shown to be as successful 
as current signature analysis and, in some situations, can even provide superior diagnostic results 
as reported also in [36]. As previously stated,  the analysis of the signals was carried out  in  the 
article using the GoogLeNet CNN with transfer learning training approach for the classification 
and identification of the machine faulty or healthy conditions. 
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It has to be said that CWT is sometimes not recommended for fault diagnosis as explained 
in [146]. This is due to the fact that the CWT is a multiresolution technique: at low frequencies the 
frequency  resolution  is  much  better  but  the  time  resolution  worsens  and  viceversa  at  high 
frequencies. For  this  reason,  the authors  state  that  the CWT does not give any advantage with 
respect to STFT and so they do not recommend the use of it in fault diagnosis. However, in the 
presented work [139] the CWT is used on stationary signals (the frequency of the fundamental 
component  is  not  changing  during  the  measurements)  and  not  in  transient  signal  (inverterfed 
machines  startup)  as  in  [146].  Moreover,  in  [139]  a  comparison  between  CWT  and  STFT  is 
performed, giving new insights on both the transformation techniques applied to the current and 
stray flux signals for the purpose of diagnostics of bearing faults. 

 

8.3  Procedure and methods  
 

8.3.1  The  transformation  in  timefrequency  domain:  spectrograms  and 
scalograms 
 

Spectrograms are graphical representations of signals’ spectrum component frequencies as 

they change over time. A spectrogram may be produced in a variety of methods. The STFT and 
CWT were utilised to create spectrograms in the study presented. The pictures produced by the 
wavelet transform are generally known as scalograms. In the work of the author [139] and in this 
chapter,  the  nomenclature  “spectrograms”  is  referred  solely  to  the  STFT  pictures  whereas 
“scalograms” is referred to the CWT images. 

The STFT of a signal is calculated by applying the Fast Fourier Transform (FFT) method 
repeatedly.  In specific, digitally sampled timedomain data are partitioned into window frames, 
which generally overlap, and thereafter they are Fourier transformed to determine the frequency 
spectrum of every window. Each window spectrum is then represented by a vertical line in the 
graph, with the intensity of the colour proportional to the relative amplitude of the signal at the 
frequency in question. The complete spectrogram image is then created by laying these window 
spectra “side by side”. 

The  main  disadvantage  of  the  STFT  is  that  the  resolution  is  fixed.  The  width  of  the 
recovered  windows  influences  whether  there  is  strong  frequency  resolution,  which  allows  two 
close harmonics to be discriminated on the spectra, or good time resolution, which allows one to 
discern quick changes in the timeaxis of the frequency harmonics. The Gabor limit summarises 
the concept:  it stipulates that a signal may not be precisely localised in  the time and frequency 
domain simultaneously. 

The signal to be converted is multiplied by a function that is always zero except for a short 
time interval (a window function), in the continuoustime representation of the shorttime Fourier 
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transform. As the window shifts along the time axis, the signal’s Fourier transform is constructed, 
yielding a twodimensional representation [150]: 

𝑆𝑇𝐹𝑇{𝑥(𝑡)}(𝜏, 𝜔) ≡ 𝑋(𝜏, 𝜔) =  ∫ 𝑥(𝑡)𝜔(𝑡 − 𝜏)𝑒−𝑖𝜔𝑡𝑑𝑡
∞

−∞

 
(8.1) 

In which 𝑥(𝑡) is the signal to be modified, and 𝜔(𝜏) is the window function that might be 
a Hann window or a Gaussian window function. 

Conversely, discrete time transformations divide the data to be changed into timeframes 
that, to reduce artefacts, generally overlap. The amplitude and phase of the complex value at each 
point in time and frequency are retained for each frame after Fourier transformation: 

𝑆𝑇𝐹𝑇{𝑥[𝑛]}(𝑚, 𝜔) ≡ 𝑋(𝑚, 𝜔) =  ∑ 𝑥[𝑛]𝜔(𝑛 − 𝑚)𝑒−𝑖𝜔𝑛

∞

𝑛=−∞

 
(8.2) 

in which the signal to be converted is 𝑥[𝑛] and the window is 𝜔(𝑛 − 𝑚), with m and 𝜔 
being discrete and continuous values, respectively. In practical, both variables are discrete. 

Lastly, the Power Spectral Density (PSD) is a measure of the signal’s power as a function 

of frequency per unit frequency. The spectrogram representation of the function’s Power Spectral 

Density is given by the STFT’s squared magnitude: 

𝑠𝑝𝑒𝑐𝑡𝑟𝑜𝑔𝑟𝑎𝑚{𝑥(𝑡)}(𝜏, 𝜔) ≡ |𝑋(𝜏, 𝜔)|2  (8.3) 

 

In opposition to the STFT, a wavelet transform is produced by the operation of convolution 
over a signal with wavelet functions. A wavelet is a wavelike oscillation with zero amplitude at 
its beginning and end. A wavelet could be constructed with a specific characteristic frequency; 
when this wavelet is convolved with a signal, the output waveform can be used to evaluate if the 
specified  frequency  was  contained  in  the  signal.  To  completely  examine  the  data,  sets  of 
complementary wavelets are usually required. 

Opposed to the STFT, the wavelet analysis uses a windowing method with variablesize 
windows.  This  allows  for  the  use  of  lengthy  time  intervals  when  lowfrequency  harmonic 
components  must  be  seen,  and  narrower  windows  when  highfrequency  components  changing 
with time have to be interpreted. Wavelet analysis is moreover better suited not just for the analysis 
of transient signals, but also for the reduction of noise in the operation. 

CWT was used in the study. Unlike the DWT, the CWT allows the wavelet parameters 
called translation and scale to fluctuate continuously, resulting in a comprehensive representation 
of the input. Compared to a periodic signal, the scale parameter is similar to the period parameter 
(reciprocal of frequency); it can expand or shrink the wavelet in relation to its value. Slow changes 
in the signal can be identified using a reduced scale, while quick transients in the studied signal 
can be identified using a stretched scale. 
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The CWT is a mathematical technique that provides a comprehensive representation of a 
signal  by  varying  the  translation  and  scale  parameters  of  wavelets.  The  following  integral 
expresses the CWT of a function 𝑥(𝑡) at a scale (𝑎 > 0) with 𝑎 ∈ ℝ+∗and a translational value 
𝑏 ∈ ℝ [151]: 

𝑋𝜔(𝑎, 𝑏) =
1

|𝑎|1/2
∫ 𝑥(𝑡)

∞

−∞

�̅�  (
𝑡 − 𝑏

𝑎
) 𝑑𝑡 

(8.4) 

in which 𝜓(𝑡) is the socalled “mother wavelet”, a continuous complex function in both 
time and frequency domains; as denoted by the overline symbol,  in (8.4),  the 𝜓(𝑡)  function is 
complex conjugated. The mother wavelet’s main function is to provide a source function for the 

daughter wavelets, that are the scaled and translated variants of the mother wavelet. 

The CWT was processed in the work using a filterbank with 12 voices per octave, resulting 
in 12 intermediary scale values in every octave. This discretization of the scale is not very high, 
but  it  was  deemed  adequate  due  to  the CCN network’s satisfactory classification results. The 

analytic  Morse  (3,60)  wavelet  is  employed  in  the  filter  bank.  This  wavelet  function  has  a 
symmetric parameter (gamma value) equal to 3, indicating that it is symmetrical in thefrequency 
domain. The timebandwidth product of the wavelet is 60. This value may not be bigger than 40 
times the gamma value; a larger value corresponds to larger time domain dispersion of the wavelet 
but also to an improved frequency resolution. 

The width of the input signal frames and the frequencies for the sampling process utilised 
for the specific situations investigated have been changed for different tests and are given in the 
following sections of the chapter. 

More information on scalogram synthesis is provided in paragraph 8.5.1, where the first 
findings are revealed; however, identical settings were used in all parts where a CWT was done. 
Similarly, paragraph 8.5.4 contains more information on the production of the spectrograms with 
the STFT process. 

 

8.3.2  The GoogLeNet Convolutional Neural Network 
 

GoogLeNet, the convolutional neural network utilised in the publication, is a variation of 
the Inception Network, a Deep Convolutional Neural Network built by Google researchers. It is 
constructed  of  22  layers,  with  portions  of  these  levels  incorporated  in  a  total  of  9  inception 
modules. Inception units are commonly employed in CNNs to achieve more efficient processing 
and deeper networks by reducing dimensionality. The modules were created to address difficulties 
such as computational costs and overfitting. In summary, the idea is to use various kernel filter 
sizes  inside  the  CNN  and  order  them  to  function  on  the  same  level  instead  of  stacking  them 
consecutively. This sort of adaptation causes the network to get wider instead of deeper. Figure 
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116  depicts  the  net  structure  employed  in  the  work,  with  the  layout  of  the  inception  module 
emphasised. 

 

Figure 116: structure of GoogLeNet, with an inception module highlighted [139] 

 

According to the designers of GoogLeNet’s [152],  the  inception units are  implemented 
with 3 distinct size of the convolutional filters: 1x1, 3x3, and 5x5. Furthermore, max pooling is 
employed  in  parallel  since,  according  to  the  published  literature,  this  enhances  the  network 
performances. The parallel routes of the inception blocks provide a feature extraction with diverse 
sizes of the filters (the scales), that are then combined before being recovered by the following 
stage,  allowing  it  to  abstract  features  coming  from  various  scales  at  the  same  time.  If  no 
dimensionality reduction approach were utilised, the usage of numerous convolution layers and 
inception blocks would lead in an unnatural number of parameters to train. Thus, in the inception 
blocks, the basic approach is a 1x1 convolution filter inserted before any of the computationally 
more costly 3x3 or 5x5 filters.  

According to [152], it may be more convenient to start the series of inception blocks after 
some  traditional  oldstyle  convolutional  layers,  as  implemented  in  GoogLeNet.  To  have  more 
details on the network, [153] has a complete example of the exact network utilised in the study, 
which  is provided  from  the MATLAB repository. The pretrained network was updated  in  the 
study by changing several of the last layers, as is discussed below. 

The dataset  ImageNet was utilised  to  train  the GoogLeNet variant  used  in  the  research 
[154]. This collection is made up of 1000 various picture categories, such as objects, flowers and 
animals. The net received a 224x224 pixel picture with three Red Green Blue (RGB) streams as 
input. 

The selection of a 2D CNN instead of a 1D CNN was decided in order to have a greater 
availability  of  pretrained  at  stateoftheart  image  recognition  models.  Furthermore,  as 
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demonstrated  in  [155],  even  transitory  signals  may  be  properly  investigated  using  a  2D 
representation. The choice of GoogLeNet compared to alternative networks such as VGG (Visual 
Geometry  Group)  or  ResNet  was  based  on  the  high  accuracy  attained  by  GoogLeNet  in 
comparison to its memory use and processing resources. 

The  network  was  supplied  with  the  scalograms  and  spectrograms  mentioned  in  the 
preceding section. Because these “pictures” were not among the original classes with which the 
model was trained, the network had to be altered in order to perform an appropriate classification 
procedure. This was accomplished using the transfer learning approach, similar to what carried out 
by the author in [110]. The approach consists in the replacing and retraining of the final fully
connected and classification layers with new ones that have a number of output class categories 
equal to the number of classes in the new target task. It has to be remembered that the number of 
the target classes, with respect to the number of the original classes, must be one or two orders of 
magnitude smaller. 

Because the initial layers had previously been trained and properly retrieved the features 
from the pictures,  the network required considerably fewer data  to be retrained once  these  last 
layers were replaced (particularly for a 2D CNN). High weight and bias learning, i.e learning rate 
factors, were employed to let the final layer to learn fast, but low learning rate factors were retained 
for the earlier layers since they do not need to modify their learning parameters. This approach is 
important since it eliminates the requirement for a whole new network to be designed and trained 
for this purpose.  

The dataset for the training and test of the network has been chosen in this way: the training 
set had 65% of the database pictures, the validation set contained 25% of the images, and the test 
set contained the remaining 10%. 

More  details  on  the  parameters  chosen  and  modified  in  the  original  network,  such  as 
dropout probability of dropout layers, minibatch size, etc. are reported in the original work [139], 
and not repeated here for the sake of brevity and easiness of reading. 

 

8.4  Experimental measurements 
 

As cited in the introduction of the chapter, the tests reported in the study are all based on 
experimental laboratory acquisitions. The experimental setting is the same as in the author’ earlier 

papers, such as [110], and it is described in chapter 3. 

To quickly resume the equipment, the test bed is composed of the 1.5 kW 3phase induction 
motor, coupled with a magneticpowder brake.  In  the work only  tests with  inverter  supply  are 
considered.  The  inverter  works  in  openloop  with  a  space  vector  control  and  a  Pulse  Width 
Modulation (PWM) of the output voltage. 
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The  brake  is  controlled  to  give  constanttorque  or  LowFrequency  Torque  Oscillation 
(LFTO) conditions: in this latter case a sinusoidal torque with low frequency is added to a constant 
mean load torque. 

Among the signals available, presented in chapter 3, in the work only the radial stray flux 
signal and the stator current of the machine are analysed. The position of the cshaped fluxprobe 
is near the fanend of the motor, recognized as the most effective location for diagnostic purposes 
in a previous work carried out in the laboratory [156]. 

The multichannel NIUSB6212 Data Acquisition Board was used to sample data from the 
different  sensors.  The  sampling  frequency  of  120  kHz  was  selected  because  the  inverter's 
switching frequency is 6 kHz and, following the procedure described in [66], a sampling frequency 
20 times the converter switching frequency is considered appropriate for correctly evaluating the 
harmonic distortion added by  the  inverter. A hardware singleorder 2 kHz bandwidth  lowpass 
filter was added to the measurement chain among each probe and the acquisition board for anti
aliasing benefits. 

The experiments were conducted using two types of bearings and two distinct defective 
situations  of  the  bearing:  generalised  roughness  and  a  localizedpoint  defect  (particularly  a 
fracture) on the outer raceway of the bearing. Similarly to the study reported in [102] and the work 
of the author [96], the condition of localized fault was tested for different angular locations of the 
crack. The studied fault positions have been at hours 12, 3, 4.5, and 6, and will be indicated as 
H12, H3, H45, and H6 in the following. 

The bearings characteristics are exposed in 3.2.1, and summarised in Table 49. 

Table 49: main features of the bearings used for the study of the two defects. 

Bearing Model  Fault Simulated  Number of Balls  Ball Diameters 

NSK 6205Z  Singlepoint defect  9 (single row)  d ≅ 7.9 mm 

SKF 1205ETN9  Generalized roughness  26 (double row)  d = 7.45 mm 

 

The localizeddefect generates characteristic harmonics, the BPFO harmonics in vibration 
signal and corresponding harmonics in electromagnetic signals, as discussed in 2.3.4. 

Conversely,  the  generalised  roughness  defect  does  not  display  harmonics  at  specific 
frequencies, but  the vibration  spectra  and  stator  current of  the machine alter  in  an unexpected 
manner, frequently resulting in a broadband harmonic excitation [29]. 

In  combination  with  the  healthy  measurements,  which  served  the  baseline  for  the 
generalised  roughness  testing,  two  fault  intensity  levels  were  employed:  Step  1  and  Step  2 
roughnessdefect were produced using acid corrosion wear, as explained in the previous study of 
the author on this kind of defect (see paragraph 4.4).  
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Table 50 shows the acquisition settings for each example. Each instance studied consisted 
of many acquisitions (from 40 to 80), to collect longer measurements spread over a larger period, 
for the aim of thermal stability and for computing the average of the spectra to decrease noise, as 
previously described in [66,84]. 

Table 50: Characteristics of the acquisitions 

N°  of  Sample  for 
Each Acquisition  

Acquisition 
Frequency 

Achievable  FFT 
Resolution  

Number  of 
Acquisitions 

Time of The Whole 
Set  

220 = 1,048,576  120 kHz  0.115 Hz  40 to 80 
40ꞏ× 8.73 = 349 s 

80ꞏ× 8.73 = 698 s 

 

Table 51 shows the specific number of images (spectrograms or scalograms) created for 
each scenario. 

Table 51: Number of images generated for each study case and denotation of the conditions 

Type of Fault  Denotation  Number of Images Generated 

Baseline  Bas  80 

Generalized roughness step 1  BF Step 1  40 

Generalized roughness step 2  BF Step 2  40 

Crack at hour 12   H12  60 

Crack at hour 3  H3  60 

Crack at hour 4.5  H45  60 

Crack at hour 6  H6  60 

 

During the study, no data pertaining to other kinds of bearing defects (e.g. inner ring defect, 
ball defect) has been used in the tests. Nevertheless, the research suggests that if the network can 
distinguish  between  two  specific  hourcase  localised  faults  in  the  outer  ring,  which  may  have 
comparable signatures, the network may also distinguish other kinds of defects. 

 

8.5  Results  
 

The results of the paper [139] will be summarised in the next subsections.  

Different situations were investigated in the conversion of raw data into the timefrequency 
domain: (i) the use of CWT vs STFT approaches, (ii) the use of decimated versus nondecimated 
data, and (iii) the use of just one sensor signal against the use of two signals. Furthermore, a LFTO 



210 
 

condition current signal was included to evaluate the suggested CNN technique in a more difficult 
scenario.  

The results of the several tests are intended as the classification and test accuracies of the 
revised deep neural network GoogLeNet. Both stray flux and stator current signal are considered 
and compared in various tests. 

 

8.5.1  Three Output Classes tests 
 

The first  tests on the network only used three categorization classes: healthy (baseline), 
defective with generalised roughness of severity Step 1 and Step 2. 

The baseline had 80 images, and each of the instances Step 1 and Step 2 had 40 images. 
The CWT with the MATLAB filter bank “cwtfilterbank” was employed in the transformation with 
12 voices per octave.  

The first 100,000 samples of each acquisition were used as segments for image generation. 
This  resulted  in  an  interval  of 833 ms at  a  sample  frequency of 120 kHz. This  time  span was 
deemed  sufficient  because  it  comprised about 41  fundamental  periods,  since  all  the  tests were 
supplied with a 50 Hz waveform generated by the inverter.  In the tests  in which more than 40 
pictures were created  for each class, other  successive 100,000 sample segments were  acquired 
from the same 220 sample acquisitions in addition to the initial 100,000 sample segments of each 
acquisition.  

Further details are reported in [139]. 

Figure 117 depicts some random pictures of the current and radial stray flux signal for the 
three output classes tests. Note that the figure represents the images to be fed to the neural network. 
The xaxis is the timeaxis, going from 0 to 833 ms; the yaxis is the frequency axis, going from 0 
to 60 kHz growing from the bottom to the top in a logarithmic way (and from 0 Hz to 6 kHz for 
the decimated data, see 8.5.1.1). The validation accuracies achieved with the model supplied with 
the signals are 100% for the radial flux and 50% for the current signal, respectively. Figure 118 
depicts  an  example  of  training  progress.  As  seen  in  Figure  118,  the  network  quickly  attained 
convergence (after 4 epochs) and the entire procedure took less than a minute. Figure 119 depicts 
the confusion matrices in the two scenarios. 
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(a)  (b)  
Figure 117: Some examples of CWTgenerated training images: (a) radial flux and (b) current signal. 

 

 

Figure 118: Accuracy progress for training and validation data: training in light blue and blue (smoothed), 
validation in black dashed. 
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(a)  (b) 

Figure 119 Confusion matrices for (a) radial flux and (b) current signal (test set). 

 

The flux signal’s test accuracy, i.e. 93.8%, was somewhat lower than the validation 

accuracy, while the current signal’s test accuracy (50%) was the same as the validation accuracy. 

These preliminary tests show that the radial flux signal outperforms the current signal with 
the identical transformation parameters. 

 

8.5.1.1  Three Output Classes Tests with Decimated Data 
 

Identical  tests  that  were  performed  with  a  decimated  sampling  frequency,  since  the 
sampling rate typically assumes lower limits and the fault characteristic patterns investigated are 
at lower frequencies, e.g. from 0 to 2 kHz. 

The  decimate  MATLAB  function  has  been  used  for  the  decimation.  The  reduction 
parameter  chosen  was  10,  reducing  the  sampling  frequency  from  120  kHz  to  12  kHz  and  the 
segment length from 100000 to 10000 samples.  

One nondecimated and one decimated scalogram images are depicted in Figure 120. 



213 
 

  
(a)  (b) 

Figure 120: Scalogram examples from current signals: (a) with decimated sampling frequency and (b) with 
nondecimated sampling frequency. 

 

The validation accuracy rates achieved with the decimated data were 97.5% for the radial 
flux and 40.0% for the current signals. This indicates that the pictures may be identified also with 
a decimated sample frequency, however the validation accuracy for both flux and current signals 
would deteriorate: from 100% to 97.5% for the radial flux and from 50% to 40% for the current. 

 

8.5.2  Seven Output Classes tests 
 

Additional  tests were performed by  including  four  classes  to  the network:  the  bearings 
faults characterized by a localised crack in the outer ring at four distinct angular positions. The 
data  preprocessing  was  carried  out  in  the  same  manner  as  stated  in  the  paragraph  8.5.1;  the 
network  was  configured  with  the  same  hyperparameters  as  the  previous  tests.  The  acquired 
segments utilised were not decimated. The names of the classes and the quantity of scalograms 
created in each class are summarised in Table 51. 

 

8.5.2.1  Radial Stray Flux Signal Analysis 
 

With the radial stray flux, the network’s accuracy remained very good also with seven 

output classes. As seen in Figure 121,  the network obtained convergence quickly,  in roughly 4 
epochs,  yielding a validation accuracy of 100%.  Conversely, Figure 122 depicts  the  confusion 
matrix, which shows that every class was accurately classified. 
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Figure 121: Accuracy progress for training and validation data in the 7output classes tests with radial 
flux signal: training in light blue and blue (smoothed), validation in black dashed. 

 

 

Figure 122: Confusion matrix (using the test set) for the seven classes tests with radial flux signal 

 

8.5.2.2  Current Signal Analysis 
 

In  comparison  to  the  previous  scenario  with  three  classification  classes,  the  network 
training with current signals required more iterations to achieve convergence in training accuracy. 
The stable validation accuracy was around 85%, which was lower than for the radial flux signal 
but greater than for the current signal in the first test with three output classes. 
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Figure 123 depicts the training and validation progress of the seven output classes test with 
current signal. The limit of the number of epochs was set to 24 to reach convergence; the procedure 
took around 7 minutes. Figure 124 depicts the confusion matrix. 

 

Figure 123: Accuracy progress for training and validation data in the 7output classes tests with stator 
current signal: training in light blue and blue (smoothed), validation in black dashed. 

 

 

Figure 124: Confusion matrix (using the test set) for the seven classes tests with stator current signal 

 

Figure  124  shows  that  the  most  incorrectly  classified  categories  are  those  with  the 
generalised roughness flaw. Furthermore, the baseline class was occasionally misidentified as the 
bearing fault step 2 (BF Step 2). 

 



216 
 

8.5.2.3  Mixed signals analysis 
 

This paragraph presents  the network that has been trained utilising both the current and 
flux signals. The amount of pictures utilised was double compared to the singlesignal analysis. 
The maximum number of epochs was increased to 24, and the weight and bias learning rate was 
extended from 15 to 25. The validation accuracy was 89%, and convergence went roughly after 
18 epochs. The computation took about 13 minutes. 

An identical test was performed using decimated data. Validation accuracy was lower than 
nondecimated data (76%), but a quick convergence is reached in about 10 epochs. Figure 125 
depicts the confusion matrices for both nondecimated and decimated data sets. 

As shown in Figure 125, the sole misclassification for the nondecimated data was for the 
class “BF Step 1”, which included 50% misclassified pictures. The overall test accuracy was 95%. 
Conversely, many classes were misinterpreted in the decimated data, including “Bas”, “BF Step 
1”, “H12”,  and “H45”. For  the decimated data,  the overall  test  accuracy was 81.2%. This  can 
indicate that the network sees feature patterns also at a high frequency in the scalograms, allowing 
it to achieve greater validation and test accuracies for nondecimated data. 

 

  
(a)  (b) 

Figure 125: Confusion matrices for (a) nondecimated and (b) decimated data, analysing both current and 
flux signals (mixedsignal). 
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8.5.3  LFTO conditions analysis 
 

LFTOs were introduced in several tests; this condition might emulate a rotor bar defect or 
a specific sort of mechanical load, as discussed in paragraph 2.3.5. As mentioned in [84], a double 
fault scenario was simulated using data from a motor with a bearing problem and an oscillating 
load torque. 

Just the stator current data has been used in this scenario. The LFTO condition was created 
by summing a sinusoidal torque wave of 0.5 Hz over a constant load torque. Due to scarcity of 
LFTO data, only four classes were employed, in particular the classes of the localised fault, at four 
distinct angular points, excluding the baseline class. 

The  analyses  present  a  comparison  between  decimated  and  nondecimated  data. 
Furthermore, the neural network was used to classify the same four classes with localised faults 
without LFTO, enabling direct comparison among the single and double fault scenarios. In a first 
evaluation,  the  single  and  double  fault  conditions  were  input  into  the  neural  network 
independently;  secondly,  all  eight  classes  were  supplied  into  the  model  together  for  a  8class 
classification objective. 

 

8.5.3.1  Four output Classes tests with LFTO condition 
 

The localized bearing fault data with LFTO (double anomaly condition) and without LFTO 
are supplied into the network separately. Decimated and nondecimated data are considered. The 
upper limit for the number of epochs was set to 24 in these tests. The validation and test accuracies 
are summarised in Table 52. 

Table 52: Validation and test accuracy for the LFTO double anomaly condition compared to the single 
fault condition. 

Case  Decimation  Validation Accuracy  Test Accuracy 

Bearing fault + LFTO  NO   65%  83.3% 
YES  56.7%  29.2% 

Bearing fault  NO  98.33%  95.8% 
YES  75%  75% 

 

As visible in Table 52, the double anomaly condition caused additional challenges in the 
classification procedure, as predicted. Data having a nondecimated  frequency spectrum  yields 
superior categorization results. As demonstrated in Figure 126, distinguishing the H12 class for 
both single and double fault scenarios and the H6 class in the event of double fault was particularly 
challenging with the decimated data. 
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(a)  (b) 
Figure 126: Confusion matrices generated from decimated data in (a) single fault and (b) double anomaly 
conditions 

 

It may be noted that, in the situation of LFTO, the electromagnetic signal images produced 
with the CWT do not exhibit characteristics patterns recognizable by the human eye, in opposition 
to  vibration  spectrogram  images  presented  in  [110],  in  which  torque  oscillation  are  easily 
recognizable.  Figure  127  shows  two  example  pictures  from  the  decimated  data  showing  very 
similar images in the two conditions. 

 

  
(a)  (b) 

Figure 127: Scalogram pictures of the current signal produced with decimated data: (a) H6 single fault 
condition  and (b) H6 and LFTO double fault condition. 
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8.5.3.2  Eightoutput Classes tests with LFTO condition 
 

In  the  test  of  this  scenario,  nondecimated  data  are  used.  This  test  was  carried  out  by 
combining the signals of the single defect with the data of the double anomaly. With this eight
class configuration, it was feasible to determine if the network successfully distinguished between 
single and double failure situation classes. The output confusion matrix will be presented in the 
next subsection 8.5.4.2 (Figure 131) to a direct comparison with STFT 8classes tests. 

 

8.5.4  STFT spectrograms tests 
 

In order to compare scalograms and spectrograms output of the network, in this paragraph 
the images were created through STFT (generating spectrograms). 

Data pertaining to the localised bearing fault, with and without the double anomaly state 
caused by LFTO, were supplied into the network. Only the current signal had been acquired in this 
situation. 

The spectrogram was generated using the same approach as in paragraph 8.5.3, with 4 or 8 
output classes tests, but the data were meanvar normalised and decimated with a decimation rate 
of 20 or 30, which  yielded superior categorization results. As  in  the previous experiments,  the 
number of pictures created for each category was limited to 60, the base sampling rate was set to 
120 kS/s, and the base input segment length was set to 100,000 samples. The main characteristics 
of the decimated data are resumed in Table 53. 

Table 53: Main characteristics of the decimated data and spectrogram generation. 

Decimation 
Factor Used 

Decimated 
Sampling 

Frequency 

Number of 
Samples 

(Decimated) 

Window 
Length 

Overlapping 
Samples 

Number of DFT 
Points 

Dimension of The 
Spectrogram Generated 

Input Segment  Parameters for The Spectrogram Generation 
20  6 kHz  5000  750  739  452  227 × 387 
30  4 kHz  3333  750  739  452  227 × 235 
 

All the images generated are resized to a 224x224 pixel size images through “imresize” 
function  of  MATLAB.  While  other  particulars  for  the  spectrogram  generation  are  reported  in 
[139], Figure 128 shows examples of STFT images of current signal with LFTO condition. The 
showed images are the ones fed to the neural network. Their axes are the timeaxis (xaxis) going 
from 0 to 833 ms in all of the cases; the frequencyaxis (yaxis) going from 0 to half of the sampling 
frequency employed, starting from the top to the bottom of the image, in linear scale (0 to 3 kHz 
or 0 to 2 kHz, depending on the decimation factor used). 
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Figure 128: Examples of STFT images of current signal with LFTO condition with decimation factor 
equal to 30. 

 

8.5.4.1  Four output Classes tests with LFTO condition 
 

Table 54 reports the validation and test accuracies for every arrangement of four classes 
for the various situations. Figure 129 depicts the confusion matrices for situations with a decimated 
ratio of 30. 

Table 54: Spectrograms in four classes cases, validation and test accuracies.  

Case  Decimation 
Factor 

Validation 
Accuracy 

Test 
Accuracy 

Four localized bearing faults + LFTO  20  75%  79.2% 
30  61.7%  62.5% 

Four localized bearing faults without 
LFTO 

20  90%  87.5% 
30  91.6%  87.5% 

 

In this case of decimated data, the accuracies acquired with the spectrogram pictures tended 
to be superior to those obtained with the scalograms, as seen in Table 54 and Figure 129, when 
compared to the respective Table 52 and Figure 126. 
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(a) (b) 

Figure 129: Confusion matrices for fourclass classifications and spectrograms with decimation factor of 
30: (a) four hour singlepoint bearing faults and (b) four hour singlepoint bearing faults with LFTO. 

 

8.5.4.2  Eightoutput Classes tests with LFTO condition 
 

For brevity just  the analysis with decimation factor of 20 are reported. The accuracy of 
classification process  in  the eightclass arrangement with spectrograms was 75.8%. Figure 130 
depicts the confusion matrix for this scenario. 

In this example, the test accuracy was lesser than in the preceding part (see Figure 131); in 
fact, the test accuracy here was 66.7% rather than 91.7% as in the scalogram classification. 
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Figure 130: Confusion matrix (using test set) comprising spectrogram pictures for the eightclass 
arrangement. 

 

 

Figure 131: Confusion matrix (using test set) comprising scalogram pictures for the eightclass 
arrangement. 
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8.6  Discussion  
 

The work presented in the chapter is a study of stator current and radial stray flux signals 
for  diagnosing  an  induction  machine  with  bearing  defects.  Laboratory  acquisitions  were  used 
throughout the analysis.  

The signals were analysed by means of GoogleNet, a deep Convolutional Neural Network 
(CNN). Using the transfer learning approach, the network was customised for the categorization 
of  various  bearing  defects.  This  strategy  entails  retraining  a  pretrained  network  (GoogleNet), 
trained  for  the  classification of 1000 classes of object  photos,  just  in  the  final  fully  connected 
layers, with the number of output classes reduced of one or two order of magnitude. Throughout 
the training process, the network retains the feature extraction abilities learnt in the previous layers, 
but it may adjust these abilities for the categorization of new classes of input pictures, i.e. the time
frequency domain images of the electromagnetic signals (current and stray flux) acquired on the 
machine.  

Generalized roughness at two severity levels and localised faults in the outer ring in four 
different hour positions were the bearing defects investigated. Furthermore, tests with a localised 
fault  and  LFTO  (Low  Frequency  Torque  Oscillation)  were  performed;  this  latter  condition, 
represents a double anomaly condition in the machine when the fault and LFTO are considered 
simultaneously. CWT (continuous Wavelet Transform) and STFT (Short Time Fourier Transform) 
are  the  transformation  in  timefrequency  domain  performed  in  the  work,  and  classification 
accuracy results of the network are compared between these two kinds of input images. 

The work discusses many types of evaluations. The first looked at three types of damage, 
including the baseline (healthy) state and faults with roughness of the bearing balls. The wavelet 
transform was used  to perform  these  tests on both  the current  and  stray  flux  sources.  In  these 
studies, the stray flux signal outperformed the current signal in terms of classification accuracy. 

Additional experiments were performed by combining the bearing’s localised defect data 

with the baseline and generalised roughness data. The stray flux signal achieved a validation and 
test accuracy of 100% with these tests, while the current signal achieved an accuracy of around 
80% with an upper limit in number of epochs of the training procedure increased to 24. The current 
and stray flux data were then combined, yielding a validation accuracy of roughly 90%. In these 
studies, both the original sampling frequency of 120 kHz and the decimated frequency data were 
employed; in the instance the nondecimated segments achieve higher classification accuracy. 

Thereafter, classification tests were run on the localised fault data types with and without 
the LFTO. Due to a lack of stray flux data, these experiments were conducted only with the current 
signal. The experiments were performed using scalogram and spectrogram pictures generated by 
the  two alternative  timefrequency domain  transformations: CWT and STFT. Furthermore,  the 
double fault situation, which was defined by the existence of a localised fault in the bearing and 



224 
 

the LFTO, was investigated both jointly and independently to the single fault situation, generating 
respectively 4 and 8 output classes tests. 

In these last experiments, the disparities in accuracy rate of the network with data processed 
with  the  CWT,  i.e.,  scalogram  pictures,  and  with  the  STFT,  i.e.,  spectrogram  images,  were 
examined. The results reveal that the test and validation accuracy can differ between the four and 
eight  class  settings.  The  spectrogram  images  produced  better  results  for  the  four  class 
configurations, with test accuracies of up to 87.5%, whereas the scalogram images produced better 
results for the more complicated eight class setups, with test accuracies of up to 91%. 

It can be observed that  the decimation factor had a playrole in the classification of the 
images: for the scalogram pictures, a nondecimated signal yields superior classification accuracy, 
but for spectrogram images, a larger decimation factor leads to a better accuracy. 

In  conclusion,  the work  presents  results  that demonstrate  and  confirm  the  capability  of 
electromagnetic signals produced by an induction motor to identify various bearing failures and 
mechanical load anomalies.  

The results accord with numerous recent works in literature. However, some discrepancies 
can be found: for example, in contrast with [157], the external stray flux in the work showed to be 
more efficient than the current in identifying bearing problems. This difference could be explained 
by the fact that in this study, a small motor was used, with the stray flux sensor installed very close 
to the defected bearing; in contrast, the large size of the motors analysed in [157] does not allow 
for the setup of an external sensor close enough to the bearings. In any event, it can be affirmed 
that, as recommended in the literature, measuring both flux and current signals may be effective 
for increasing diagnostic efficiency for motors of all sizes. 

Regarding  the  Convolutional  Neural  Networks,  the  results  suggest  their  capability  to 
automatically discern between different bearing defects, double anomaly conditions and healthy 
conditions.  The  comparison  between  scalograms  or  spectrograms  as  network  inputs  has 
demonstrated  that  they  can  provide  different  classification  accuracies  and  the  optimal  choice 
cannot be determined categorically; hence, an examination of both approaches could be helpful 
for automatic defect identification.    
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9  Conclusions 
 

In this work the main activities of the author during his Ph.D. course of study are resumed. 
Apart of the first two chapters that are related to the state of art of diagnostics of electrical machines 
and to the description of the laboratory equipment used, every chapter describes a scientific work 
published in literature by the author. The main methodologies and results obtained in the different 
chapters are summarised below: 

  The third chapter is related to the description of the test bench and laboratory equipment 
used by the candidate in his research activities. Moreover, the modalities with which 
the faults and load anomalies are replicated in laboratory are described. The machine 
used for all the works presented is an induction motor rated 1.5 kW. The main faults 
and  anomalies  tested  are  interturn  stator  short  circuits,  bearing  faults,  airgap 
eccentricity and load anomalies, i.e. Low Frequency Torque Oscillation (LFTO). 

  The  fourth  chapter  describes  a  method  for  detecting  multiple  faults  in  electrical 
machines; in particular, the generalised roughness bearing defects, partial stator short 
circuits and airgap eccentricity of the machine are taken into account. The analyses of 
the  data  (current  and  stray  flux  signals)  are  in  the  frequencydomain  but  using  a 
“statistical”  approach:  the harmonics are counted as  fault  indicators  if  they  fall  in a 
frequencygap with a certain tolerance and the trend over time of the various cases with 
different fault severity and fault combination is considered. Moreover, baseline data 
are used  for  the  comparison with  cases with different  severity  levels.  Baseline  data 
include both healthy and faulty data with a certain severity and are compared with more 
severe faults or combination of multiple faults. The machine is invertersupplied and a 
high sampling frequency is used during the acquisitions showing good results without 
the need of sophisticated filters or digital manipulation of the data.  

  The  fifth  chapter  describes  a  multisensor  technique  for  localized  bearing  fault 
detection.  The  signals  analysed  are  vibrations,  from  two  different  accelerometers 
located in different parts of the machine, stator current and stray magnetic fluxes (axial 
and  radial).  The  approach  is  more  deterministic  than  the  approach  described  in  the 
previous chapter: the exact fault characteristic  frequencies are identified in vibration 
spectra and then visualized for comparison in electromagnetic signals spectra. With the 
use of vibration signal, instead of just calculating the characteristics frequencies with 
the formulas related to the bearing geometries, it was possible to avoid the uncertainty 
of 12% generated by the slippage phenomenon on the calculation of the characteristic 
frequencies.  Current  and  stray  flux  signals  are  compared  between  them  showing 
different performances according to the load condition. In particular, stray flux signals 
give excellent detection efficiency at no load but degraded efficiency at constant load 
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and with LFTOs. Current signal does not reach a very high detection efficiency at no 
load,  but  remains  more  stable  in  load  conditions.  Insights  about  characteristic 
signatures in spectra due to LFTO are showed in the chapter.  

  The sixth chapter presents a study on the influence of the location of the fault in the 
outer ring of the bearing, with respect to the axis of the rotorweight force, on the signal 
signatures.  The  experimental  measurements  include  vibrations  from  two 
accelerometers  as  well  as  electromagnetic  signals.  An  accurate  analysis  of  the  two 
vibration signals, located in different zone of the machine, is performed. It is shown 
that the piezoelectric sensor, located close to the faulty bearing, is more prone to see 
the vibrations related to the mechanical rotation and faults (like bearing faults), while 
the MEMS accelerometer, mounted on the central part of the machine, better intercepts 
vibration related to electrical quantities and faults, like the double of the slip frequency 
of the rotor (related to broken rotor bars), or double the supply frequency (relative to 
airgap eccentricity). The intensity of the vibration harmonics is then compared among 
the  faults  at  different  angular positions  in  the  bearing outer  ring. Similar  amplitude 
comparisons  are  carried  out  with  the  electromagnetic  signals  and  the  detection 
efficiency is evaluated, calculated as the ratio of the number of fault harmonics detected 
over  a  total  of  8  harmonics  considered.  Results  show  in  general  a  more  difficult 
detection of  the fault with  the position at hour 12, as expected, especially  in  loaded 
cases. Some tests are carried out with invertersupplied machine and LFTO conditions. 
With  the  inverter  supply,  the  localized  fault  can  be  identified only on  the vibration 
signal. The LFTO conditions can be visualized in the vibration spectra, as sidebands of 
the slot pass harmonic, if no other prominent fault is present in the machine. 

  The seventh chapter describes a machine learning technique for automatic recognition 
of bearing fault in vibration spectrograms. The approach used for the training of the 
network  is  the  transfer  learning  technique  applied  to  deep  learning  architectures. 
Specifically, in the work, 2D CNNs (Convolutional Neural Networks) are adapted and 
used. This technique permits to adapt an already trained network to purposes different 
from  the  original  ones.  In  particular,  the  networks  used  in  the  study,  AlexNet  and 
CommandNet, were originally designed to classify object images and spectrograms of 
voice commands. Retraining the networks using high learning rate for the weight and 
bias  parameters  just  in  the  final  fully  connected  layer  permits  to  use  the  features 
extraction abilities acquired by the original training of the networks for the recognition 
of new classes (the number of the new classes is one or two order of magnitude less 
than the original classes). The amount of training data of the new classes can be much 
lower in quantity with respect to the original training data; this is the main advantage 
of  the  implementation of  this  technique  to  the diagnostics of electrical machines,  in 
which faulty data are difficult to obtain in large quantities. The work has been based on 
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two datasets, one from laboratory measurements (denominated “Pavia data”) and one 
from the online public dataset of the Case Western Reserve University (CWRU). Tests 
are carried out with  three different setups of the networks,  including tests with only 
Pavia data, tests with mixed data, and tests with 6output classes that include healthy, 
faulty, two different LFTO conditions and LFTO in simultaneous presence with bearing 
fault (double anomaly conditions). Results show the feasibility of the transfer learning 
technique  applied  to  this  diagnostic  purpose  and  highlight  differences  in  output 
between the two networks; in particular, CommandNet, though it is smaller and lighter 
network,  reaches  in  general  higher  classification  accuracies  probably  because  of  its 
attitude on recognizing spectrograms. 

  The  eighth  chapter  presents  a  CNN  based  method  for  recognizing  electromagnetic 
signals timefrequency domain images of an induction machine. Similarly to the work 
presented in the chapter 7, the approach used is to apply the transfer learning technique 
to retrain a pretrained CNN network, i.e. GoogleNet. In contrast to the work presented 
in chapter 7, the electromagnetic signals (stator current and radial stray flux) are used 
for the generation of the timefrequency images and the Continuous Wavelet Transform 
(CWT) is used for the image generation, though also Short Time Fourier Transform 
(STFT)  spectrograms are generated  for  comparison. All  the measurements  analysed 
come from an invertersupplied machine. Both localized bearing defect in the outer ring 
at different angular positions and generalised roughness bearing defect are taken into 
account in the analyses. Moreover, a 0.5 Hz LFTO condition is added in the tests with 
bearing localised defect to obtain a double anomaly condition. A sampling frequency 
of 120 kHz has been employed in the measurements; in the analyses both full frequency 
and decimated sampling frequencies with different decimation factors have been used 
in scalograms and spectrograms generation. Different types of classification setups are 
fed into the network: i) three output classes, in which only the two severity levels of 
the generalised roughness and healthy signal are considered; ii) seven output setup, in 
which  localised,  generalised  roughness  and  healthy  conditions  are  fed  together;  iii) 
eight output setup in which localised and double anomalies conditions are fed into the 
network. Classification accuracies of the network show very good results with radial 
flux signal, which in the cases analysed generally outperforms the current signal. Also 
the CWT is more effective than STFT in many of the cases analysed. In some instances, 
however, STFT with appropriate decimation factors gave better results demonstrating 
that  both  options  can  be  used  for  this  kind  of  automatic  fault  recognition  and 
classification with a convolutional neural network.  

 

As stated in the abstract and in the introduction, the aim of this thesis was to summarize 
the main research works carried out by the author during his PhD program; other works not yet 
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published are not presented in the thesis. The author wishes this work can be used as a state of art 
of diagnostics of electrical machines for other researchers and as starting point and inspiration for 
future works in this field.    
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